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1. Bevezetés

A tobbvaltozos adatelemzés statisztikai modszereit elGszeretettel alkalmazzak a
legkiilonb6z6bb kutatasi teriileteken. Ezek koziil a latens (vagy rejtett) valtozos
modellezés a tarsadalomtudoméanyokban orvend nagy népszertiségnek. Ennek oka,
hogy gyakran olyan valtozok értékeit kivanjak meghatarozni, amelyek kozvetleniil
nem mérhetsk, mint példaul a boldogsag, stressz vagy addikciora vald hajlam. Min-
den ilyen modell alapotlete, hogy a kozvetleniil mérhets adatok értékeit hattérben
meghtizodo, rejtett valtozok hatarozzak meg valamilyen moédon. Mivel a magyarazo
valtozok kozvetleniil nem figyelhetSk meg, tobb nehézség 1ép fel ezen modellek al-
kalmazasaban egészen a modell felirasatol a szamitasokon at a kapott eredmények
interpretalasaig. Még az egyik leggyakrabban hasznélt modellben, a faktoranalizis-
ben, is szamos kérdés nincs teljesen tisztazva, példaul az, hogy mikor egyértelmi
a megoldas, és mely feltételek mellett fogja a konkrét szamitési eljarasunk azt a
megoldast adni.

A nehézségek ellenére azért hasznaljak gyakran az ilyen modelleket, mert igen tet-
részét, lényegesen kisebb szamu valtozoba aggregaljak, amelyek raadasul konnyen at-
tekinthetd kapcsolatban allnak egymassal, illetve a mért valtozokkal is. Ez csabitova
teszi az emlitett eljarasokat, hiszen lehetGséget nyijt arra, hogy a komplikélt sokval-
tozos megfigyeléseinket egyszert modon interpretéljuk.

A dolgozat téméja egy altalanos latens valtozos modell, a Structural Equation
Modeling (SEM) bemutatasa. A masodik fejezet tartalmazza a modell felirasat. Ez
a fejezet a [2] The Relationship Between Software Developement, Theory, and Edu-
cation in Structural Equation Modeling cimid cikk alapjan késziilt. A harmadik fe-
jezetben talalhatoak a SEM illesztésére hasznalt leggyakoribb modszerek. A fejezet
elkészitéséhez az alabbi irodalmat hasznéltam: [1| Latent Variable Models: An Intro-
duction to Factor, Path, and Structural Analysis, |3| Bayesian Structural Equation
Modelling és |9] Markov Chain Monte Carlo and Gibbs Sampling. A negyedik fe-
jezet foglalkozik a modell illeszkedésének mingségét mérs leggyakrabban hasznalt
mutatokkal. A negyedik fejezet a [1| Latent Variable Models: An Introduction to
Factor, Path, and Structural Analysis cimd konyv masodik fejezetébdl irodott. Az
otodik rész az atdiagramok SEM modellezésbeni szerepét targyalja. Az itt talalhato
tételek bizonyitasai a [4] Using Path Diagrams as a Structural Equation Modeling
Tool cimi cikkben olvashatok. Az utolsd részben pedig egy példan keresztiil mu-
tatom be a SEM modell hasznélatat.



2. Structural Equation Modeling

2.1. A modell felirasa

A SEM modell gyokerei a path analizisig nytlnak vissza. A path analizis lényege,
hogy a kiilonboz6 valtozok kozott ok-okozati viszonyt tételeziink fel, és ez alapjan
irunk fel regresszios egyenleteket, amelyek Osszekapcsoljak Sket. A név onnan ered,
hogy a valtozok kozotti kapcsolatok szemléltetésére egy iranyitott grafot rajzolunk
fel, melyben a cstcsok a valtozok és a koztiik futo iranyitott élek a regresszids egy-
iitthatok. A SEM ennek a modellnek az egyenletekkel felirt rejtett véltozokat is
tartalmazd tovabbfejlesztése.

Amiben ez a modszer tobbet nyujt a szokasos latens valtozos eljarasoknél az,
hogy a rejtett valtozok kozotti strukturalis viszonyt is felirthatunk, és egyidejtileg
ezt is figyelembe vessziik a modell illesztésekor. Ez alapjan a latens valtozokat és az
egyenleteket is két csoportra oszthatjuk. A valtozok lehetnek kiils6 (vagy exogén)
és belss (vagy endogén) valtozok. Azokat a valtozokat, melyekre nincs méasik olyan
latens valtozo, amely rajuk kozvetlen hatéssal lenne kiils6 valtozoknak nevezziik.
Mas szoval ezek azok a valtozok, amik magyarézzédk a tobbit. A fennmarado val-
tozok a masik csoportba esnek. Tehat a belsd valtozok azok, amelyeket mas latens
valtozok magyardznak. Az egyenletek azon csoportjat, amelyek a latens valtozok
kozotti viszonyt irjak le strukturalis egyenleteknek nevezziik, mig azokat, amelyek a
mért és a latens valtozok kapcsolatat irjak le, mérési egyenleteknek nevezziik.

Ezek utan a modell a kovetkezs formaba irhato: A strukturalis modell
n=DBn+T{+(¢

A belst valtozokat 7 , a kiils6ket pedig £ jeloli. Mindkett6hoz tartozik egy-egy mérési

modell:

y:Ayn+5
r=MNE4+0

Ez a harom egyenlet egyiittesen a SEM modell. A kovetkezdket tessziik fel:

Minden valtoz6 0 varhato értékd

( fiiggetlen &-t61

e fliggetlen n-tol

0 fiiggetlen &-t61



o ¢ fiiggetlen £-t6l
e (. és 0 fliggetlenek
e diag(B) =0

Az elsé feltevés csak technikai jellegt, és nem veszitjiik el vele az altalanossagot.
Ha at akarunk térni a nem 0 varhato értéki esetre, egyszertien minden egyenletben
hozzé kell adnunk a jobb oldalhoz bal oldal varhato értékét. A kovetkezs ot feltétel a
hibak egymastol és a latens valtozoktol valo fiiggetlenségét fejezi ki, mig az utolso azt
jelenti, hogy a bels6 valtozok regresszidjaban mindegyik legfeljebb az egyik oldalon
szerepelhet.

Ez a modell feliras még nagyon altalanos, hiszen ezekbdl az egyenletekbdl csak -
et és y-t , és az 6 tapasztalati kovarianciamatrixukat ismerjiik, és rengeteg ismeretlen
valtozonk van. Viszont a A,,A,,B és I" egyiitthaté matrixoknak specialis alakja van,
amit mindig az adott modell felirds hatédroz meg. Ezen matrixok elemeinek nagy
része zérus, mivel el6re meghatarozzuk azt, hogy az egyes mért valtozokra mely
latens valtozok hatnak, és azt is, hogy az egyes belsé latens valtozokra mely mésik
latens valtozok hatnak. Ha olyan modellt irunk fel, amiben még mindig tobb is-
meretleniink van, mint egyenletiink, megtehetjiik, hogy egyes egyiitthatok értékeit
elére rogzitjiik, vagy egyéb feltételeket tesziink rajuk. Ezzel azonban évatosan kell
banni, mert konnyen el6fordulhat, hogy nagyon rosszul illeszked6 modell lesz a
végeredmény, ezért lehet, hogy ekkor érdemesebb tjabb modellt felirni.

Ez a modell altalanos esetként magéban foglal tobb eljarast is, mint példaul a fak-
toranalizist, vagy a tobbvaltozos regressziot. A faktoranalizis példaul a kévetkezSkép-
pen néz ki a SEM terminolégiaban: A latens valtozok mindegyike kiils6, hiszen
nincs koztiik semmilyen magyarazo viszony, igy nincsenek strukturalis egyenletek,
és csak a kiils6 valtozokra felirt mérési modell marad meg. Ebben a modellben
pedig nem irunk el§ semmit az egyilitthaté métrix alakjara, azaz barmelyik latens
valtozd barmelyik mérésre hatéssal lehet. Amit a faktoranalizisben sajat faktornak
neveztiink, most hibanak hivunk.

Igy ha tijra megnézziik a modellt, a kivetkezé modon is interpretalhatjuk: A mért
valtozokra felirunk egy vagy tobb faktoranalizist, majd a latens valtozokra felirunk
egy tobbvaltozos regressziot. Valojaban megtehetnénk ezt gy is, hogy elGszor kisza-
moljuk a faktoranaliziseket, kinyerjiik a faktorokat, majd ezekre felirjuk a regressziot.
Ez a modszer azonban mas eredményt adna, hiszen a SEM szémitasakor a latens
valtozok kozti strukturalis viszonyt méar akkor figyelembe vessziik, mikor a mért és

a latens valtozok kozti kapcsolatot tarjuk fel.



Gyakran a SEM modelleket dbrakkal adjak meg. Ennek elénye, hogy kénnyebben
atlathato, mint a méatrixokkal torténd feliras. Egy irdnyitott grafot szokas rajzolni,

melynek csticsai a valtozok, és az élek jelolik a regresszios egyiitthatokat.
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Néhany megallapodés teszi konnyen attekinthetévé a grafos felirast. Az els6, hogy
a csucsokat agy probaljuk meg elrendezni, hogy koztiik az irdnyitott élek jobbrol
balra, vagy fentrdl lefelé fussanak. Elfordulhat, hogy ez nehezen attekinthetd dbrat
eredményezne, ezért ez a szabaly nem szigori. A megfigyelt valtozokat téglalapba, a
latens valtozokat pedig ellipszisbe szokas foglalni. Ez alapjan az dbran levé SEM-ben
négy latens véltozo talalhato, melyeket nagy bettikkel jelltiink. Azok az iranyitott
élek, melyeknek csak egy feje van, a regresszios egyiitthatokat jelolik. Az abran levs
példéaban az egyetlen exogén véltozo az A, hiszen ra sehonnan nem mutat él, mig
a mésik harom rejtett valtoz6 mind endogén, hiszen C-be és D-be A-bol vezet él,
mig B-be C-bdl és D-bsl. Azokkal az élekkel, amelyeknek két feje van, kovarianciat
jeloliink. Ezek az élek vagy mért-, vagy belsé latens-, vagy kiils6 latens véltozok
valtozok kozott futnak, egyik csoportbol a mésikba nem. Egy ilyen nyil jelenléte azt
mutatja, hogy a két valtozo hibédja korreldl. A példankban a C' és D csicsok kozti
kétfeji nyil azt jelenti, hogy a belsd latens valtozok hibajanak (korabbiakban ()
kovarianciamatrixa nem diagonalis, a f6atlo folott egyetlen elem nem 0, mégpedig
a C' és D kovarianciajanak megfelels. Ezen feliil néha szokas a mért valtozoinkhoz
un. rezidualis éleket huzni. Ezek az élek a valtozokba mutatnak, azonban a farkuk
nincs befejezve. A mért valtozok hibait jelolik, vagy maéasképpen fogalmazva azon
magyarazo tényezk hatésait, amelyek a mi modelliinkon kiviil esnek. A rezidualis
élek a kés6bbiekben nem fognak szerepelni az abrakon.

A konnyebb attekinthetGség érdekében az el6z6ekhez hasonldan itt is szétbont-



hatjuk az dbrankat mérési és strukturalis modellre:
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Gyakran ez a feliras késziil el el6bb, amikor egy konkrét modellt szeretnénk
illeszteni, mivel konnyebben atlathaté és javithatd, mint a matrixfeliras. Az alkal-
mazok az irdnyitott élek mentén oksagi viszonyt feltételeznek. Ugy interpretaljak
a felirt modellt, hogy annak a csticsnak megfelel§ valtozo, amely az él végénél
helyezkedik el okozza azt, ami az él fejénél talalhaté. Ez a megkozelités nem teljesen
preciz és ezért nem is helyénvald. Val6jaban arr6l van szo, hogy ha a magyarazo
valtozonk értéke megvéltozik, azt varjuk, hogy a magyarazott valtozo értéke is mas
legyen. Ez 6nmagaban még nem tételez fel ok-okozati viszonyt a két valtozo kozott.
Elsfordulhat példaul, hogy valamely harmadik, szdmunkra ismeretlen kortilmény
megvaltozésa okoz mindkét oldalon valtozast. S6t, az is el6fordulhat, hogy a mag-
yarazott valtozo megvaltozéasa is valtozast eredményezne a magyarézéd valtozoban.
Ez viszont értelmetlenné teszi a megnevezésiiket, és egytuttal azt jelenti, hogy a graf-
ban az él irdnyitasat megforditva olyan modellhez jutunk, ami ugyanolyan jol irja
le az adatainkat. Ezért a gyakorlati alkalmazasban létfontossagi kérdés ezen jelen-
ségek figyelembe vétele, hiszen ha ez elmarad, az alkalmazé konnyen fals eredmény-
hez juthat. Ezzel a kérdéssel a késGbbiekben még foglalkozunk, de most ratériink a

modell szdmitasanak maodszereire.



3. A SEM szamitasa

Hasonldéan a faktoranalizishez, a SEM-et is a tapasztalati kovarianciamatrix
approximaciojaval szamoljuk. Tehéat azt szeretnénk, hogy a modellbdl szamolt ko-
varianciamatrix minél jobban kozelitse a minta alapjan szamolt tapasztalati ko-
varianciamatrixot. Jelolje a tapasztalati kovarianciaméatrixot Y, és particionaljuk a

kovetkezd modon:

= Eyy Eym
ny Za;ac

Ekkor az egyes részek a fenti egyenletekbdl konnyen szamolhatok. Jeldlje ¢, ¥, ©.
és Os a &, (, € és J kovarianciamartixat, I az egységmatrixot, és legyen (I — B)

invertalhato.

Syy = Ay(I = B)™{T¢I'T + ) (I — B)T "AT + O,
Say = Apd(I — B)T AT

Ezen egyenletek megoldaséara explicit képlet a legritkdbb esetekben adodik, hiszen
eleve az kell hozzéa, hogy pontosan annyi ismeretleniink legyen, ahany egyenletiink.
Alulhatarozott esetben nem is varhatunk megoldast, ekkor més modell felirasa-
val kell probalkoznunk. Altalaban a rendszer tulhatarozott, azaz egyenletek szama
nagyobb. Az egyenletek szamanak és az ismeretlenek szamanak kiilonbségét a modell
szabadsagi fokanak nevezziik. Két {6 modszer létezik a SEM modellek illesztésére.
Az els6 egy iterativ eljaras, a masodik pedig a Bayesi megkozelités. Az iterativ
eljarasok szamitjak a legkisebb négyzetes illetve a Maximum Likelihood becslést.
Azért kell iteracioval szamolni ezeket a becsléseket, mert a kovarianciamétrixok-
nak és az egyiitthatomatrixoknak minden modellben eltérs az alakjuk, igy az egyes
esetekben a Likelihood fiiggvény és igy az & derivaltja is eltérs. Egy adott modell
illesztésénél megtehetjiik, hogy kiszamoljuk a Likelihood fiiggvényt majd annak a
derivaltjait, és megprobaljuk kézzel megoldani a kapott egyenleteket. Ez a munka
faradsagos és hosszadalmas, az iteracié viszont kevésbé idGigényes, és a legtobb
esetben j6 megoldast ad. A Bayesi hozzaallas szintén egy id6 és szamitasigényes
megkdzelités, azonban sok esetben érdemes hasznélni, mert a szamitasi nehézségek

aran a paraméterek becslésén kiviil tovabbi hasznos eredményeket kaphatunk.



3.1. Iterativ szamitas

Szamos SEM illesztésre alkalmas program késziilt, mint a LISREL vagy az AMOS.
Ezek a programok iterativ modszerrel szamolnak, és bar az alapotlet megegyezik, a
konkrét szamitasi modok eltéréek lehetnek. A modszert roviden 6sszefoglalva, elGszor
beallitunk egy kezdéértéket minden ismeretlennek, majd kiszamoljuk a modellbél a
kovarianciamatrixot. Ennek és a tapasztalati kovarianciaméatrixnak valamely fiigg-
vénye megadja a két matrix tavolsagat. Ezt kovetGen a kezdGértékben kiszamoljuk a
tavolsagfiiggvény parciélis derivaltjait minden egyes ismeretlen szerint, és az értékeiket
ez alapjan megvaltoztatjuk. Az egyik legkézenfekvébb példaul, hogy a derivalt értékek
minusz egyszeresét hozzaadjuk az ismeretlenjeinkhez. Utédna az Gj pontban ismét
derivaltakat szamolunk, majd arrébb lépilink a paramétertéren. Ezt addig ismétel-
getjik, amig a derivalt értékeink valamely alacsony kiiszob ala nem keriilnek.

Ez a modszer szamos nehézséggel kiizd. Egyrészt sziikség van valamilyen fligg-
vényre, ami két matrix tavolsagat méri, aminek a megvalasztiasa nem egyértelmi.
Masrészt egyaltalan nem biztos, hogy az optimalis megoldast taldlja meg az eljaras,
s6t lehet, hogy nem is konvergél. Ezekre a problémékra kielégité megoldas még
nem &ll rendelkezésre. Még az sem tisztazott, hogy milyen feltételek mellett lesz
egyértelmid a megoldas. Tudjuk, hogy a faktoranalizisben az egyiitthatématrix és a
faktorok vektora csak forgatas erejéig meghatarozott. Ugyanez igaz a SEM-ben a
kiils6 valtozok mérési modelljére.

A két kovariancia matrix tavolsaganak, mas szoval a modell illeszkedésének josagara
leggyakrabban hdrom mérédszam valamelyikét hasznaljuk. Ezek a Legkisebb Négyze-
tes eltérés (Ordinary Least Squares vagy OLS), az Altalanositott Legkisebb Négyze-
tes eltérés (Generalized Least Squares vagy GLS) és a Maximum Likelihood mérgszam
(ML). Jelolje S a tapasztalati kovarianciaméatrixot, > a modellbdl szamolt kovarian-

ciamatrixot, melyek mérete m x m.

OLS = tr(S — %)?
GLS = 1tr[(S — £)S71)?
ML = log[det(X)] — log[det(S)] + trSE~' —m

ahol tr a nyomoperator, det a determinéans és log a természetes alapu logaritmus.
A mérdszamoknak két f6 célja van. Segitsék a keresést az algoritmus minden
lépésében, és értékeljék a kapott megoldast. Az el6z6hoz fontos, hogy gyorsan sza-
molhato6 legyen, hiszen a keresés minden 1épésében meg kell hataroznunk, és hogy jol
reprezentalja a relativ tavolsagokat a matrixok kozott. Az utobbihoz nem annyira

lényegbevagd a szamitasi bonyolultsag, sem pedig a mérészam viselkedése az opti-



mumtol tavol, azonban j6 ha tudunk réla valamilyen statisztikai tulajdonsagot.

A szamitési bonyolultsédgot tekintve a legjobb az OLS |, majd a GLS, a legrosszabb
pedig az ML, hiszen a modell kovarianciamatrixanak determinénsat és inverzét is
meg kell hataroznunk a kiszdmitasdhoz. Ez azért okoz problémat, mert ennek az
értéke minden iteracios lépésben més és més. Statisztikai szempontbdl viszont az
ML és a GLS kritériumok bizonyulnak jobbnak. Ugyanis a legjobb illeszkedés pont-
jan szamitott valamely el6bb emlitett mérdszamot (N — 1)-el megszorozva a kapott
érték megkozelitsleg x? eloszlalst kovet, ahol N a minta elemszama. A x? eloszlés
szabadsagi foka a modell szabadsagi foka. Az ML mérGszam ezen tulajdonsagahoz
sziikségesek bizonyos regularitasi feltételek és hogy a minta tobbdimenziés normalis
eloszlast kovessen. A GLS-re gyengébb feltételek mellett is igaz marad. Ez elényos,
hiszen arra hasznalhatjuk, hogy a modell illeszkedését statisztikai probénak vessiik
ala, és kiilonb6z6 mérdszamokat vezessiink be az illeszkedés josagara. Ami viszont
kevésbé vonzova teszi az ML mérdszamot, hogy bizonyos esetekben az optimumtoél
tavol rosszul méri a tavolsagot. Egy példa:

Legyen a becsiilni kivant méatrix

i

és tegyiik fel, hogy az iteracios 1épés sordan a becsiilt matrixunk

és ebbdl a

12
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maétrixba lépnénk. Ekkor az OLS mérdszamunk 154-r61 4-re valtozik, azaz ezt a lépést
elfogadna egy olyan iteracié, amely legkisebb négyzetes becslést szdmol. Ellenben az
ML mérészam értéke 4.513-r61 6.054-re valtozik, azaz a Y; matrixbol nem lépne a
Yo-be.

Ez a tulajdonsig kellemetlen, hiszen az iteraciot elvezetheti a megoldastol, ha
még tavol vagyunk téle. S6t, ha az optimalis megoldés olyan, hogy nem illeszkedik

tul jol, akkor hiaba vagyunk a kozelében, akkor is kivezetheti onnan az iteréciot. Ez

10



is egy olyan probléma, amin nem tudunk trré lenni. Egy lehetGség, hogy a keresés
elején az OLS kritériumot hasznaljuk, ami gyors és nem esik olyan csapdaba, mint
az ML, majd a megoldas kozelében valtunk, és az ML vagy a GLS mérdszammal
finomitjuk a kutatast.

Egy masik gond, hogy a célfiiggvények nem biztos, hogy szépek a paramétertér
felett. Eldfordulhat, hogy lokalis minimumbhelyei vannak a fliggvénynek, esetleg bi-
zonyos tartomanyokon konstans. Ilyen esetben megeshet, hogy az iteracio egy ilyen
helyen ér véget, nem optimalis megoldést adva. Mivel a célfiiggvény tulajdonsagaira
sem ismert karakterizacio, azt szokas tenni, hogy tobb, lehetéleg tavol es§ pontbol
inditjuk az iteraciot, és megvizsgaljuk, melyik milyen eredményt ad. Ha azt tapasz-
taljuk, hogy sok inditasbol ugyanazt az eredményt értiik el, bizhatunk benne, hogy

az lesz az optimalis megoldas.

3.2. Bayesi SEM illesztés

Az el6z6ektsl nagyban eltér a Bayesi modszerrel illesztett SEM. Tébb elénnyel
is bir az iterativ szamitasokkal szemben, azonban ezekért az elényokért hosszu
szamitasokkal fizetiink. Ennek a modszernek a lényege, hogy az Osszes valtozonknak
megadunk egy feltételes a priori eloszlast, majd a Bayes-tétel segitségével ebbdl
és a prediktiv eloszlalsbol kiszamitjuk normalizalé konstans erejéig a feltételes a
posteriori eloszlasokat. Ezekbdl aztan egy MCMC modszerrel kozelitjik az egyiittes
a posteriori eloszlasat az ismeretleneknek. Igy nem csak egy pontbecslést kapunk a
paramétertérbdl (amit most is adhatunk, hiszen a Bayes-becslés az a posteriori el-
oszlas varhato értéke), hanem egy eloszlast, amelynek segitségével arnyaltabb képet
kaphatunk a latens valtozok strukturajarol.

Ezen feliil tovabbi elénye a moédszernek, hogy azzal, hogy a paramétereknek a
piori eloszlast adunk meg, plusz informéciot van médunk beépiteni a modellbe. Az a
priori eloszlasok megvélasztasat indokolhatjak korabbi kutatésok eredményei, vagy
bizonyos tételek, amelyeket az alkalmazéashoz kapcsolodd tudomény biztosit szé-
munkra. Ha nem indokolja semmi egy konkrét eloszlas hasznélatat, akkor érdemes
valamilyen nem informativ a priori eloszlast valasztani. Ezért a Bayesi modszernek
az iteraciokkal szemben akkor van létjogosultsdga, ha van valamilyen fogalmunk
a paraméterek vagy a megfigyeléseink eloszlasarol. Ellenkez$ esetben a modszer
hasznalatat az indokolhatja, hogy nem pontbecslést szeretnénk szamolni. Ezen feliil
még egy ok lehet, hogy az el6z6 modszerek nagyobb mintakra miikodnek jol, viszont
a Bayesi hozzaallassal illesztett SEM nem annyira érzékeny a mintanagysagra. Ezért
ha nem all rendelkezésre elég nagy minta és az iterativ modszerek nem adnak ered-

ményt, Bayesi illesztéssel érdemes probalkoznunk.
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Markov-lancok

Miel6tt az MCMC modszerekre ratériink, sziikségiink van egy kis attekintésre
a Markov-lancokrol. Legyen (X, X1, Xo,...) valoszintségi valtozok sorozata. A va-
l6szintiségi valtozok lehetséges értékeit dllapottérnek nevezziik. Kezdetben véges al-
lapotterd Markov-lancokkal foglalkozunk. A valoszintiségi valtozo sorozatot Markov-
lancnak nevezziik, ha az allapottér kiilonb6z6 értékei kozotti atmenetvaloszintségek

csak a mostani allapottol fiiggnek, azaz
P(Xt+1 = Sj | XO = Sk, ...,Xt = Si) = P(Xt+1 = 5j ‘ Xt = Sz’)

A fenti egyenletet Markov tulajdonsagnak nevezziik. Egy Markov-lancot az &tmenet-
valoszintiségek (masnéven dtmenetmag) hatarozzak meg, azaz annak a valészintisége,
hogy a folyamat egy adott allapotbél egy masik allapotba keriil egy 1épésben. Ezt
P(i,7)-vel, vagy P(i — j)-vel jeloljiik.

P(i7j> = P(Xt+1 =S5j ’ X = 31’)

Jelolje

annak a valoszintiségét, hogy a lanc a t id6pontban a j allapotban van, és foglaljuk
ezeket a valoszintiségeket sorvektorba, legyen ez m(t). Ugy inditjuk el a lancot, hogy
megadunk egy 7(0) kezdGvektort (ez gyakran olyan, hogy csak egy nem 0 elemet tar-
talmaz). Ahogy a lanc halad az id6ben, ez a valoszintiség "eloszlik" 7 koordinatain.
Annak a valoszintségét, hogy a lanc a (¢ + 1) id6pontban az s; allapotban van, a

Chapman-Kolmogorov egyenlet adja meg:
mi(t+1) = P(Xip1 = 5;) = BP(Xip1 = 55 | Xy = s3)

Ezt az egyenletet kompaktabb formaba is irhatjuk. Legyen P az atmenetvaldszintiség

métrix, melynek az (i, j)-ik eleme P(i, j). Ezzel a Chapman-Kolmogorov egyenlet
n(t+1) =n(t)P
Ebbdl a felirdsbol konnyen latszik, hogy
nt+1)=n{t)P=(r(t—1)P)P=x(t —1)P*= ... =7(0)P!
Ha definialjuk az n-1épéses atmenetvaldszintiséget a kdvetkez6 moédon
P(i,5) = P(Xern = 55| X = 5:)
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akkor rogton latszik, hogy P! (i, j)-ik eleme éppen P'(i, j).
Azt mondjuk, hogy a Markov-lanc irreducibilis, ha minden (i, j)-re létezik n
pozitiv egész, hogy P"(i, j) pozitiv, azaz barmely allapotbol barmely méas allapotba

pozitiv valészintiséggel el tudunk jutni. Az s; allapot periédusa k, ha
k =Inko(n: P(X, =s;| Xo=s;) >0)

Ha az allapot peridodusa 1, az allapotot aperiodikusnak nevezziik. Egy irreducibilis
Markov-lanchban minden allapot periddusa megegyezik. Ha minden elem periédusa
1, a lancot aperiodikusnak nevezziik.

Egy Markov-lanc stacionarius eloszlasdnak azt a 7* eloszlast nevezziik, melyre
™ =n*P

azaz m* P-nek az 1-hez tartozo6 baloldali sajatvektora. Ennek a szemléletes jelentése
az, hogy ha elinditjuk a Markov-lancot, majd hossz idé mulva ranéziink, akkor an-
nak a valoszintiségét, hogy a lancunk egy adott allapotban van a stacionérius eloszléas
adja meg. Ezen eloszlés létezésének feltétele, hogy a lanc irreducibilis és aperiodikus

legyen. Az egyértelmiiséghez a megfordithatosagi feltételnek kell teljesiilnie minden

(i, j)-re:
73 P(j,i) = P (i, j)
Vegyiik észre, hogy ebbdl méar kovetkezik 7% = 7* P, mert 7* P j-ik eleme
(m*P); = Xm; P(i,j) = X3 P(j,1) = niSP(j,1) = 7}

Folytonos allapottérre tgy térhetiink at, ha egy olyan P(x,y) atmenetmagot

valasztunk, amire

A Chapman-Kolmogorov egyenlet folytonos esetben

m(y) = fﬁt—1<$)P(5U7y)dy

A stacionarius eloszlas, pedig az a 7* eloszlas, melyre

™ (y) = [ 7*(z)P(z,y)dy
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Gibbs moédszer

Tegyiik fel, hogy adottak X és Y valoszintiségi valtozok, az egyilittes siirtiség-

figgvénytik 7(x,y). Ismerjiikk mindkét valtozo feltételes eloszlasat a masikra nézve

Y | X = x stirtiségfiiggvénye f(y,x)
X | Y =y stirtiségfiiggvénye g(z,y)

és szeretnénk mintat venni az egyiittes eloszlasbol. Ezt a feladatot az el6zdekhez
hasonloéan egy MCMC eljaréassal oldjuk meg. Legyen az atmenetmag P((x,y), A),

aminek a stiriiségfiiggvénye a kovetkezd:

h((uv 'U); ([E,y)) = f(va m)g(uﬂj)

Ez azt jelenti, hogy kiindulunk egy (z,y) pontbol, el6szor y-bol v-be 1épiink (f(z,y)
eloszlassal), majd pedig z-bdl u-ba (g(u,v)-bdl valé mintavételezéssel). Ha f*, g*

jeloli a marginélis eloszlasokat:

fly,x) = fracm(z,y)f*(x)  g(z,y) = fracm(z,y)g"(z)

Ezzel pedig ellendrizhetjiik, hogy az igy kapott Markov-lancnak valoban 7(x,y) lesz

a staciondrius eloszlasa:

I 0, 0); (2, 9) (2, y)dedy = [ [ fv,2)g(u,v)7(z,y)dedy =
J fw,2)g(u,v)[[ 7z, y)dyldz = [ f(v,2)9(u,v) f*(@)dz = [ g(u,v)7(2,v)dzx =
9(u,v)g*(v) = m(u, v)

Ha f(y,x) és g(x,y) folytonosak és szigortian pozitivak minden x,y-ra, akkor ez a
lanc irreducibilis, aperiodikus, és a stacioner eloszlasa 7(x, y), aminek igy egyértelmiinek
kell lennie. Ezen feliil algoritmust kaptunk arra, hogy hogyan generalhatunk mintat
az egyiittes eloszlasbol. Ez a gondolatmenet magasabb dimenzioéra is atvihets. Legyen

7 eloszlas Re-n (d > 1) és tegyiik fel, hogy a feltételes eloszlasaival van megadva

X = (X1, Xg) 7
X=X, o, Xic1, Xiga, o, Xa)
Xi | X filwi,2y)

Ugy, mint d = 2 esetben, f;:1<i<d itt is meghatarozzak 7-t, ha minden f;
szigortian pozitiv és folytonos. A Gibbs-sampler algoritmusa tehét:
Legyen x = (x1,...,14) az egyiittes eloszlas tartojanak egy eleme. X° = x. Ha

méar megvan X!, ..., X" akkor X"*!l-et az alabbi médon kapjuk:

1. Végiglépkediink i-vel az Osszes ({1,2,...,d}) koordinatan és minden lépésben

az alabbi két pontot hajtjuk végre
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2. w-t generdlunk f;(x;, x_;)-bdl
3. XM =weés XJH = X7 hai#j

A fenti algoritmussal kapott minta még nem fog teljesen megfelelni a céljainknak,
mivel egyrészt idGbe telik, mire a lanc megkozeliti a stacionérius eloszlast, méasrészt a
kapott minta elemei nem lesznek fiiggetlenek. Az elsé problémat tgy orvosolhatjuk,
hogy a lanc els§ részét egyszertien elhagyjuk. Ezt beégetésnek (burn-in) nevezik.
Nincs egzakt képlet arra, hogy mekkora részét égessiik be a Markov-lancnak, de
egy alapotlet lehet példaul a kévetkezs: legyen M a legiksebb pozitiv egész, melyre
P(Xy =j| Xo=14)> 0 minden 4, j allapotra. Ekkor a beégetés legyen M nagysag-
rendd, vagy annal egyel nagyobb nagysigrendii.

Afiiggetlenség elérése érdekében azt szokés tenni, hogy csak minden [-ik elemet
tartjuk meg a lancbol (I neve: "lag"). Arra, hoyg mekkora [-et valasszunk, szintén
nincs szabaly, érdemes a kapott lanc autokorrelacio-fliggvényét megnézni, és azt az

[-et valasztani, ahol mar el tudjuk fogadni a fliggetlenséget.

Bayes modszer a SEM illesztésére

A Bayes becsléseknél a paraméterek (jel.: ) maguk is valészintiségi valtozok,

closzlasuk a paramétertéren (jel.: ©) az a priori eloszlas (jel.: Q).

o 1) értékeit t-vel jeloljiik.

P, az X minta eloszlasa a v = ¢ feltétel mellett.

Az (X,9) par egyiittes eloszlasa az (X x ©, By X Bg) szorzattéren az al-
talanositott szorzatmérték P(dz, dt) = Py(dx)Q(dt)

x feltétel nélkiili eloszlasa Py = [o PodQ(t), ezt predikti eloszlasnak nevezziik

Ha P Lebesgue-abszolut folytonos, akkor a prediktiv eloszlas is, és fo(x) =
Jo fi(2)dQ(?)

9 feltételes eloszlasa a X = x feltétel mellett az a posteriori eloszlas, jeldlje

ezt Q*(. | z)

A Bayes-tétel szerint P-majdnem minden x-re Q*(. | ) abszolut folytonos @-ra,

dQ;gm) (t) = %. Valamint, ha @ Lebesgue-abszolut folytonos és ¢(t) a stird-

ségfiiggvénye, akkor az a posteriori eloszlas is abszolut folytonos és a stirtiségfiigg-

vénye ¢*(t | x) = %. Tehat a Bayes-tétel megadja az a posteriori eloszlast. A

paraméter Bayes becslése az a posteriori eloszlas varhato értéke.

és
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A SEM modell illesztésére ezeket az eredményeket tigy hasznéljuk, hogy a modell
paramétereire, mint valdszintiségi valtozokra tekintiink. Célunk meghatarozni az
egylittes a posteriori eloszlasukat. Ehhez meg kell adnunk a minta feltételes eloszlésat
a1 = t feltétel mellett, valamint a paraméterek a priori eloszlasat. A minta eloszlasa-
nak leggyakrabban tobbdimenzios normaélis eloszlast valasztanak. A paraméterek a
priori eloszlasanak megvalasztasa mindig az adott modelltdl fiigg. Sokszor felteszik,
hogy a paraméterek fliggetlenek egymastol, igy megadhatoak kiilon-kiilon az a priori
eloszlasok, és nem kell egyiittesen megadni az eloszldsukat. Ez konnyit a szamola-
sokon, azonban nem minden esetben tudjuk megtenni. A hibék fiiggetlenek a tobbi
paramétertdl, igy példaul az 6 eloszlasuk megadhatd a tobbitél kiilon.

Ezek utan a Bayes tétel segitségével meghatarozzuk az a posteriori eloszlast. A
szamitas megkonnyitése érdekében konjugélt eloszlasparokat valasztanak a legtobb
alkalmazasnal. Ennek az eloszlasnak a varhato értéke lesz a Bayes becslés. Ezt kisza-
molni azonban nagyon bonyolult, hiszen egy tobbdimenzits integralast igényel, ezért
egy MCMC eljarassal hatérozzuk meg az értékét. A Gibbs modszer éppen arra
hasznalhato, hogy egy tobbdimenziés eloszlasbél mintavételezziink. Az algoritmus-
nak sziiksége van a paraméterek feltételes eloszlésaira. Ezeket az el6bb meghataro-
zott egyiittes a posteriori eloszlasbol kiszamolhatjuk. Igy futtathatjuk a Gibbs mod-
szert, ami mintat ad nekiink a paraméterek egyiittes a posteriori eloszlasabol, és az
ebbdl szamitott tapasztalati varhato érték lesz a Bayes becslés.

Ennél azonban tobbet kaptunk ennek az eljarasnak az alkalmazasaval, hiszen
nem csak egy pontbecslésiink van, hanem egy mintank is, ami alapjan ezt szé-
moltuk. Igy képiink van arrol, hogy milyen a paraméterek egyiittes eloszlasa, és ezzel
arnyaltabb képet kapunk a modelliinkrél. Példéul intervallumbecslést irhatunk fel az
egyes paraméterekre, vagy megtalédlhatjuk az extrém egyedeket az eloszlas farkainal.
Ezek azok az tobblet eredmények, ami miatt érdemes lehet ezt az Osszetettebb és

id6igényesebb modszert alkalmazni a SEM modell illesztésére.
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4. Illeszkedési indexek

4.1. A klasszikus illeszkedési mutato

Sziikségilink van valamilyen mutatora, ami meghatarozza a modell illeszkedésének
josagat. Erre a célra szamos érték all rendelkezésre, amelyek mind valamilyen médon
tampontot adnak arrél, hogy mennyire elfogadhaté a modelliink.

A klasszikus illeszkedési mutatérol méar kordbban szo esett az iterativ illesztések
soran. Ez nem mas, mint az ML mérészam megszorozva a mintaelemszammal. Errél
tudjuk, hogy az optimaélis illeszkedési pontban y? eloszlast kovet, melynek szabad-
sagi foka a modell szabadséagi foka. Ezt hasznalhatjuk arra, hogy probanak vessiik
ala a modell illeszkedését. A nullhipotézisiink az, hogy a modell jol illeszkedik, és
ezt akkor fogadjuk el, ha a fenti médon szédmolt statisztika a megfelels szabadsagi
fokti x? eloszlas elfogadasi tartomanyéba esik. Ez azonban nem informativ ered-
mény. Ha elutasitjuk a nullhipotézist, akkor valoban allithatjuk, hogy a modell
rossz. Az viszont, hogy elfogadjuk még nem jelenti, hogy a modell valéban jol
illeszkedik, csak annyit, hogy nem tudtuk elutasitani a modelliinket. Egy tovabbi
probléma a klasszikus illeszkedési mutatoval, hogy fligg a mintanagysagtol. Ha nem
elég nagy a mintank, el6fordulhat, hogy olyan modelleket is elfogadunk, amik szem-
latomast rosszul illeszkednek. Masrészt ha a mintank nagyon nagy, kimondottan jol
illeszked6 modelleket is elutasitunk. Ezért ez a mutatoé inkabb csak tajékoztato jel-
legti és nem lehet messzemend kovetkeztetéseket levonni ennek segitségével a modell
illeszkedésérdl.

Fontos, hogy alternativ modellek illeszkedését is meg tudjuk vizsgalni. Attol,
hogy egy adott modellt elfogadtunk, nem zahatjuk ki, hogy létezik egy méasik modell,
ami az el6zénél lényegesen jobban irja le az adatainkat. Ekkor megtehetjiik, hogy
mindkét modellre kiszamoljuk az illeszkedési mutatokat. Elsfordulhat, hogy a ketts
koziil az egyiket elutasitjuk, a masikat pedig elfogadjuk. Ez esetben gyakran azt
mondjak, hogy a két alternativ modell kozotti valasztas egyértelmtd, hiszen az a
jobb, amit el tudtunk fogadni. Ez azonban helytelen, hiszen lehet, hogy az els6
modell illeszkedési mutatdja épphogy az elfogadasi tartomanyba esett, a masodiké
pedig épphogy kicstiszott belSle. Ez esetben hiba volna azt mondani, hogy az els6
jobb, mint a méasodik, hiszen valdjaban alig van kiilonbség a kettd kozott.

Bizonyos esetekben azonban lehetdségilink nyilik két modell egyenes Gsszehason-
litaséra. Ezt hierarchikus vagy més széval egymasba agyazott modellek esetén tudjuk
megtenni. Akkor beszéliink ilyen modellekrél, ha az egyik modell megkaphaté a
mésikbol tgy, hogy ez utdébbiban egyes paraméterek értékeit rogzitjiik. Ekkor a két
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x? statisztika kiilonbsége szintén y? eloszlast, a szabadsagi foka pedig a két szabad-
sagi fok kiilonbsége. Ha ez a statisztika a megfeleld eloszlas elutasitasi tartoményaba
esik, akkor azt mondhatjuk, hogy a kisebb szabadsagi fokti modell szignifikinsan
jobban illeszkedik, mint a nagyobb szabadségi foku.

Ezt lehet példéul arra hasznélni, hogy megvizsgaljuk, hogy egy adott regresszios
egylitthato fontos része-e a modelliinknek. Mivel nekiink a célunk az, hogy az ada-
tainkat minél jobban, ugyanakkor minél egyszertibb modellel irjuk le, érdemes lehet
megvizsgalni, hogy az egyes regresszios egyiitthatok elhagyasaval 1ényegesen romlik-e
a modell illeszkedése. Tehat azt tessziik, hogy egy egytlitthatot kivalasztunk és nullara
allitjuk az értekét. Igy egy tjabb modellt kapunk, ami az eredetibe be van agyazva.
A két modellt 6sszehasonlitjuk a fenti médon, és annak alapjan donthetiink az adott
regresszios egylitthato szignifikanciajarol. Ha az deriilt ki, hogy ezen paraméter el-
hagyasa nem ront lényegesen a modell illeszkedésén, akkor meggondolandé, hogy
egyszerten elhagyjuk a tovabbiakban. Ezt kovetGen az Gjonnan kapott modellben
tovabb vizsgalhatjuk a paraméterek szignifikanciajat ugyanigy, mint elébb.

Ezt érdemes tobb agon is elvégezni, azaz tobb beagyazott sorozatot késziteni egy
alapmodellbdl a kiilénb6z6 paraméterek elhagyésaval. Az egyes dgakon beliil ezutan
ki tudjuk valasztani azokat a modelleket, amelyek a legjobban illeszkednek. Arra
nincs moédunk, hogy a kiilonb6z6 agakon levé modelleket kézvetleniil 6sszehasonlit-

suk.

4.2. Javitott illeszkedési mutatok

Ahogy arrél a korabbiakban szd esett, a klasszikus illeszkedési mutaté nem ad
elég arnyalt képet a modell illeszkedésérdl. Példaul nagy szerepe van a mintanagysag-
nak is: kis minta esetén hajlamosak vagyunk elfogani a modelleinket, nagy minta
esetén hajlamosak vagyunk elvetni Gket. Ezen hidanyossagok athidalasa érdekében
szamos masik illeszkedési indexet hasznalnak, amelyek koziil a legfontosabbakat az
alabbiakban sorra vessziik.

Az els6 a Karl Joreskog féle x?/df mutato. A klasszikus illeszkedési mutato
értékét elosztva a x? eloszlasunk szabadséagi fokaval egy olyan értéket kapunk, ami
tampontot nyujt abban, hogy mennyire j6 a modell illeszkedése a szabad paraméterek
szaméahoz viszonyitva. Ha ennek a mutatonak az értéke joval 1 ala esik, az azt
mutatja, hogy az illeszkedés "tul jo", vagyis lehet, hogy csak szerencsénk volt,
és mas minta esetén a modell nem allnd meg jol a helyét. Ellenben ha a mutato
értéke tul nagy, az azt jelenti, hogy az illeszkedés nem jo, és 1j modellt illestésével

kell probalkozunk, amelyben tobb it van, vagy mas utak vannak. Az, hogy pon-
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tosan mekkora értékeknél vonjuk le ezt a kovetkeztetést, nincs explicit megszabva.
Osszegezve, nagyjabol 1/2 és 2 kozotti értékeket szeretnénk latni ezen a mutatén, és
minél kdzelebb van az egyhez, annél jobb. Tl kicsi érték esetén érdemes csokkenteni
a paraméterek szamat, til nagy érték esetén érdemes tjabb paramétereket belevenni
a modellbe.

A kovetkez6 mutatd Bentler & Bonett normalt illeszkedési mutatoja (Normed
Fit Index, NFI). Azt javasoltdk, hogy egy modell illeszkedésének a josagat mérjiik
egy olyan skalan, ami a tokéletes illeszkedéstsl egy tn. "null modell" illeszkedéséig
fut. A null modell egy 6nkényes, er6sen megszoritott modell, ami minden korreléciot
nullaval becsiil. Ez egy alapszintet jellemezne, amit minden hasznélhaté modellnek
at kell 1épnie. A mutaté azt mondja meg, hogy a vizsgalt modelliink hova esik a
null modell és a tokéletes illeszkedés kozotti skalan. Formalisan a kovetkezSképpen

definialhato:

NFI = XX

X0
ahol a k index jeldli a vizsgalt modellt, a 0 index pedig a null modellt. Ez a mutato
akkor jelez jo illeszkedést, ha az értéke kozel van az egyhez.

Az el6z6nek egy kicsit modositott valtozata a James, Mulaik & Brett féle javitott
illeszkedési index (Parsimonious Fit Index, PFI). Ez a mutato figyelembe veszi azt
is, hogy mekkora szabadségi fokot aldoztunk fel annak érdekében, hogy az adott
illeszkedéshez eljussunk. Ennek oka az, hogy egy olyan modellt tekintiink igazan
jonak, ami jol illeszkedik ugyan, de aranylag egyszeri, azaz kevés paraméter van
benne és igy nagyobb a szabadségi foka. Tehéat ha rengeteg él van az utdiagramban
és igy jo illeszkedést kapunk nem olyan értékes, mintha kicsit gyengébb illeszkedést

ériink el, de joval kevesebb regresszios paraméterrel. Ezen mutato alakja az alabbi:
—
PFI = i NFI

A PFI index értékei az el6z6h6z hasonléan nulla és egy kozottiek, és minél magasabb
az érték annal jobb.

Az utolso, elézéekhez hasonlo index Akaike informécios kritériuma (Akaike’s
Information Criterion, AIC). Ez szemléletét tekintve hasonlé az el6z6hoz, mivel
szintén figyelembe veszi, hogy a modell mennyi paraméterrel tudja elérni az adott

illeszkedést. Egy adott modellre az informécios kritérium
2
AIC = -% —q

Ez AIC mutato értéke mindig negativ, és minél kozelebb van a mullahoz, annal
tobb informéciot ad az adott modell. Ezért tobb modell 6sszehasonlitasanal azt

valasztjuk, amelynek a maximélis ez a mutatoja.
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Az el6zbeken feliil szokds még olyan mutatokat is hasznalni, amik a becsiilt és a
megfigyelt kovarianciamétrixok eltérését mérik. A legegyszeriibb ilyan index egysze-
rien a két matrix atlagos négyzetes kiilonbségébdl vont négyzetgyok. Ez az RM R,
teljes nevén Root-Mean-square Residual. Az atlagos eltérést mutatja a két matrix
elemei kozott. Legjobban akkor interpretalhat6, ha a maéatrixok elemei nagyjabol
azonos skalan mozognak, példaul ha korrelaciométrixok.

Egy masik lehetdség, hogy a négyzetes eltérések 6sszegét vizsgéljuk, ennek a neve
Goodness-of-Fit Index, roviden GF'I. Ez informativabb akkor, ha a matrixok ele-
mei nem azonos skilan mozognak, vagy eltéré nagysagrendiiek. Egy verzidja ennek,
amikor az ML illesztést hasznaljuk, és az SY ! és az egységmatrix kozotti négyzetes
eltérések Osszegét szamoljuk, ahol S a megfigyelt, ¥ pedig a modell altal becsiilt
kovarianciamatrix. Minél hasonlobb a két métrix, ez a mutaté annal kisebb értéket
vesz fel. Ennek a javitott verzidja az AGF'I, amit az el6z6 értéket a szabadsagi fokok
aranyaval felszorozva kapunk, hasonléan ahhoz, ahogy az N FI-bél a PFI-hez ju-
tunk.

A fenti mutatok mindegyike méas és méas szempontbol vizsgalja a modellek illesz-
kedését. Ezért nehéz donteni, hogy melyeket hasznaljuk, és melyek alapjan valasszuk
ki azt a modellt a sok koziil, amit végiil hasznalni szeretnénk. Idealizalt esetnek tiinik
az, hogy a modellek koziil majd lesz egy olyan, ami az 6sszes tobbinél jobb minden
egyes illeszkedési index szerint. Azonban tudnunk kell, mit akarunk elérni és mindig
az adott alkalmazasnal dél el, hogy mely mutatokat részesitjiik elényben. Ezen feliil
szem el6tt kell tartanunk azt is, hogy valészintitlen, hogy a legtobb mutaté nagyon
jo értéket adna. Ennek az oka az, hogy a célunk, hogy egy bonyolult rendszerre egy
aranylag egyszeri, mégis hasznalhaté modellt épitsiink fel. Nem valészind, hogy egy
ilyen helyzetben ra fogunk talalni minden egyes magyarazé viszonyra a jelenségen
beliil, mar csak azért sem, mert bizonyara rengeteg a modellen kiviilrsl érkezé hatés
is jelen van a leirni kivant rendszerben.

EAz illeszkedési indexek jo tampontot adnak arra nézve, hogy modelliink elfogadhato-
e, és jol lehet Gket alkalmazni arra, hogy kiilonb6zé modelleket Gsszehasonlitsunk.
Masfel6l pusztan egy modell indexeit megvizsgilva nem allithatjuk egyértelmten,
hogy az jo vagy rossz, puszan egy hozzavetsleges képet kaphatunk arrol, hogy hogyan

teljesit az adott mintéaval.
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5. Utdiagramok a SEM-ben

Korabban mar sz6 esett az utdiagarmokrol, mint hasznos, jol attekinthetd eszko-
zOkrsl a modell felirasa soran. Azonban ennél sokkal hasznosabb feladatot is ellathat-
nak, mert szamos kérdésre konnyen vélaszt kaphatunk az utdiagramok megvizs-
galasaval.

To6bb probléma is felmeriilhet egy jelenség modellezése soran. El kell tudjuk
donteni, hogy melyiket valasszuk a sok szobajové modell koziil, amelyek mind més
magyarazatot adnak a lefrni kivant jelenségre. Erre egy lehet&ség a korabban tar-
gyalt illeszkedési mutatok vizsgalata. De mit tegyilink akkor, ha van tobb modell
is, amelyeknek mind ugyanolyanok az illeszkedési indexei? Ezen modellek szama
nagy lehet, és fontos, hogy megtalaljuk az 0sszeset annak érdekében, hogy ki tudjuk
valasztani a szamunkra optimaélisat.

Ha vannak az el6z6 értelemben ekvivalens modelleink, van-e valamilyen karakte-
rizaciojuk, vagy kozos vonésaik? Példaul vannak-e azonos egytitthatok, vagy mind-
kettében jelen levs korrelalt hibak? Ha ehhez hasonlé kozos vonéasokat tudunk felfe-
dezni, akkor ha nem is tudunk vélasztani egyet a modellek koziil, legalabb valamilyen

informacionak a birtokaba jutunk.

5.1. A problémak felirasa

Egy utdiagramban A csticsbol B cstucsba akkor fut irdanyitott és, ha nem-nulla
egylitthato van a B-re felirt regresszioban A-nal. A két csics kozott akkor fut két
fejd él, ha az 6 hibatagjaik korrelaltak. A tovabbiakban az olyan utdiagramokat,
melyekben nincs iranyitott él, iranyitott grafnak neveziink. Ha adott egy SEM, jellje
6t M, akkor X (M )-el jeloljiik az altala implikalt kovarianciamatrixot, és G(M)-el az
utdiagramjat.

Legyen M egy SEM, amelynek az utdiagramja az alabbi abran lathato, és tegyiik

fel, hogy az illeszkedési mutat6i mind jok.

W P X

Annak ellenére, hogy minden illeszkedési index j6, nem lehetiink biztosak ab-
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ban, hogy a modelliink valoban kielégité magyarazatot ad a leirni kivant adatokra.
Elsfordulhat ugyanis, hogy még szdmos olyan modell létezik, amely ugyanilyen jo
illeszkedést mutat az adatokon. A mi esetiinkben az alabbi dbran lathat6 barme-
lyik SEM tetszdleges adathalmazra ugyanolyan jol illeszkedik, mint a fenti (azaz

megegyeznek az illeszkedési mutatok).

W = X W &g X W = X W g X
N\ / \ Y/ \ / NS
Z Y Z = Y Z Y Z Y
W B X W e X W &g X
N\ / A\ / \/
Z - Y Z Y Z Y

Ahogy a fenti példabol lathato, elGfordulhat, hogy sok egyforman illeszkedd
modell létezik, ami egy magyarazo elemzés elkészitésekor rengeteg gondot okozhat.
Ha az elemz6 nem ismeri az 6vével azonosan illeszkedd modelleket, az konnyen rossz
kovetkeztetésekhez vezethet a lefrandé jelenséggel kapcsolatban. Ezért 1étfontossagi,

hogy rendelkezésre alljon egy modszer, amivel megtalalhatd az 6sszes ilyen modell.

Definicio
Legyen O mért valtozok egy csoportja Gy és G5 diagramokban. Azt mondjuk,
hogy G, és G5 koveriancia ekvivalensek O felett, ha barmely M SEM-hez, melyre
G(M) = G létezik egy M' SEM, melyre G(M') = Ga, és ¥(M’) O-nak megfelels

részmatrixa megegyezik (M) O-nak megfelel§ részmatrixaval, és forditva.

Egyszertibb szavakkal a fenti definivié azt mondja, hogy barmely O geletti kovari-
anciamatrix, amit GGy parametrizalasa general, generadlhato G, parametrizalédsaval és
forditva. Ha GG; és G5 minden véltozoja O-ban van, akkor réviden azt mondjuk, hogy
kovariancia ekvivalensek. Ha két kovariancia ekvivalens modell ugyanolyan megfelel
a hattérismereteink alapjan és ugyanakkora a szabadsagi fokuk, akkor nem tudunk
kiilonbséget tenni koztiik, hiszen az adatok sem segitenek a megkiilonboztetésiik-
ben, mivel minden mutatojuk megegyezik. Ezért nagyon fontos, hogy az 6sszes ilyen
modellt.

Modellek ilyen osztalyat a tovabbiakban kovariancia-ekvivalens osztalynak ne-
veziink. Ha a diagramokban nincs kétfejd nyil vagy iranyitott kor, akkor egyszert

kovariancia-ekvivalens osztélynak hivjuk a modellek ilyen csoportjat.
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Annak eldontése, hogy mely modellek tartoznak egy osztélyba korant sem egy-

szert. Erre az alabbi dbra szolgal egy egyszert példaval.

T

Nl e

T3 M Z =q T2

10,99 0,99
X=1099 1 0,99
0,99 0,99 1

Els6 ranézésre ugy tiinhet, hogy a két modell kovariancia ekvivalens { X, Y, Z} felett,
de nem ez a helyzet. Mert 1étezik egy SEM amelynek a diagramja az abra bal oldalédn
levé diagram, és 3 a kovarianciamétrixa, de nincs olyan SEM, melynek a diagramja
a jobb oldali, a kovarianciaméatrixa pedig ¥ {X,Y, Z} felett.

Ha sikeriilt meghataroznunk az ekvivalens modelleket, akkor mar biztatobb a
helyzet. Igaz, hogy el6fordulhat, hogy sok ekvivalens modelliink van, melyek koziil
nem tudunk valasztani, de el6fordulhat, hogy kézos vonasokkal rendelkeznek ezek a
modellek, példaul van olyan él, amely mindig azonos iranyitassal szerepel. Ez min-
denképpen informativ eredmény, hiszen ekkor nagyobb magabiztossaggal allithatjuk,
hogy a szoban forg6 két valtozo kozti hatas egyirany.

A kovetkezs felmeriil§ probléma a regresszids és strukturélis egyiitthatokkal
kapcsolatos. Ismert, hogy ahhoz hogy két valtozo regresszidjaban a regresszios egy-
iitthatot interpretalhassuk gy, mint egyik véltozonak a mésikra gyakorolt hatéasa,
nem szabad léteznie egy harmadik "zavard" valtozonak, ami mindkét el6zére hatas-

sal van.
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Tehat a fenti abran ha X és Y kozotti b regresszios egyiitthatot szeretnénk X
Y-ra gyakorolt hatdsdnak nevezni, nem létezhet egy Z valtoz6, mely mindkettére
hatassal van. Ez kénnyen ellenérizhetd:

cov(X,Y) = bD*(X) + acD*(Z)

cov(X)Y) acD?(Z)
. — 0

Igy ha csak Y és X kozott irjuk fel a regressziot, akkor X egyiitthatoja csak akkor
lesz torzitatlan, ha a vagy ¢ valamelyike nulla. S6t, a torzitas tetszéleges elGjeld és
nagysagrandi lehet.

Masfelsl, ha Y-t is belevessziik a regresszioba, akkor

cov(X,Y | Z) = cov(X,Y) — % _
bD*(X) + acD*(Z) — aD*(Z)(ab + ¢) = b(D*(X) — a®*D?*(Z))

DX(X | Z) = DX(X) — XY — D2(X) — a2D*(Z)

D2(2)

Ehhez felhasznaltuk, hogy
cov(X,Z) = aD*(Z) cov(Z,Y) = (ab+ ¢)D?*(Z)

Az el6z6ekbdl kapjuk, hogy

cov(X,Z|Z) — b
D2(X|2)

igy az X egylitthatojara adott becslésiink torzitatlan lesz, amennyiben "Z"-t is fi-
gyelembe vessziik.

Az imént tehat lattuk, hogy ha létezik egy olyan harmadik véaltoz6 amit nem
ismeriink, és hatassal van mindkét valtozora amelyek kozott regressziot irunk fel,
akkor a harmadik un. "zavaré" valtozo kihagyéasa torzitast eredményez a regresszios
egylitthato becslésében. Masfeldl el6fordulhat az is, hogy egy nem "zavaré" valtozo

bevezetése is hasonlo torzitast eredményez. Erre egy egyszerd példa a kovetkezs:

Itt ha csak X és Y valtozokra irjuk fel a regressziot, akkor
cov(X,Y) = bD?*(X)

ezért a regresszios egyiitthato becslése torzitatlan. Azonban ha mar Z-t is belevessziik,
akkor

cov(X,Z|Z) __ b D?(Z)—a?D?(Y)
D2(X1|Z) ~— Y D2%(Z)-b2a2D2(X)
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mivel

cov(Y,Z) = aD*(Y)
cov(X, Z) = abD*(X)

Tehéat ha mindharom valtozo jelen van, torzitott becslést kapunk b-re, amely ugyan
eljelben jo, de abszolut értékben nem. Vegyiik észre, hogy a becslésiink akkor és
csak akkor nulla, ha b = 0.

Nézziink egy tjabb példat!

Az (A) abran levé SEM hibavaltozoit jelolje ex, ey és ez, a (B) abran levé SEM
hibavaltozoit pedig €'y, €} és €%,. Az (A) dbran két latens zavaro valtozo lathato, T'1
és T2, amelyek korrelalatlanok. Barmely SEM, aminek ez az utdiagramja, atirhato

egy masikké, melynek a diagramja (B) a kovetkezs véalasztasokkal:

r =pD*(T1)
t = fD*(T2)
D*(e'y) = D*(ex) + D*(T1) D?*(g}y) = D*(ey) + f?D?*(T2)

D*(e,) = D?*(ez) + p?D*(T1) + D*(T2)

Ez forditva nem lehetséges, azaz nem lehet minden modellt, amelyben korrelalt
hibak vannak (X < Y), egy latens valtozos modellre cserélni, amelyben a hibak
korrelalatlanok gy, hogy bevezetiink egy rejtett T' valtozot, amely X-nek és Y-nak
Gse (X «T —=Y).

Visszatérve a (B) utdiagramhoz, lathatjuk, hogy az el6z6hoh hasonloan ha csak
X és'Y valtozok kozott frjuk fel a fegressziot, akkor b-re torzitatlan becslést kapunk,

am, ha Z-t is bevessziik a regresszioba, akkor

cov(X,Z|Z) _ cov(X,Y)D%(Z)—cov(X,Z)cov(Y,Z) __ bD?*(X)D?(Z)—r(rb+t) __ b rt
D2(X|z) D2(X)D?(Z)—cov(X,Z)? - D2?(X)D2(Z)—r? — VT DEX)D2(Z)—r2

azaz nem lesz torzitatlan a b-re kapott becslés, hacsak nem r = 0 vagy ¢ = 0. S6t,
az is el6fordulhat, hogy mas elGjeli lesz a becsléslink, mint a becsiilni kivant érték.
Ezen feliil, ha b = 0 X és Y regresszidjaban, azaz valojadban nincs magyarazo viszony

a két valtozo kozott, az egyiitthatdo nem nullava valik, ha Z-t is bevezetjiik.
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Altalanosan elfogadott a SEM alkalmazasa soran, hogy jobb bevezetni valtozokat,
mint kihagyni. Ennek oka az, hogy azzal, hogy bekeriilt egy 4j valtoz6, annak a
hatasat is kezelni tudjuk és igy kikiiszobolhetjiik a torzitast. De mint az el6z6 példék-
bol lathattuk, ez a hozzaallas nem megfelels, mert eléfordulhat, hogy éppen ezzel
egy torzitatlan becslés torzitotta valik.

Végiil meg kell jegyezniink azt is, hogy bizonyos esetekben a keresett egyiitthatot

semmilyen regresszidval sem tudjuk torzitatlanul becsiilni.

Ebben a SEM-ben
cov(X,Y) =bD?*(X) + fD*(T)
tehat az X egyiitthatoja az X — Y regresszioban nem torzitatlan, és W bevezetése

sem segit a helyzeten, mert

cov(X,Z|W) __ b fD(T)
D2(X|W) + D2(X)—a2D2(W)

Ennek ellenére 1étezik torzitatlan becslés, mégpedig

cov(Y, W) abD2(W)

cov(X,W) aD2(W)

Osszegezve tehat a kovetkezd kérdések adodnak:

1. Egy adott SEM esetén melyek a vele kovariancia ekvivalens modellek? Van-e

ezeknek valamilyen kozos jellemzdjiik?

2. Ha Y-t W valtozokkal illesztjiikk, x € W, mely SEM-ekben lesz X regresszios
egyiitthatoja torzitatlan becslése a strukturalis egyiitthatonak, melyet az X —

Y és reprezental?

3. Ha Y-t W valtozokkal illesztjiik, x € W, mely SEM-ekben lesz X regresszios
egylitthatoja 0, ha az X — Y élnek megfelels strukturalis egyiitthato 07

4. Adott egy sem X — Y éllel, az él silyat jeldlje b. Van-e a megfigyelt valtozok-
nak egy olyan W halmaza, melyre x € W és ha Y-t W valtozokkal illesztjiik,
akkor X egyiitthatoja b-nek torzitatlan becslése lesz?
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5. Adott SEM-ben egy b egyiitthatora létezik-e egy h(S) fuggvény, amely b-nek

torzitatlan becslését adja? (Ahol S a tapasztalati kovarianciamétrix)

Ezen kérdésekre az utolso kivételével valaszt tudunk adni.

5.2. d-szeparacio

A fenti problémak megvalaszoldsdhoz a "d-szeparacio" fogalménak bevezetésére
van szilkségiink. Ez az utdiagramok csicshalmazain értelmezett tulajdonsag. A
konnyebb attekinthet&ség kedvéért egy példat fogunk felirni. vegytink egy M SEM-
et Ot valtozoval, melyeket A, B,C, D, E jelol, a hibaikat pedig €4,cp,6c,€p, . A

modell a kovetkezas:

A=¢y

B =c¢p
C=pBB+dD+¢c
D=~C+nE+e¢p

E=c¢p

A hibak paronként korrelalatlanok, kivéve A és B hibatagjait, koztiik a korrelacios
egylitthato . Ezek alapjan G(M) a kovetkezs:

Ahhoz, hogy definidlni tudjuk a d-szeparaciot, el6bb tisztaznunk kell a termi-
nologidkat, amiket az utdiagramoknal hasznélunk. Két féle él hizodhat X és YV
csucsok kozott, iranyitott illetve kétfejd. Mindkét esetben azt mondjuk, hogy X és
Y az él végpontjai, és X és Y szomszédosak. Egy X — Y iranyitott él esetén azt
mondjuk, hogy X az él farka, Y az él feje, X az Y szildje, Y az X gyermeke.

Egy U irdnyitatlan ut X és Y kozott élek egy olyan {Fy, Fs, ..., E,,} sorozata,
melyre E; egyik végpontja X, F,, egyik végpontja Y és a sorozatban minden szom-
szédos E;, E;iy élre E; egyik végpontja megegyezik FE;., egyik végpontjaval. A
példankban A < B — C « D egy iranyitatlan tut.

Egy P irdnyitott it X és Y kozott iranyitott élek egy olyan {Ei, Es, ..., E,}
sorozata, melyre E farka X, F,, feje Y és a sorozatban minden szomszédos E;, F;

élre E; feje megegyezik E; ., farkaval. A példankban B — C' — D egy iranyitott tt.
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Egy cstcs eldfordul egy utban, ha létezik egy él az utban, amelynek a cstcs
valamelyik végpontja. Egy ut aciklikus, ha minden cstcs legfeljebb egyszer fordul
el benne. A példankban C' — D — C nem aciklikus.

Egy X cstcs dse egy Y csticsnak és 'Y leszarmazottja X-nek, ha létezik P iranyi-
tott it X-bd6l Y-ba, vagy X =Y.

Egy X csics iitkozs egy U titon akkor és csak akkor, ha U tartalmaz egy részutat
az alabbiak kozil: Y <« X < 2 Y - X - 7)Y - X «— Zvagy Y & X «— 7|
kiillonben X nem-iitkézd U-n. A példankban C iitkéz6 a B — C « D tuton, de
nem-iitkozé a B — C' — D tton.

Azt mondjuk, hogy X dse egy Z cstcshalmaznak, ha Z valamely elemének &se.

Definicio
XY és Z diszjunkt csucshalmazokra X d-kapcsolodik Y-hoz Z-t feltéve akkor és
csak akkor, ha létezik egy aciklikus (iranyitatlan) U 1t valamely z € X és y € YV
kozott gy, hogy minden {itkozé U-n Z Gse, és minden nem-iitk6z6 U-n nincs benne
Z-ben.

Definici6
XY és Z diszjunkt csticshalmazokra X d-szepardlt Y-hoz Z-t feltéve akkor és csak
akkor, ha X nem d-kapcsolodik Y-hoz feltéve Z-t.

A fenti példankban a C — D — FE ut d-kapcsolja C-t és E-t feltéve @-t, valamint
A-t, B-t vagy {A, B}-t. E — D « C d-kapcsolja E-t és C-t feltéve D-t, {D, A}-t,
{D, B}-t, {D, A, B}-t. A példankban levs sszes d-szeparacio relacio:

e Aés C feltéve B, {B,D}, {B,E}, {B,D,E}

o Aés D feltéve B, {B,CY, {B,EY}, {B,C, E}

e Aé¢s E feltéve @, B, {B,C}, {B, D}, {B,C, D}, {C,D}
e B és E feltéve @, {C, D}

Tétel
Ha M egy SEM, és G(M)-ben X és Y d-szeparaltak feltéve Z, akkor cov(X,Y |
Z) =0 X(M)-ben.

Tétel
Ha X és Y nem d-szeparaltak G-ben, akkor létezik egy M SEM, melyre G(M) = G
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és cov(X,Y | Z) # 0 X(M)-ben.

Az els6 tétel azt mondja ki, hogy a d-szeparacio egy G utdiagramban elégséges
feltétel arra, hogy minden G diagrami SEM-ben az X, Y-nak a feltételes kovarian-
cidja Z-re 0. A masodik tétel szerint a d-szeparavio sziikséges feltétele annak, hogy
0 legyen a feltételes kovariancia. Ez persze nem mondja azt, hogy nincs olyan M
SEM, amelyben nulla a feltételes kovariancia olyan valtozok kozott, amelyek nem

d-szepaaltak. Példaul vegyiik az alabbi diagramot.

A kapott modelliink legyen a kdvetkezs:

X =0,3Y +0,67Z +ex
Y:—22+6y

Z:5Z

Ez esetben cov(X,Y) = 0, pedig X és Y nem d-szeparaltak @-ra. Ez azért van
mégis igy, mert a regresszios egyiitthatok pont kiejtik a szorasnégyzeteket. De az
el6zd tétel értelmében létezik olyan M SEM, melynek a fenti a diagramja és nem
lesz 0 X és Y kovariancidja. Ezen felill megmutattéak (Spirtes et. al, 1993), hogy
azok a paraméterek, melyek nulla kovarianciat eredményeznek olyan valtozok kozott,

melyek nem d-szeparaltak, Lebesgue O-mértékiiek a paramétertéren.

5.3. A d-szeparacié alkalmazasa

Az el6bb targyalt d-szeparacié hasznos eszkéznek bizonyul a korabban felvetett
kérdések megvalaszolasahoz. Az elsé felmeriil probléma a kovariancia ekvivalens
modellek felismerése, illetve megkeresése volt. Azaz, ha valamely M SEM-hez létezik
egy M’ SEM, amelynek mas a diagramja, de ugyanakkora szabadsagfoku és az
illeszkedési mutatoi is megegyeznek, akkor a masodik modell ugyanolyan j6, mint az
elsé és ezért nem tudunk valasztani a kettd kozil. Az ilyen modellek voltak kovari-
ancia ekvivalens modellek, és célunk az volt, hogy egy adott M SEM-re megtalaljuk
az Osszes vele kovariancia ekvivalens modellt.

ElGszor nézziik azokat a modelleket, melyekben nincs iranyitott kor, illetve kor-
relalt hiba.
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Definici6
G, és Gy d-szepardcio ekvivalensek, ha minden XY, Z csucshalmazra X akkor és
csak akkor d-szeparalt Y-tol feltéve Z-t Gi-ben, ha Gy-ben is.

Tétel
Legyenek G, és Gy iranyitott grafok. Gy és G akkor és csak akkor kovariancia ek-

vivalensek, ha d-szeparacioé ekvivalensek.

Ezzel valaszt adtunk a fenti kérdésre. Ha van olyan élfelcserélési eljaras, mely egy
M SEM-bél egy M’ SEM-be vezet, akkor ez a két modell kovariancia ekvivalens.
Azonban ezt koriilményes ellenérizni, de ebben a segitségiinkre lesz a kovetkezd tétel.
Azt modjuk, hogy X wunshielded collider G aciklikus grafban akkor és csak akkor,

ha vannak G-ben A — X « B élek és A nem szomszédos B-vel.

Tétel
Két aciklikus irdnyitott graf akkor és csak akkor d-szeparécio ekvivalensek, ha meg-

egyeznek a cstcsaik, a csticsok szomszédsagi viszonyai és az unshielded colliderei.

Ebbdl azonnal kovetkezik hogy két kovariancia ekvivalens aciklikus iranyitott
grafat SEM-nek egyanakkora a szabadséagi foka. Valamint ezzel egy egyszerti mod-
szert kaptunk a kovariancia ekvivalens modellek megtalaladlara. Ahhoz, hogy iranyi-
tott kort és korrelalt hibat is tartalmazé modellekre is ilyen eredményt kapjunk,
sziikségiink van még egy definiciéra. Legyen O C V(Gy), V(Gz). Azt mondjuk, hogy
G és (9 d-szeparicié ekvivalensek O felett, ha minden diszjunkt X,Y, Z O-beli
halmazra, X d-szeparalt Y-tol feltéve Z-t GGi-ben akkor és csak akkor, ha ugyanez

igaz Gy-ben is.

Tétel
Ha G és G5 kovariancia ekvivalensek O felett, akkor d-szeparécié ekvivalensek O
felett.

Ennek a megforditasa nem igaz, ezt lattuk az el6z6 bekezdés masodik példajaban.
Azzal, hogy megtaléltuk a kovariancia ekvivalens modelleket, egyuttal valaszt kap-
tunk arra is, hogy egy adott esetben milyen kézos vonasai vannak az azonos ekviva-
lencia osztalyban levé modelleknek.

Attérhetiink a regresszios kérdések megvélaszolasara. Adott egy SEM G dia-
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grammal. Jeloljik G\{X — Y}-el azt a diagramot, amelyet ugy kapunk G-bdl,
hogy elhagyjuk az X — Y élt. Az els6 kérdésiink az volt, hogy ha egy SEM-ben Y-t
W valtozokkal illeszjiik, X € W, mely esetekben lesz a regresszios egyiitthato torzi-
tatlan becslése a strukturalis paraméternek? Azt tudjuk mondani, hogy ha W-ben
nincs Y-nak leszarmazottja és X d-szeparalt Y-t6l W-re G\{X — Y }-ben, akkor
a becslés torzitatlan lesz. Ha ez nem teljesiil, akkor a legtobb esetben rossz lesz a
becslés. Azaz, ha példaul van X < Y él, vagy ha X az Y-nak leszdrmazottja, akkor
szinte biztos, hogy torzitott becslést kapunk. Az utolso el6tti kérdésre is valaszt ad-
hatunk ez alapjan, mivel ha létezik W véltozéhalmaz, amelyben nincs leszarmazottja
Y-nak, és X d-szeparalt Y-tol feltéve G\{X — Y }-t, akkor ha W-vel illesztjiik Y-t,
a paraméter becslése torzitatlan lesz.

A kovetkez§ kérdésiink, hogy ha az el6z6hoz hasonloan Y-t W valtozokkal illeszjiik,
X € W, mikor lesz X regresszios egyiitthatoja 0, ha az X — Y élnek megfelel
strukturalis egytitthato 07 Ha X és Y d-szeparaltak W\ X-re nézve, akkor nullat
kapunk a becslés soran. Ha ez nem teljesiil, akkor majdnem minden nem-nulla lesz
a paraméter becslése, még ha "valojaban" nincs is él a két valtozd kozott.

A fenti allitasok segitségével egy sokkal tisztabb képet kaphat az alkalmazo a mo-
dellezési eljarasarol. Amikor modellt irunk valamilyen rendszer leirasa érdekében,
szinte soha nem lehetiink biztosak abban, hogy sikeriilt-e megtalalni a legjobban
illeszked6t, vagy a kivanalmainknak legmegfelelébbet. Eppen ezért fontos minél job-
ban tajékozodni arrél, hogy az aktualis modelliink miben teljesit jol és miben rosszul,

hogy sikeriilhessen egy minél jobb tulajdonsaggal bir6 modellhez eljutni.
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6. Egy példa SEM illesztésre

Az utolsd fejezetben egy példan mutatom be a SEM modell hasznalatat. A
példaban a 2003-ban lefolytatott "ADE-2003" kutatas' keretében felvett orszigos
reprezentativ mintaval dolgoztam.

Tegyiik fel, hogy a magyar népesség alkoholfogyasztasi szokasait szeretnénk mo-
dellezni egy bizonyos szempontbol. A feltevésiink az, hogy egy olyan embernek,
aki kalandvagyo, masok az alkohol fogyasztési szokésai, mint egy otthon ilé tipus-
nak. Azt, hogy valaki mennyire kalandvagyé egy tin. szenzoros élménykeresési skalan
mérhetjiik meg, amelynek egy roviditett valtozata megtalalhatoé az adatbazisban. Ez
a rovid valtozat 7 kérdéses, igy kezd§ 1épéseként van ez a hét mért valtozonk a mo-

dellben, melyeket egy kozos latens valtozé magyaraz.

s1 s2 s3 sd s5 s6 s7

Tegyiik fel, hogy ezen feliil szeretnénk mas magyarazo valtozokat is. Példaul azt
szeretnénk megvizsgéalni, hogy ha valaki helyteleniti, vagy éppen veszélyesnek tartja
az alkoholfogyasztast, akkor ez hogyan hat az 6 ivasi szokasaira. Jogosnak tiinik az
a feltételezés, hogy ezek a tényez6k hatassal vannak arra, hogy valaki mennyit iszik,
ezért ezeket a valtozokat is beletessziik a modellbe. Mindkét attitiidre vonatkozoan
két kérdés talalhato az adatbézisban, igy bevezetiink tovabbi két latens valtozot,

amelyek ezeken a mért valtozokon iilnek.

h1 h2 v v2

Ezek utan megvalasztjuk azokat a mért adatokat, és magyarazandé latens val-
tozokat, amelyek az alkoholfogyasztasi szokasokat mutatjak. Legyen példaul egy

olyan valtozo, ami az alkohol fogyasztdsanak gyakorisdgat méri. Erre vonatkozoan 3

Demografiai folyamatok tarsadalmi beagyazottsiga program
Finanszirozo: A Nemzeti Kutatési és Fejlesztési Program

Elekes Zsuzsanna, Paksi Borbala
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mért adatot valasztottunk az adatbézisbol. Tovabba tegyiik fel, hogy minket elem-
z6ként az is foglalkoztat, hogy a kérdezett jellemz&en egyediil iszik, vagy inkébb
olyankor, amikor tarsasagban vagy szoérakozohelyen van. Az el¢bbire vonatkozoan 3,
az utobbira vonatkozoan 4 mért megfigyelésiink van, tehat az korabbiakhoz hasonld

modon felirjuk a mérési modelliink utolso részét.

TR

gyl gy2 gy3 el e2 e3

TARS

A mérési modelliink ezzel készen van, most a strukturélis modellen a sor. Ehhez
azt kell eldontentink, hogy egy adott valtozéval melyeket akarjuk magyarazni a tobbi
koziil. Mas szoval, ha az adott valtozo értéke megvaltozna, mely mésik valtozokban
varunk valtozast? Az élménykeresési valtozobol ezért kezdetben minden mésikba
vezetiink élt. Egy kalandvagy6é ember valészintileg mas alkoholfogyasztasi szoka-
sokkal rendelkezik, mint egy otthon l6 tipus, és valdszintileg mas a véleményiik az
ivas veszélyességérdl és helytelenitésérdl is. Ezt persze nem tudjuk elére, de kezdet-
ben igyeksziink az Osszes elképzelhetd magyarazd viszonyt bevenni a modellbe, és
majd a végén kideriil, melyek 1ényegesek.

Hasonl6 gondolatmenet alapjan a helytelenités és veszélyészlelés valtozokbol min-
den alkoholfogyasztési valtozoba vezetiink élt. Végiil, ha valaki szeret mondjuk tér-
sasadgban inni, akkor valoszintileg gyakrabban is fogyaszt alkoholt, valamint ugyanez
érvényes a maganyos ivasra, igy az alkohol fogyasztasdnak gyakorisdgat mérd val-

tozoba élt huzunk mindkettébsl. Igy elkésziilt a strukturalis modelliink.

Most, hogy felirtuk a modellt, ezt illeszthetjiik, majd megvizsgaljuk, hogy a

kiilonboz6 élek elhagyaséval hogyan valtozik a modell illeszkedése. Ezek a modellek
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egymasba agyazottak, igy modunk van Osszehasonlitani ¢ket. Célunk, hogy meg-
talaljuk azt a legegyszertibb modellt, ami még mindig j6l magyarézza az adatokat.
A mintank 2400 elemt, ezért egyuttal médunkban all validalni is a kapott ered-
ményt. Ugyanis a modell finomitasat a mintank alapjan végezziik, igy eléfordulhat,
hogy ami a mi mintdnk szerint nagyon jol illeszkedik, mas mintara nem é&llja meg
olyan jol a helyét. Ezért szokésos technika, hogy ha a minta elég nagy, kettévagjuk
és az egyik felét hasznaljuk arra, hogy finomitsuk a modellt, majd ha ezzel készen
vagyunk, ezt illesztjiik a masik felére. Igy ha jo modellt kaptunk, a masik felén is
ugyanolyan jol kell teljesitsen, mint az el6z6n. Az Osszes illesztést az R statisztikai

program segitségével végeztem el.

v’ GFI  RMR  NFI PFI
Masodik Modell 1746,7 08688 0,0844 0,8420 0,7225
Melyik él marad ki ) GF  RMR NF PFI  \”Eltérés
$SS -> H ' . " " '
8SS >V 1817.6  0.8661 0,1030 0,8365 0,7090 716
SSS -> EGY 17466  0,8688 00843 0,8429 0,7144 06
SSS -> TARS 1760.8 08641 00784 0,8416 0,7133 14.8
§SS -> GYAK 17460 08689 0,0842 0,8429 0,7145 0.1
H -> EGY 18081  0,8638 0,0893 0,374 0,7097 521
H -> TARS 18150 08629 0,0880 0,8367 0,7092 69,0
H -> GYAK * * * * *
V -> EGY 17620 08677 0,0866 0,8414 0.7132 169
V -> TARS 17582 08676 0,0849 0,8418 0.7136 122
V> GYAK 17463 08688 0,0842 0,8304 0,7038 03
EGY -> GYAK 1777.,8 08569 0,0709 0,8401 0,7121 318
TARS -> GYAK 1791.1 0.8545 0.0706 0.8389 0.7111 451

A fenti tablazatban lathatoak az eredmények. A legfelss sor tartalmazza az el6bb
felirt modell illeszkedési mutatoit. A x? statisztika értéke hatalmas, de ezen nem is
szabad meglepSdniink, hiszen a mintaelemszamunk is igen nagy. Ezért informativabb
lehet a tobbi mutatdé. Az RMR mutaté a becsiilt és a tapasztalati kovarianciamétrix
elemeinek atlagos eltérését mutatja. Mivel jelen esetben standardizalt valtozokkal
dolgoztam, ezért az értékek a [0,1] intervallumba esnek, ezért az eltérés elég jelentds.
A GFI index az el6z6h6z hasonlo, csak itt a becsiilt és a tapasztalati értékek aranya
lathat6. Ez a mutato sem tul meggy6z6. Az NFT érték az egyediili, ami bizalomra ad
okot, hiszen ez az illeszkedés mindségét egy [0,1] skalan mutatja, ahol 0 a legrosszabb,
1 pedig a legjobb érték. Ez az index gy6z meg minket arrél, hogy egy aranylag jo

modellt sikeriilt felirnunk.
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A tablazat masodik része a modell egyszertisitéséhez sziikséges vizsgalatok ered-
ményeit tartalmazza. Minden strukturélis élt elhagyunk, és megvizsgaljuk, hogyan
valtozik a modell illeszkedése. Ha nem romlik jelentGsen, akkor az adott élt ki is
lehet hagyni a modellbsl. Elsfordult, hogy egyes élek elhagyéasaval kapott modell
illesztésekor nem talalt megoldast az iteracié tobb inditoéértékre sem. Az ezeknek az
éleknek megfelel§ sorok nem tartalmaznak adatot. Ez példaul az SSS — H él ese-
tében nem is meglepd, mivel eredetileg csak az SSS valtozonk volt exogén, de igy a
H is azza valt. Viszont ez utobbi csak két mért adaton iil, ami nagyon kevés, és ilyen
esetekben gyakori, hogy nem talal megoldéast az algoritmus. Ilyen megvilagitasbol
mar szerencsésnek mondhato, hogy az SSS — V él elhagyasaval nem lépett fel ilyen
gond.

Ebbdl a részbdl az utolsod oszlop igazan lényeges. Itt lathatd az aktuélis modell
és az elsé modell y? értékeinek kiilonbsége, ami szintén y? eloszlast, egy szabad-
sagi fokkal. Ranézésre latszik, hogy hérom élt is el lehet hagyni a modellbdl, az
SSS — EGY, az SSS — GYAK és aV — GY AK éleket. A tobbi él elhagyasé-
val viszont drasztikusan romlik a modell illeszkedése. Ez nem feltétleniil jelenti azt,
hogy mindhérom élt egyszerre elhagyva is hasonlé eredményt latunk, de jelen eset-

ben szerencsénk van, ahogy azt a méasodik tablazat is mutatja.

v2  GFI RMR  NFI PFI
Elsé modell 1746  0.8688 0.0842 0.8429 0.7077

¢ 9
Melyik él marad ki v’ GA  RMR NFI PRI\ Eftérés|
V > GYAK és
$SS -> GYAK és 17467 0.8688 00844 08492 0.7225 0.7
$SS > EGY
V > GYAK és
$SS -> GYAK és 1769.4 08675 00847 08408 0,7287 234
$SS -> EGY és
H-> GYAK
Hipotézis:
EGY -> GYAK = 1763.8 0.8684 0.0849 08413 0.7251 17.8
TARS -> GYAK

Azt latjuk, hogy a harom él egyiittes elhagyéasaval gyakorlatilag egyaltalan nem
véaltozik meg a modell illeszkedése. Erdemes viszont megnézni a PFI mutatot, ami az
NFI index egy korrigdlt valtozata, ami figyelembe veszi a modell szabadsagi fokéat.
Ez a mutatoé jelentGsen megnétt, hiszen a modelliink ugyanazt tudja, mint a korébbi,

viszont mar harommal kevesebb paramétert hasznal.
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Az el6z6ekben még volt egy ¢l (H — GY AK), amelyiket nem tudtuk tesztelni.
Most, hogy mar kevesebb paramétert kell a modellnek becsiilnie, elfordulhat, hogy
ha elhagyjuk ezt is, mar kapunk eredményt. Valoban ez a helyzet, és bar a klasszikus
x? statisztikat hasznalva nem hagynank ki ezt az élt, az elébb emlitett PFI mutato
javult, azaz ha figyelembe vessziik azt is, hogy kevesebb paramétert hasznalunk,
megéri elhagyni ezt az élt is.

Ezen feliil hasznéalhatjuk a SEM-et egyfajta hipotézis tesztelésre is. Példaul, vajon
ugyanakkora hatassal vannak e a EGY illetve TARS valtozok a GY AK véltozora?
Az példaul azért meriilhet fel, mert a két el6z6 azt méri, hogy inkabb tarsasag-
ban szeret alkoholt fogyasztani a kérdezett, vagy egyediil. Igy az elgbbi felvetés azt
jelenti, hogy mindegy, hogy melyiket preferalja, ezek ugyantugy befolyasoljak a fo-
gyasztas mértékét. Ha ezt elvetjiik, akkor a két regresszios egyiitthato kiilonbozd,
ami azt jelenti, hogy ha példaul a TARS — GY AK él sulya nagyobb, akkor az
aki inkdbb tarsasagban szeret inni, tobbet is fogyaszt. Ezt a korabbiakhoz hasonlo
modon tesztelhetjiik: illesztiink egy modellt tgy, hogy a két él silyat egyforméanak
vessziik, és megnézziik, hogy lényegesen rosszabbul illeszkedik-e igy a modell. Az
eredmény a tablazat utolso soraban lathatjuk. Erdekes, hogy a hipotézist elvetjiik,
hiszen a x? statisztikank 17, 1-el romlott, viszont érdekes modon a PFI mutatoé nétt,
azaz azzal, ha igy felszabaditandnk még egy paramétert javulna a modell viszonyla-
gos illeszkedése.

A tobbi él elhagyaséaval a modell illeszkedése jelentGsen romlik, azaz eljutottunk

a legegyszertibb modelliinkh6z, aminek strukturélis része az alabbi dbran lathato.

O
s iy D

A kovetkez§ 1épésben megvizsgéaljuk hogyan teljesit a modell azon a részmintan,
amit a modelliink finomitasara nem hasznaltunk. Azt varjuk, hogy ha mindent jol
csinaltunk, az illeszkedési mutatok ugyan rosszabbak lesznek, de nagysdgrendileg
nem valtoznak. Az adatok ezt alatdmasztjik, csak a y? statisztika eltérése nagy, de

az 0Osszes tobbi mutaté kevéssé valtozott.

v’ GA  RMR NFI  PFI

Eredeti modell 17694 08675 0,0847 0,8408 0,7282

Kontroll modell 20673 08528 0.0910 08186 0.7079




Azonban ezzel még nem teljes az elemzésiink, mivel tudjuk, hogy lehetnek ekvi-
valens modellek a mienkkel, és ezen modellek ismerete és kizarésa egy elemzés soran
létfontossagu. Az ekvivalens modellek a kovetkezd dbran vannak felsorolva. Ezeket
a modelleket az elemzést végzd kutatonak kell kizarnia az adott tudomany tételei
és ismeretei segitségével, mivel az adatok onmagukban nem segitenek a modellek

megkiilonboztetésében.

Még egy fontos észrevétel a kapott modellel kapcsolatban az, hogy az alkohol fo-
gyasztasanak gyakorisagat csak az ivasi szokasok magyarazzak, mi pedig elssorban
a masik harom valtozoval szerettiik volna magyarazni. Igy meggondolandé, hogy a
fogyasztasi gyakorisdgot egyszertien elhagyjuk, hiszen gy néz ki a vizsgalodasaink
szempontjabol irrelevans, a masik két alkoholfogyasztési valtozo elég a jelenség mo-
dellezésére. Azaz ugyanazt a procedurat végig csinaljuk mint elébb, csak a kiindulo
modelliinkbdl kihagyjuk a GY AK cstcsot és minden hozza tartozd mért adatot és
élt.

Az el6z6 utat kdvetve eljutunk a korabbi optimalis modelliinkh6z a GY AK cstcs

nélkiil. Az alabbi abran lathato a kapott modell. Az illeszkedési mutatoi is hasonloak,

0SS
OO

mint a kordbbinak.

Igy a modellezs vélasztas elé keriil, hiszen kozvetleniil nem hasonlithatja Gssze a
két modellt. A modellek ugyanakkor nagyon hasonlbak, s6t 1ényegében ugyanolyanok,

de méas adathalmazra vannak illesztve, ezért az elemzének kell dontenie arrél, hogy

37



7
N© df GFl RMR NFI

GYAK nélkiili modell 1277 4 129 0,8893 0.0843 0,8239

Kontroll 16232 129 0.8717 0.1016 0.7748
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melyiket akarja hasznélni. Az els6 modell mutatéi kicsivel jobbak, és a kontroll
mintan is jobban teljesit, mint a méasodik. A méasodik viszont egyszeriibb, és az el-
s6ben nem ad fontos informéciot az alkoholfogyasztasi gyakorisag valtozok hasznalata.
A modell validalasanak egy tovabbi médja lehet, hogy a két részmintank szerepét
felcseréljiik. Ami eddig a kontroll minta volt, az alapjan fogjuk a modellt finomitani,
amin pedig el6z6leg a finomitast végeztiik, az fog szolgédlni az ellenérzésre. Ha a
modelliink jo, akkor az eredetibdl kiindulva ebben az esetben is ugyanazt az optimalis
modellt kell kapjuk. Azonban azt tapasztaljuk, hogy a szerepek felcserélésével a
legjobb modell eltér az el6z6t6l. Az alabbi abra mutatja az Gj optimélis modelliinket,

az alatta levg tablazat pedig az illeszkedési mutatokat.

O = O CT
J‘
e

(q

Az illeszkedési indexek azt mutatjak, hogy a most kontrollnak hasznalt elsd
részmintara a modell sokkal jobban illeszkedik a méasodikndl még arra a modellre

is, amit a masodik rész alapjan finomitottunk. Az elsé részmintara valamilyen ok-
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A GFIl RMR NFI PFI
Alapmodell 19816 08539 00824 0,8244  0,6909

X° GFl RMR NFI PFI
Optimalis M. 19851  0,8549 0,839 0,8241 0,7024

Kontroll 17250  0,8681 00788 0,8440 0,7194

bol lényegesen jobban illeszkedik a modelliink minden esetben. Més széval a mo-
delliink jobban magyaraz a minta elsd felén. Ez tgy fordulhatott els, hogy amikor
az eredeti mintdnkat két részre bontottuk, azt teljesen véletlenszertien tettiik, és
semmilyen szempontra nem figyeltiink oda. Igy lehet, hogy az orszagos mintankat,
ami heterogén, két homogénebb részmintara bontottuk. Ha megvizsgalnank, hogy a
két rész miben tér el egymastol lényegesen (példaul nem, kor, lakohely...), akkor
megtudhatnank, hogy milyen tovabbi tényezSk befolyasoljak a modellezni kivant
jelenséget, egyuttal magyarazatot kaphatnéank arra, hogy miért illeszkedik jobban
a minta els¢ része. Ezeket aztédn beépithetnénk a modellbe 10j valtozoként, vagy
akar tudatosan is tagolhatnank a mintankat a kapott tényezék alapjan, és minden
részmintéra kiilon-kiilon elvégezhetnénk a korabbi elemzést. Igy eljuthatunk egy job-
ban illeszked modellhez, vagy modellek egy halmazéhoz, ami mutatna, hogy hogyan

valtoznak az alkoholfogyasztasi szokasok a korabban meghatarozott tényezdsk szerint.

6.1. Osszefoglalas

Ahogy az a fenti példan latszik, kevés el6re lefektetett szabély all rendelkezésre
a SEM modell hasznalatéra, és sok akadaly meriilhet fel egy alkalmazas sorén.
Azonban ha az alkalmazé tudja mit szeretne elérni, ki tudja valasztani a célja-
nak leginkdbb megfelel6 modellt. Ezen feliil azt is mutatja az el6bbi példa, hogy
ez a modellezési technika inkabb a leirni kivant adatokkal kapcsolatos elképzelések
tesztelésére és validalasara hasznalhato, a meghtizodo ok okozati viszonyok feltarasara
kevésbé. Ennek az oka az, hogy elére meg kell adjuk, hogy mely véaltozok magya-
razoak, és hogy mit magyaraznak. Ha valamilyen val6jaban jelen levé magyarézo
viszonyt kihagyunk azt a modell nem jelzi nekiink, pusztdn annyit latunk, hogy a
modell rosszul illeszkedik. Ezért amikor egy SEM-et akarunk hasznélni, el6z6leg ala-
posan meg kell ismerkedniink a leirni kivant jelenséggel és feltérképezni azokat az

esetleges magyarazo viszonyokat, amelyek meghtuizodhatnak a hattérben.
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