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1. Bevezetés

Gyakran a meg�gyeléseink olyan diszkrét valószín¶ségi változókra vonatkoznak, ame-
lyek struktúráját valamilyen hasonlósági mér®számmal jellemezhetjük. Ilyenek lehetnek
például bizonyos szociológiai meg�gyelések, amelyekben tulajdonságokat kell egy adott
skálán pontozni vagy banki cs®del®rejelzési vizsgálatok esetén az ügyfelek paramétereire
vonatkozó adatok. A kategóriákat a számunkra leginkább értelmezhet® környezetben
azaz kett® vagy három dimenziós térben szeretnénk elhelyezni, majd a kapott ábra
alapján esetleg olyan rejtett kapcsolatokra rálátni, amely az értékelés és a kategóriák
egyes tulajdonságai között fennállhatnak.

Tehát adott n objektumunk melyek p darab tulajdonságára egy-egy meg�gyelést
végeztünk, ebb®l elkészíthetünk egy n×p-es adatmátrixot, melyben a mátrix n sora
reprezentálja az objektumokat (pontokat), p oszlopa pedig a pontokra adott meg-
�gyeléseket. Célunk, hogy az objektumainkat egy euklideszi térbe ágyazzuk bele.
Ha kett® elemünk bizonyos értelemben távol volt egymástól az eredeti p-dimenziós
terünkben, akkor azt szeretnénk, hogy ebben a k-dimenziós euklideszi térben is távol
essenek egymástól, azaz az elemeink a redukált térben is - bizonyos hiba határon belül -
ugyanolyan távol legyenek egymástól. A fenti adatredukciós eljárás egyik matematikai
eszköze a többdimenziós skálázás (Multidimensional Scaling - MDS ), amely Torgerson-
Gower skálázás néven is ismert. Legels® alkalmazásai, melyek többek között a módszer
fejl®dését is indukálták a magatartástudományokban, pszihometrikában jelentek meg,
majd ezt követ®en vált népszer¶vé és kezdett széles körben elterjedni.

A szakirodalomban leggyakrabban metrikus, nem metrikus, súlyozott és általánosí-
tott MDS-r®l olvahsatunk. A szakdolgozatban a továbbikaban csak a metrikus és
nem-metrikus esettel fogok foglakozni. A matematikai modell leírásával kezdem, majd
megvizsgálom, hogy milyen értékekkel lehet a hiba nagyságát becsülni és hogyan lehet
több megoldást összehasonlítani (Prokrusztész analízis). Mindezek után bevezetem az
úgynevezett biplot ábrákat, amelyek szintén egy adatelemzési technika elemei, amellyel
bizonyos objektumok és az azokhoz köthet® változók kapcsolatát jól szemléltet® ábrákat
kaphatunk. A lényege, hogy egy kett® vagy három dimenziós térben ábrázolt pontok
mellé a tér f®tengelyein kívül elhelyezzünk további ún. biplot tengelyeket, amelyekre a
pontok vetítésével kiolvashatjuk meghatározott változók értékeit. Majd megvizsgálom
annak egy alkalmazását a lineáris regresszióban, továbbá rámutatok az MDS és a biplot
közös felhasználhatóságára is.

Mindezek után egy valós gazdasági feladat vizsgálatára vállalkoztam, aminek a segít-
ségével jól tudom szemléltetni az elméleti eredményeket a gyakorlatban is, és meg-
mutathatom a segítségével annak gyakorlatiasságát. A számítások elvégzéséhez az R

statisztikai programcsomagot használtam.
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2. A többdimenziós skálázás matematikai modellje

Els® lépésben a mintavételi eljárás után, elkészítjük az X adatmátrixot és abból az ún.
∆ = (δij) különböz®ségi (vagy éppen hasonlósági) mátrixot, ahol δij jelöli az i. és a j.
elem különböz®ségét vagy másnéven különböz®ségi koe�ciensét. A mintavételezésünk
eredménye egy X-el jelölt n×p-es adatmátrix, mely sorai reprezentálják az objek-
tumokat oszlopai pedig a meg�gyelések számát, hogy ebb®l hogyan is készítjük el a
különböz®ségi mátrixot az már korántsem olyan egyértelm¶. A meg�gyelési változóink
lehetnek folytonos (kvantitatív) és diszkrét vagy másnéven kategorikus változók, a
diszkrét változókon belül megkülönböztetünk csoportosító és min®sít® (kvalitatív) vál-
tozókat, e kett® között a különbség annyi, hogy el®bbinél számít a sorrend utóbbinál
pedig nem. Kategorikus változók esetén azt mondjuk, hogy az i. és j. elem külön-
böz®sége 0, ha azonos kategóriába tartoznak és 1 különben. Bináris változókról akkor
beszélünk, ha az csak kett® értéket vehet fel. Bináris különböz®ség-mátrixból könnyen
kapunk a triviális sij = 1 − δij transzformációval hasonlósági mátrixot. A következ®
1. táblázat mutat néhány példát arra, hogy miképpen lehet ezeket a különböz®séget
kvantitatív illetve hasonlóságot a bináris változót tartalmazó adatmátrixokból nyerni.

, ahol xit az X adatmátrix i. sorának t. eleme, a =| {t : xit = xjt = 1, t = 1 . . . p} |;
b =| {t : xit = 1, xjt = 0, t = 1 . . . p} | ; c =| {t : xit = 0, xjt = 1, t = 1 . . . p} | és
d =| {t : xit = xjt = 0, t = 1 . . . p} |

1. Táblázat

Ha egyW adatmátrixunk többféle típusú meg�gyelést tartalmaz akkor vegyes adat-
mátrixról beszélünk. Gower (1971) de�niál egy általános hasonlósági koe�cienst

sij =

∑p
t=1wijtsijt∑p
t=1wijt

,
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ahol sijt jelöle az i. és j. objektum hasonlóságát a t. változóban, továbbá wijt = 1, ha
az i. és a j. elem összehasonlítható a t. változó szempontjából , különben 0.

Gower a kvantitatív változókra a következ®t javasolja:

sijt = 1− | xit − xjt |
Rt

,

ahol Rt a t. változóhoz tartozó meg�gyelések terjedelme, azaz maxi xit −mini xit.

Bináris változók esetén

sijt =

{
1 , ha az i. és j. elema t. változóban 1

0 , különben

wijt =

{
0 , ha az i. és j. elema t. változóban 0

1 , különben

Kategorikus változó esetén

sijt =

{
1 , ha az i. és j. elem egyazon kategóriában sorolható

0 , különben

A meg�gyeléseink természetesen lehetnek más-más mértékegység¶ek, ezért az össze-
hasonlításuk csak akkor lehetséges ha azonos dimenziójúak, ezért ha különböz® mérték-
egység¶ek az adataink, akkor szükséges a dimenzió mentesítés azaz, hogy azonos
nagyságrend¶re hozzuk azokat, amelynek legegyszer¶bb módja a százalék számítás.
Vagy történhet úgy is, hogy az adatokat egy közös dimenzióban fejezzük ki, amennyi-
ben lehetséges, ez utóbbi lehet®ség eléggé nehézkes is lehet és er®sen feladat függ®.

Adott n objektumunk és a rajtuk értelmezett δij különböz®ségek egy p-dimenziós
térben. Az MDS megpróbálja megtalálni egy alacsonyabb dimenziós térnek azon n
pontját, amelyek az objektumokat reprezentálják és a térbeli távolságok monoton függ-
vényei legyenek az adatok közti különböz®ségeknek. Vagyis ha δij < δkl akkor az i. és
j. illetve a k. és l. elem közötti dij, dkl távolságokra fennáll a dij ≤ dkl. A gyenge mono-
tonitási kritériumot teljesít® MDS módszereket nem-metrikus módszereknek nevezzük.
Ha a pontok közötti dij távolságok a következ®képpen van de�niálva:

De�níció. f legyen egy folytonos paraméter¶ monoton függvény, ekkor ha a

dij = f (δij) .

függvénnyel de�niált (f lehet maga az identitás is.) Akkor metrikus többdimenziós
skálázásról beszélünk.
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Célunk olyan Rn-beli k-dimenziós altér meghatározása, amelyre ortogonális vetítés-
sel a pontjaink távolság mátrixa a lehet® legkisebb mértékben tér el az eredeti távolság-
mátrixtól. Ebben az altérben a szokásos módon értelmezzük az euklideszi távolságot,
az Xi és a Xj elem távolsága

d̂ij = ∥Xi −Xj∥ =
√

(xi1 − xj1)2 + (xi2 − xj2)2 + . . .+ (xik − xjk)2 (i, j = 1 . . . n)

A klasszikus MDS (Classical Multidimensional Scaling) matematikai modell tár-
gyalásánál szükségünk lesz a következ® de�níciókra.

De�níció. a D ∈ Rnxn mátrixot távolság-mátrixnak nevezzük, ha eleget tesz a
következ® tuljadonságoknak:

(i) dii = 0, i ∈ {1 . . . n}
(ii) dij = dji ≥ 0, 1 ≤ i < j ≤ n
(iii) dik ≤ dij + djk i, j, k ∈ {1 . . . n}, azaz teljesül a háromszög-egyenl®tlenség.

De�níció. a fenti D távolság-mátrixot euklideszinek nevezzük, ha rögzített p egész
mellett, léteznek olyan x1, x2, . . . , xn ∈ Rpvektorok, melyekre fennáll a következ® össze-
függés

dij =∥ xi − xj ∥ (i, j = 1, . . . , n)

De�níció. Hn az ún. centráló mátrix.

Hn = In −
1

n
1n1

T
n

Ha n rögzített akkor H := Hn. A centráló mátrix segítségével belátható az álábbi
tétel:

1.1 Tétel. a D ∈ Rnxn távolság-mátrix akkor és csak akkor euklideszi, ha a B =
HAH mátrix pozitív szemide�nit, ahol az A mátrix elemire: aij = 1

2
d2ij.

Bizonyítás. [4]�

A gyakorlati problémák, feladatok kezelésében a mintavételi eljárását követ®en sok
esetben eleve úgy készítjük el a távolság-mátrixot, hogy az euklideszi legyen, de többször
a D távolság-mátrixunk nem is euklideszi. Az utóbbi esetre konstruálhatunk egy olyan
D̃- al jelölt mátrixot, mely már teljesíti (i)-(iii) és D-nek egyik legjobb közelítésének
tekinthet®. Tehát a továbbiakban tegyük fel, hogy D euklideszi, szeretnénk az objek-
tumainkat egy alacsonyabb (például a szemléletes 1-, 2-, 3-dimenziós térbe) beágyazni,
ehhez keressük azt a k-dimenziós alteret, melybe az objektumainkat ortogonálisan
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vetítve az ottani távolság-mátrix a lehet® legkisebb mértékben tér el az eredeti D
mátrixtól. Jelöljük X-el az adatmátrixunkat. X ∈ Rn×p.

Állítás. Ha D̂-al jelöljük az alacsonyabb k-dimenzióban vett távolságokat, akkor
fennáll

d̂2ij ≤ d2ij.

Az ortogonális vetítéshez tekintsük a V = (V1, V2) ∈ Rp×p ortogonális mátrixot ,
ahol V1 = (v1, . . . , vk) ∈ Rp×k illetve V2 = (vk+1, . . . , vp)∈ Rp×(p−k). V1 az a mátrix,
mely oszlopai által kifeszített altérre (k-dimenziós) szeretnénk vetíteni. A vetülethez
tartozó távolság-mátrix elemeire fennáll

d̂2ij =
k∑

s=1

(
xTi vs − xTj vs

)2
V ortogonalitása miatt az eredeti X és a XV mátrixok objektumokat reprezentáló

sorai között a távolságok ugyanazok.

d2ij =

p∑
s=1

(xis − xjs)
2 =

p∑
s=1

(
xTi vs − xTj vs

)2
.

Így d̂2ij ≤ d2ij.

De�niáljuk az eredeti és a k-dimenziós térben mért távolságok eltérését a következ®
módon:

ψ(D, D̂) :=
n∑

i=1

n∑
j=1

(
d2ij − d̂2ij

)
(≥ 0)

Tekintsük az XTX spektrálfelbontását: V̂ ΛV̂ T , ahol Λ diagonális és a f®átlóbeli
elemek a B mátrix λ1 ≥ . . . ≥ λp pozitív sajátértékei, ugyanis B pozitív szemide�nit,
ekkor fennáll a következ® tétel

1.2 Tétel. A ψ(D, D̂) eltérést az XTX mátrix k legnagyobb sajátértékeihez tartozó
v̂1, . . . , v̂k sajátvektorokból, mint oszlopvektorokból álló V1 = V̂1 mátrix minimalizálja.

Bizonyítás.[ 4] �

A következ® algoritmus el®állítja a kon�guráció pontjainak vektorait. f = id (metrikus
esetre algorimtus).

1. Elkészítjük a A :=
[
−1

2
δ2ij

]
mátrixot, i = 1 . . . n, j = 1 . . . n.

2. B := HAH, ahol H = I − 1
n
1n1

T
n és 1n = (1, . . . , 1) n-dimenziós vektor.

3. Állítsuk el® a spektrál felbontását B-nek: B = V ΛV T , ahol Λ diagoinlási mátrix a
diagonálisában pedig a B mátrix sajátértékei szerepelnek V pedig a megfelel® sajátvek-
torok.
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4. Ha a pontjainkat a k-dimenziós térben szeretnénk ábrázolni, akkor az els® k
sajátértéke B-nek nem nulla a rákövetkez® n − k nulla, hagyjuk el ezeket Λ-ból és a
megfelel® sajávektorokat V -b®l, jelöljük az el®bbit Λ1 az utóbbit V1-el.

5. Y := V1Λ
1/2
1 , ekkor az Y sorai adják az objketumokat reprezentált pontok ko-

ordinátáit.

2.1. A stress függvény

Nyilvánvaló, hogy m-dimenziós pontokat m-dimenzióban tudunk a lehet® legtökélete-
sebben ábrázolni, mivel a célunk éppen a dimenzió csökkentésre irányul, ezért egy
alacsonyabb térbe való beágyazásakor mindeképpen kell hibával számolnunk, ebben a
szakaszban erre térek ki részletesebben. A stress függvényre úgy érdemes gondolni
mint függvények egy halmazára, amelyek különféle megközelítés szerint vizsgálják, hogy
mekkora az eltérés az eredeti és az alacsonyabb dimenziós térben az elemek közötti
távolságokra nézve. Tehát az illeszkedés pontosságának a mérésére több út is kínálkozik.
Egyrészt van lehet®ség, hogy a megkapott eredmény �jó illeszkedését� aB sajátértékeinek
a segítségével fejezzük ki. ∑p

i=1 λi∑n−1
i=1 | λi |

vagy

∑p
i=1 λi∑
λi>0 λi

.

Másfel®l a közelítés hatékonyságának egy másik szempotból való megközelítése, hogy
az un. veszteségfüggvényeket mennyire tudjuk minimalizálni, a fent már de�niált
veszteségfüggvény mellett egy további legkézenfekv®bb függvény a következ® lehet

σdirekt(Y ) =
n∑

i=1

n∑
j=1

(δij − dij (Y ))2 (1)

A gyakorlatban persze sokszor el®fordul, hogy az adataink hiányosak, ekkor ter-
mészetesen δij is hiányos, pontosabban az adott δij-t nem tudjuk értelmezni. Ezen
probléma kiküszöbölésére vezessük be a következ® bináris változót

ωij =

{
1 , ha létezik δij

0 , ha hiányzik δij

ekkor (1)-et a következ®képpen írhatjuk át

σω
direkt(Y ) =

∑
i<j

ωij (δij − dij(Y ))2

=
∑
i<j

ωijδ
2
ij +

∑
i<j

ωijd
2
ij(Y )− 2

∑
i<j

ωijδijdij(Y ) =

= η2δ + η2(Y )− 2ρ(Y ),

ahol η2δ csak ωij és δij t®l függ, amik �x érték¶ek így η2δ konstans, η2(Y ) a dij(Y )
távolságok súlyozott négyzetösszege, végül−2ρ(Y ) a dij(Y ) távolságok súlyozott összege.
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Önmagában σdirekt nem túl informatív, ugyanis például ha vesszük az objektumok
közötti távolságokat valamilyen mértékegység szerint -például kilométerben- majd utána
egy másik mértékenységben viszgáljunk, σdirekt megváltozik - a példánknál megmaradva
ha méterben akkor a σdirekt 1000-szeresére változik- ami persze nem azt jelenti, hogy
az egyik rosszabb kon�guráció volna mint a másik, éppen ezért normálva dij-vel skála-
invariánsá tesszük

σ2
1 =

σdirekt∑
ij d

2
ij(Y )

=

∑
i

∑
j (δij − dij (Y ))2∑

ij d
2
ij(Y )

(2)

Mivel a gyakorlatban σ1 elég kicsi, ezért a négyzetgyökét szokás venni, ezt nevezzük
Stress-1-nek (Kruskal).

σ1 =

√√√√∑
i

∑
j (δij − dij (Y ))2∑

ij d
2
ij(Y )

Ugyanígy létezik σ2
1-nek egy (σw

1 )
2 jelölt , súlyozott alakja is

(σw
1 )

2 =

∑
i<j ωij (δij − dij(Y ))2∑

i<j ωijd2ij(Y )
=
σω
direkt (Y )

η2 (Y )

Hasonlóan, ha a fenti σω
direkt(Y )-t normalizáljuk de most δij-vel, akkor Normalizált

Stress értékr®l beszélünk

σn(Y ) =

∑
i<j ωij (δij − dij(Y ))2∑

i<j ωijδ2ij
=
σω
direkt

η2δ

Világos, hogyha
∑

i<j ωijδ
2
ij = 1 akkor σn(Y ) = σω

direkt(Y ).

Mivel a súlyozott esetnek speciális esete a súlyozatlan - speciálisan ha valamennyi
ωij = 1 - ezért a jelölések egyszerüsítése érdekében a további vizsgálatokkor a fels® ω
indexet, amely a súlyozottságot jelöli elhagyom, de mindvégig az általánosabb súlyozott
esetet értem alatta. Vizsgáljuk meg σ1 és σn kapcsolatát. Mindenekel®tt ehhez szük-
ségunk lesz egy meg�gyelésre és egy állításra. Meg�gyelésünk a következ®, tegyük fel,
hogy Y ∗ lokális minimuma σdirekt(Y )-nak, ekkor X∗ = 1

b
Y ∗ is lokális minumum, hiszen

a koordináta mátrixot egy konstansal, az un. skála faktorral szoroztuk.
Állítás.

σn (bX
∗) = 1−

(
ρ (X∗)

ηδη (X∗)

)2
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Bizonyítás. Felhasználva, hogy az euklideszi távolság homogén függvény abban a
térben amelyre redukálunk, azaz dij (bX∗) = bdij (X

∗) , ha b ≥ 0, ekkor

σdirekt(bX
∗) =

∑
i<j

ωij (δij − dij (bX
∗))2 =

=
∑
i<j

ωijδ
2
ij + b2

∑
i<j

ωijd
2
ij (X

∗)− 2b
∑
i<j

ωijδijdij (X
∗) =

= η2δ + b2η2 (X∗)− 2bρ (X∗)

Deriváljuk b szerint majd tegyük egyenl®vé 0-val

∂σdirekt(bX
∗)

∂b
= 2bη2 (X∗)− 2ρ (X∗) = 0

Így az optimális b∗ = ρ(X∗)
η2(X∗)

, helyettesítsük vissza σdirekt(bX∗)-ba

σdirekt(b
∗X∗) = η2δ −

(
ρ (X∗)

η (X∗)

)2

Mindkét oldalt osztva η2δ -vel kapjuk, hogy

σn (bX
∗) =

σdirekt(b
∗X∗)

η2δ
= 1−

(
ρ (X∗)

ηδη (X∗)

)2

Nézzük meg milyen kapcsolat van a normalizált és az stress-1 értéke között. De
Leeuw és Heiser bizonyította, hogy ha Y ∗ lokális minimum hely, akkor η2 (Y ∗) = ρ (Y ∗)
így a fenti állításból következik, hogy

σn (Y
∗) = 1− η2 (Y ∗)

η2δ
⇔ η2δ

η2 (Y ∗)
=

1

1− σn (Y ∗)
(∗)

Vegyük σ2
1-nek egy hasonló kifejezését mint σdirekt-nek és használjuk fel újra De

Leeuw és Heiser eredményét miszerint η2 (Y ∗) = ρ (Y ∗)

σ2
1 (Y

∗) =

∑
i<j ωij (δij − dij(Y

∗))2∑
i<j ωijd2ij(Y

∗)
=

=

∑
i<j ωijδ

2
ij +

∑
i<j ωijd

2
ij (Y

∗)− 2
∑

i<j ωijδijdij (Y
∗)∑

i<j ωijd2ij(Y
∗)

=

=
η2δ + η2 (Y ∗)− 2ρ (Y ∗)

η2 (Y ∗)
=

=
η2δ − η2 (Y ∗)

η2 (Y ∗)
=

η2δ
η2 (Y ∗)

− 1
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Felhasználva (*)-ot kapjuk , hogy

σ2
1 (Y

∗) =
1

1− σn (Y ∗)
− 1 =

σn (Y
∗)

1− σn (Y ∗)

Azonban az Y ∗ skálázása nem optimuma σ1-nek, ezért vegyük �gyelembe a b skála
faktort is. Ennek megfelel®en felhasználva ismét, hogy η2 (Y ∗) = ρ (Y ∗)

σ2
1 (bY

∗) =
η2δ + b2η2 (Y ∗)− 2bρ (Y ∗)

b2η2 (Y ∗)
=
η2δ + (b2 − 2b) η2 (Y ∗)

b2η2 (Y ∗)
(∗∗)

Deriválva b szerint, majd egyenl®vé téve 0-val, az optimális b∗ érték

∂σ2
1 (bY

∗)

∂b
=

b2 (2b− 2) η4 (Y ∗)− 2bη2 (Y ∗) [η2δ + (b2 − 2b) η2 (Y ∗)]

b4η4 (Y ∗)
=

=
2bη2 (Y ∗)− 2η2δ

b3η2 (Y ∗)
= 0

Így b∗ = η2δ/η
2(Y ∗) vissza helyettesítve (**)-ba kapjuk, hogy

σ2
1 (b

∗Y ∗) =
η2δ +

η4δ
η4(Y ∗)

η2(Y ∗)− 2
η2δ

η2(Y ∗)
η2(Y ∗)

η4δ
η4(Y ∗)

η2(Y ∗)
=

=

η2δ
η2(Y ∗)

− 1

η2δ
η2(Y ∗)

= 1− η2(Y ∗)

η2δ
= σn (Y

∗)

Tehát az stress-1 és a normalizált stress érték megegyezik a lokális minimumban, feltéve
ha a b skála faktor a megfelel®en van megválasztva. Az úgynevezett Shepard diagram
el®segíti a kiértékelését a vizsgálatainknak. Ebben egy izotónikus regressziót (monoton
regresszió) hajtunk végre az eredeti távolság-mátrix elemei és a redukált térben a nekik
megfelel® távolságok között. Az alábbi ábrán erre láthatunk egy példát, ahol az európai
nagyvárosok közti távolságok, mint távolság-mátrixra elvégzett többdimenziós skálázás
outputjára végeztem el az izotonikus regressziót.
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1. Ábra. Az izotonikus regresszió az európai nagyvárosok többdimenziós skálázására

Összességében a stress-érték több faktortól függ nézzünk ezek közül néhányat,
hogy miként hatnak rá

1. Magasabb n pontszám általában magsabb stress értéket ad.
2. Ha a redukált tér dimenziója m, akkor magass m alacsonyabb stress-t generál.
3. Több hiba az adatokban nagyobb stress-t indukál.
4. A hiányzó adatok magas száma alacsony stress értéket ad.

2.2. Prokrusztész analízis

Az általánosított Prokrusztész analízis (Generalised Procrustes Analysis) egy módszer
az adathalmazoknak egymáshoz képesti összeillés vizsgálatához különféle transzformá-
ciókkal, els®sorban rotációval. A módszernek alapvet®en a lineáris és a nem-lineáris
változata ismert, az optimális skálázás esetén a nem lineáris változatát használják. Az
alkalmazásokból látható, hogy a különböz® MDS módszerek hasonló de végtére is külön-
böz® kon�gurációkat (megoldásokat) adnak. Ezen kon�gurációk tetsz®leges transzlá-
ciójával, rotációjával és re�exiójával azonos érték¶ megoldásokhoz jutunk. Így szük-
ségünk van valamilyen értelemben vett összehasonlításukra a különböz® megoldások-
nak, szükséges van egyfajta összevetésre a két kon�guráció között. A Prokrusztész
analízis egy izotróp dilatációt (nyújtás), transzlációt (eltolás), rotációt (forgatás) és
re�exiót (tükrözés) talál a két kon�guráció közötti legjobb összeilléshez. Az elemzés
részletes leírását és hasonló módszereket Gower és Dijksterhuis (2004) dolgozott ki.

Tegyük fel, hogy az n pontú kon�gurációnk pontonkénti koordinátái az n×q méret¶
X mátrixal adott a q-dimenziós térben, egy másik n pontú kon�gárció koordinátaái a
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p-dimenziós térben egy n×p méret¶ Y mátrixal meghatározott, ahol p ≥ q. Egészítsük
ki X-et 0 oszlopvektorokkal, azzal a céllal , hogy X és Y dimenziója ugyanaz legyen.
A diszkrepancia (eltérés) nagysága a következ®képpen de�niált

R2 =
n∑

r=1

(yr − xr)
T (yr − xr) ,

ahol X = [x1, . . . , xn]
T , Y = [y1, . . . , yn]

T és xr, yr az r. pont koordináta vektorai a
két térben.

Legyen xpr az r. pont koordináta vektora egy tetsz®leges nyújtása, forgatása, eltolása
és tükrözése után xr-nek, ekkor xpr a következ®képpen írható

xpr = ρϕTxr + b,

ahol ρ a dilatáció mértéke, ϕ a forgatás és esetleg a re�exió mátrixa, b pedig az
eltolás vektor.

A fentiek optimális értékei, amelyeket elvégzeve X-en, az R2-et minimalizálja X és
Y között:

(1) Optiális transzláció : Mind a kett® kon�guráció középpontja a az origóban van.

(2) Optimális rotáció : határozzuk meg az ϕ =
(
XTY Y TX

) 1
2
(
Y TX

)−1
és forgassuk

X−et Xϕ−ba.
(3)Optimális dilatáció: Az X kon�guráció minden egyes pontját szorozzuk meg a

ρ =
tr(XTY Y TX)

tr(XTX)

Majd az R2 értékét a következ®képpen számoljuk

0 ≤ R2 = 1−

(
tr
(
XTY Y TX

) 1
2

)2

tr (XTX) tr (Y TY )
≤ 1,

ahol a triviális módon a 0 érték jelöli a legjobb összeillést, és minél nagyobb R2

annál kevésbé jó a hasonlóság. Tehát ha adott X, Y kon�guráció akkor az Y -t R2

szerint a legjobban X-nek a fenti m¶veletek elvégzése utáni alakja közelíti.
Vizsgáljuk meg a kérdéskört általánosabban. Legyen A a cél kon�guráció és B a

vizsgált kon�guráció. Jelöljük most a forgatás és tükrözés mátrixát T -vel a dilatációt
s-el. Feltehet®, hogy TT p = T pT = I. A koordináták közti különbséget A−sBT mátrix
adja. Tekintsük a következ®t

P = (A− sBT )p (A− sBT )

A fenti P mátrix f®átlóbeli elemei az (A− sBT ) i. oszlopának és a (A− sBT )p

i. sorának a skalárszorzata, azaz a P f®átlóbeli elemek az (A− sBT ) i. oszlop ele-
meinek a négyzetösszege. A két kon�guráció közti különbséget a P f®átlóbeli elemek
négyzetösszegével tökéletesen tudjuk modellezni. A f®átlón kívüli elemek most nem
érdekesek, éppen ezért hasznos nekünk a nyom függvény.
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Legyen

L (A,B, s, T ) := trP = tr
[
(A− sBT )p (A− sBT )

]
(1)

trP a mátrix nyomát, azaz a f®átlóbeli elemek összegét jelöli. Célunk, hogy találjunk
olyan s és T értékeket, amelyek minimalizálják L (A,B, s, T ). Felhasználva a mátrix
nyomára vonatkozó trABC = trCAB = trBCA tulajdonságot, továbbá a T pT = TT p =
I összefüggést.

trT pB pBT = trB pBTT p = trB pB

így rögzített A, B és s = 1 mellett (1) a következ®képpen írható

L (T ) = tr (A−BT )p (A−BT ) = trApA+ trT pB pBT − 2trApBT =

= trApA+ trB pB − 2trApBT

Mivel sem trApA sem trB pB nem függ T -t®l ezért a fenti L (T )minimalizálása ekvivalens
a következ® minimalizálásával

L (T ) = c− 2trApBT,

ahol T pT = I és a c konstans nem függ T -t®l.
Tegyük fel, hogy már létezik egy L (T ) ≥ h alsó korlátunk, ha minimalizálni szeretnénk
L (T )-t T -ben, és ha találunk egy olyan T -t amelyre L (T ) = h akkor az bizonyosan
minimalizálni fogja.

Állítás.(Kristof) Ha Y diagonális mátrix nem-negatív elemekkel és T ortonormált
mátrix, akkor fennáll a következ® egyenl®tlenség

−trTY ≥ −trY

egyenl®ség akkor és csak akkor áll fenn ha T = I.
Bizonyítás. Mivel Y diagonális ezért az egyenl®tlenség átfogalmazható

−trTY = −
n∑

i=1

tiiyii ≥ −
n∑

i=1

yii = −trY

TT p = T pT = I, így tpiti =
∑

i t
2
ii = 1 ennélfogva −1 ≤ tii ≤ 1, ezért −tiiyii ≥ −yii és

ebb®l már következik az egyenl®tlenség. Nyilvánvaló, hogy egyenl®ség csak akkor állhat
ha tii = 1.

De�níció. Legyen S egy tetsz®leges n×m méret¶ mátrix, ekkor az

S = PΦQp,

felbontást az A mátrix szinguláris érték felbontásának (Singular Value Decomposi-
tion) nevezzük, ahol P egy n × m mátrixa az ún. baloldali szinguláris vektoroknak,
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Φ egy m × m méret¶ diagonális mátrix, melyben a f®átló beli elemeket szinguláris
értékeknek nevezzük, Q egy m × m méret¶, amely oszlopai az ún. jobb oldali szin-
guláris vektorok.

Vegyük az ApB szinguláris felbontását: ApB = PΦQp, ahol PP p = I, QpQ = I, A
a cél kon�guráció és B a vizsgált kon�guráció, ismét felhasználva a nyom függvény
invariáns tulajdonságát

L (T ) = c− 2trApBT =

= c− 2trPΦQpT = c− 2trQpTPΦ ≥
≥ c− 2trΦ

Utóbbi egyenl®tlenség éppen a Kristof egyenl®tlenségb®l következik, hiszen
(QpTP )pQpTP = P pT pQQpTP = I, azaz ortonormált és Φ diagonális. Felhasználva,
hogy a fenti egyenl®tlenség egyenl®séggel teljesül - azaz az alsó korlát mint minimum
felvétetik- ha QpTP = I teljesül, azaz

T = QP p

ugyanis QpTP = QpQP pP = I, így

L (T ) = c− 2trΦ.

Ezeddig meghatároztuk az optimális forgatás, tükrözés mátrixát, de a nyújtás (s)
és az eltolás (t) mértékét �xnek, nevezetesen egynek és nullának vettük. Legyen újra
A és B a két kon�guráció, B transzfomációja sBT + 1tp, ahol s a nyújtás mértéke, T a
forgatás-tükrözés, t pedig az eltolás nagysága. A mi olvasatunkban tehát, rögzített A
és B mellett minimalizálni kell

L (s, t, T ) = tr [A− (sBT + 1tp)]
p
[A− (sBT + 1tp)] , (2)

ahol T pT = I.
Az optimális t eltolás vektort és az s dilatációs skalárt az L (s, t, T ) parciális de-

riváltjaiból kapjuk, azaz

∂L (s, t, T )

∂t
= 2nt− 2Ap1 + 2sT pB p1 = 0

t =
(A− sBT )p 1

n

Helyettesítsük be (2)-be ezt az optimális t értéket

L (s, T ) = tr

[
(A− sBT )− 11p

n
(A− sBT )

]p [
(A− sBT )− 11p

n
(A− sBT )

]
=

= tr

[
(A− sBT )

(
I − 11p

n

)]p [
(A− sBT )

(
I − 11p

n

)]
=

= tr [JA− sJBT ]p [JA− sJBT ] ,
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ahol J a már korábban de�niált H centráló mátrix.
Így

∂L (s, T )

∂s
= 2s (trB pJB)− 2trApJBT = 0

s =
trApJBT

trB pJB
.

Behelyettesítve az optimális t és s értékeket (2)-be kapjuk, hogy

L (T ) = tr

[
JA− trApJBT

trB pJB
JBT

]p [
JA− trApJBT

trB pBY
JBT

]
=

= trApJA+
(trApJBT )2

trB pJB
− 2

(trApJBT )2

trB pJB
=

= trApJA− (trApJBT )2

trB pJB

Tehát a fenti L (T ) minimalizálása ekvivalens −trApJBT minimalizálásával T -ben.
Felhasználva az eddigi eredményeket már tudjuk, hogy ez akkor minimális ha T -t az
ApJB szinguláris érték felbontásában szerepl® mátrixok segítségével írjuk fel, azaz a
Prokrusztész hasonlósági transzformáció a következ® képpen állítható el®:

1. Számítsuk ki a C =ApJB mátrixot.
2. Állítsuk el® C-nek a szinguláris érték felbontását, azaz C = PΦQp.
3. Az optimális forgatás mátrix: T = QP p.
4. Az optimális nagyítás mértéke: s = (trApJBT ) / (trB pJB) .
5. Az optimális eltolás vektora: t = 1

n
(A− sBT )p 1.

A sokdimenziós skálázás módszerének outputja egy olyan térbeli ábra, mely szemlélete-
sen vizualizálja a pontok geometriai alakzatát. Ez a megjelenés az adataink bels®
struktúráját jeleníti meg és ezáltal segíti az adatok kapcsolódási rendszerére való ala-
pos rálátást. Mint láttuk az input nem egyértelm¶ és így kett® tetsz®leges kon�guráció
összehasonlítása sem nyilvánvaló, de könnyen meghatározható az a transzformáció, ame-
lyet az egyik koordináta mátrixra elvégezve a leginkább megközelíthet® a másik, abban
az értelemben, hogy az L(A,B, s, t, T ) különbség függvényt minimalizáljuk.
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3. A módszerhez alkalmazott f®bb R függvények

A szakdolgozatomban tárgyalt modellek mindegyikének a számításai a nagyméret¶
adatállomány miatt csak számítógépes programokkal lehetséges, valamennyi számításhoz
az R programot használtam, a program vitathatatlan nagy el®nye, hogy bárki számára
hozzáférhet® és letölhet®, és az alkalmazáshoz szükséges függvényeket megtaláljuk benne,
ezért esett a választásom erre a statisztikai software-re.

Az R szoftverben találhatunk egy cmdscale nev¶ beépített függvényt

cmdscale(d, k = 2, eig = FALSE, add = FALSE, x.ret = FALSE),

melyben az argumentumai közül d jelöli a távolságmátrixot, k azt, hogy hány di-
menziós térbe vetítünk, eig jelöli a sajátértékeket, mely esetében megadhatjuk, hogy
akarjuk-e szerepeltetni (TRUE) vagy sem (FALSE) az outputban, add=TRUE argumentum-
mal megadhatjuk, hogy az eredeti d mátrixban adott távolságok helyett egy d + c11p

mátrixal számoljon, az x.ret=TRUE input paraméterrel egy kitüntetett szerep¶ sz-
immetrikus mátrixot kaphatunk vissza. Alapértelmezett esetben k=2, eig=FALSE,

add=FALSE, x.ret=FALSE.

A d távolság mátrixot a dist fügvénnyel készítjük el

dist(x, method = "euclidean", diag = FALSE, upper = FALSE, p = 2),

amelyben az x az adatmátrix, mely sorai jelentik az elemeket oszlopai pedig a vál-
tozóknak felelnek meg, a method input paraméterrel adhatjuk meg, hogy melyik távol-
ság formulát választjuk meg a távolság-mátrix kiszámításában, az R-ben lehet®ségünk
van euclidean, maximum (maxpi=1 (xli, xki)) , manhattan( abszolút távolság kett® elem
között), canberra (

∑p
i=1

|xki−xli|
|xki+xli|

) , binary és minkowski távolság formulák közül vá-
laszthatunk, diag logikai érték mellyel a távolság-mátrix f®átlóbeli elemeit kérhetjük
vissza, upper szintén egy logikai érték, amivel a távolság-mátrixot fels® háromszög-
mátrixként kaphatjuk vissza, p jelöli a Minkowski-féle együtthatót. Az alapértelmezett
értékek method = "euclidean", diag = FALSE, upper = FALSE, p = 2. A meg-
felel® távolság formula kiválasztása feladat függ®. Elkészítettem az R-ben az úgyn-
vezett s-stress (square test) nev¶ függvényt:

Φ1 =

√√√√√∑n
i=1

∑n
j=1

(
dij − d̂ij

)2∑n
i=1

∑n
j=1 d

2
ij

.

Melynek a parancsa az illeszkedes(x,y), ahol x, y a bemen® paraméterek, x jelenti
az eredeti n-dimenziós térben vett pontok közötti euklideszi távolságokból nyert távol-
ságmátrix, y pedig a cmdscale parancs outputjaként megjelen® koordináta mátrix.
Evvel hasonlítom össze a kapott MDS ábráknak a pontosságát, hogy azok mennyire
használhatóak, szükséges-e a dimenziószám növelése.

A fenti két de�nícióból következik, hogy ha tökéletes a kon�guráció az eredeti ada-
tokhoz képest akkor a számláló értéke 0 és így Φ1 = 0. Tehát a közelítésünk annál jobb
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minnél kisebbek Φ1 érétke. Az álábbi táblázatban foglaltuk össze, mekkora értékkel
milyen a kon�gurációink pontossága:

s-stress értéke: x Pontosság mértéke

0 ≤ x ≤ 0.05 Szigni�káns eredményt kaptunk
0.05 < x ≤ 0.1 További értelmezésekre alkalmas
0.1 < x ≤ 0.2 Elfogadható, de fenntartással kezelend®

0.2 < x Szükséges a dimenzió szám növelés

2. Táblázat

A többdimenziós skálázás ábrái mellett elvégzünk egy klaszteranalízist is a hclust

függvénnyel

hclust(d, method = "complete", members=NULL)

A d argumentum egy távolság-mátrix a módszer (method) alapértelmezett értéken
"complete", de választhatunk a következ®k közül: "ward", "single", "average",
"mcquitty", "median", "centroid". A members értéke alapételmezetten NULL, külön-
ben pedig vektor érték¶, amelyben a meg�gyelések száma szerepel klaszterenként.
Outputja egy olyan h0, h1,. . ., hl magassággal jellemzett fastruktúrája d-nek (dendro-
gramm), hogy minden hi (i = 1, . . . l) magassághoz tartozik egy neki megfelel® partí-
ciója d-nek, továbbá minden objektumpárhoz azt a szintet rendeljük hozzá, amelyen
legel®ször egyesülnek, azaz h0 7−→ {x1} , {x2} , . . . , {xn} és hl 7−→ {x1, x2, . . . xn}.
A biplot ábrák elkészítéséhez saját készítés¶ programokat használtam.
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4. Biplot

A biplotok az úgynevezett szórás ábrák általánosításának tekinthet®k. Ha adottak bi-
zonyos elemekhez változók, akkor abból két változót kiválasztva az elemek ábrázolhatók
egyszer¶ módon egy gra�konon, az x tengelynek választva az egyik, az y tengelynek
választva a másik változót, ezt hívjuk szórás ábrának. Ezzel egy szemléletes képet ka-
punk a két változó összehasonlításának a vizsgálatához. Természetesen megtehetjük
mindezt három dimenzióban is, három változót választva magunknak. Mindemellett
a mi célunk, hogy valamilyen módon egy ábrában helyezzük el az elemeket és a vál-
tozókat jól reprezentáló vektoraikat, oly módon hogy az elemek és a változók közötti
kapcsolatot a lehet® legjobban szemléltesse az adott ábra. Ezt a fajta ábrázolási mó-
dot nevezzük biplotnak, amely így egy hasznos vizuális segédeszköznek bizonyulhat az
adatelemzésben.

4.1. A matematikai modell

A modell felépítéséhez egészen le egyszerüsítjük a valós életbeli problémánkat, hogy
tisztán a matematikájára koncentrálhassunk. Tegyük fel, hogy adott a következ® tet-
sz®leges n×m méret¶, r rangú S mátrixunk

S = XY T ,

ahol X n × r, Y r × m méret¶ és mindkett® rangja r. Ez a faktorizálás nem
egyértelm¶. Egy lehetséges út a felbontáshoz például, hogy X r oszlopát válasszuk
meg, mint az S oszlopai által kifeszített tér egy ortonormált bázisát, majd Y = STX,
így egy megfelel® felbontáshoz jutunk, ugyanis

X
(
STX

)T
= XXTS = S

Az S mátrix i. sorának j. eleme sij az X i. sorának és az Y j. oszlopának
a skalárszorzata. Így egy bármilyen mátrix valamennyi sora és oszlopa repzentálható
vektorokkal. Nevezetesen az X-nek az n darab sorvektora, és Y -nak az m darab
oszlopvektora lesz az. Az x1,x2,. . .,xn sorvektorokat hívjuk ún. sor hatásoknak, míg
az yT1 ,y

T
2 ,. . .,y

T
m oszlopvektorokat oszlop hatásoknak. Tegyük fel, hogy S rangja kett®,

ábrázolhatjuk a síkban ezt az n + m darab vektort, amely informatív képet ad az S
nm darab elemér®l - amelyek a megfelel® sor és oszlopvektorok skalárszorzatai - olyan
módon, hogy az x1,x2,. . .,xn pontok az yT1 ,y

T
2 ,. . .,y

T
m irányú egyenesekre vett mer®leges

vetületei lesznek az S megfelel® elemei. Ezeket az ábrákat nevezzük biplotoknak, ezál-
tal a biplot az adatok egy gyors vizuális kiértékelését teszi lehet®vé számunkra. Az
S mátrix nem egyértelm¶ faktorizációja miatt természetesen a biplot sem egyértelm¶,
viszont a forgatás, tükrözés és nyújtás erejéig már igen. Mivel a gyakorlatban általában
két dimenziós biplotokat jelenítünk meg, ezért a fenti egyértelm¶séget is csak két di-
menzióban mutatom meg.

S =
(
XRT

) (
Y R−1

)T
,
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ahol R tetsz®leges nem-szinguláris mátrix és alkalmas megteremteni a kapcsolatot
tetsz®leges két különböz® faktorizáció megfelel® elemei között.
Határozzuk meg RT szinguláris érték felbontását

RT = V T θW,

ahol V és W r×r-es ortonormált mátrixok, θ diagonális mátrix, f®átlóbeli elemei θ1
és θ2
R inverze

R−1 = V T θ−1W,

ugyanis RR−1 =
(
RT

)T
R−1 =

(
W T θV

) (
V T θ−1W

)
= W T θIθ−1W = W TW = I.

Mivel V és W ortonormáltak.
Vegyük az X 7−→ XRT és Y 7−→ Y R−1 transzformációkat, mind a kett® transzfor-

máció tartalmaz egyrészt egy forgatást, amelyet V T határoz meg, majd egy nyújtást és
egy esetleges tükrözést, melyet X transzformációja esetén θ1, θ2 illetve Y esetében 1/θ1,
1/θ2 határoz meg, végezetül egy újabb forgatás, amelyW -el meghatározott. Mindenerre
nézzünk meg egy példát. Legyen

S =

(
−1 3 2
−2 1 −1

)
,

a cél mátrixunk, melynek a rangja kett®.
Vegyük ennek kett® különböz® faktorizációját

(
−1 3 2
−2 1 −1

)
=

(
1 0
1 1

)(
−1 3 2
−1 −2 −3

)
=

(
2 1
0 −1

)(
−1.5 2 0.5
2 −1 1

)
,

X1 =

(
1 0
1 1

)
, X2 =

(
2 1
0 −1

)
Y T
1 =

(
−1 3 2
−1 −2 −3

)
, Y T

2 =

(
−1.5 2 0.5
2 −1 1

)
szereposztással.

Keressük azt az RT mátrixot, amely megteremti a kapcsolatot X1 és X2, illetve Y1 és
Y2 között.Vagyis X2 = X1R

T és Y2 = Y1R
−1, a fenti példánál

RT =

(
2 1
−2 −2

)
.
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Vegyük RT szinguláris érték felbontását

RT =

(
2 1
−2 −2

)
=

(
−0.62 −0.79
0.79 −0.62

)(
3.56 0
0 0.56

)(
−0.79 −0.62
−0.62 0.79

)
,

ahol a jelöléseket megtartva a fentiekkel

V T =

(
−0.62 −0.79
0.79 −0.62

)

θ =

(
3.56 0
0 0.56

)

W =

(
−0.79 −0.62
−0.62 0.79

)
.

Így

R−1 = V T θ−1W =

(
1 0.5
−1 −1

)
Az alábbi ábra mutatja az eredeti X1 és Y1 kon�gurációt és annak a transzformáltját

X2 és Y2-t.

2. Ábra: Az S célmátrix kett® különböz® felbontásához tartozó biplotok

Az S mátrixot mint fentebb már említettük cél mátrixnak, X-et bal oldali, Y -t jobb
oldali mátrixnak nevezzük. A bal oldali mátrix minden x1,x2,. . . , xn sorát, az Y minden
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y1,y2,. . .,ym oszlopát, mint pontot ábrázoljuk egy euklideszi térben, ahol a pontok ko-
ordinátái az X sor illtve Y oszlop vektorai. Az origóból az yi pontokba húzott vektorok
irányával megegyez® tengelyeket nevezzük biplot tengelyeknek, yi-t pedig biplot vek-
tornak, xi-t biplot pontoknak. Az X i. sorának és Y j. oszlopának skalárszorzata nem
más mint az xi vetülete az yj vektorhoz tartozó biplot tengelyre szorozva az ∥ yj ∥-val.

3. Ábra: Az x biplot pont vetülete az y-hoz tartozó biplot tengelyre

Így ha már meghatároztuk a biplotot akkor ahhoz, hogy közvetlenül leolvashassuk a
cél mátrixunk elemeit a tengelyekr®l, természetsen szükségünk van arra, hogy mekkora
egy egység hossza a biplot tengelynek. Mivel

cél mátrix értéke

az i. sorban
=

(
xi vetületeének a hossza

a biplot tengelyre

)(
amegfelelő biplot vekor

hossza

)
= ∥ x ∥ cos (Θ) ∥ y ∥

ezért a cél mátrix értékét 1-nek választva kapjuk, hogy

xi vetületeének a hossza

a biplot tengelyre
= 1/ (amegfelelő biplot vekor hossza)

és ezáltal elérjük, hogy cél mátrix megfelel® értékét olvashassuk le az x pont y-hoz tar-
tozó biplot tengelyre vett vetítésekor.
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4. Ábra: A biplot skálázása

Tehát ha a cél mátrix oszlopai változók és a sorok az egyes objektumok, akkor a
cél mátrix biplot reprezentációja azt fogja jelenteni, hogy a változókat mint tengelyeket
fogjuk ábrázolni, melyek olyan irányba mutatnak, hogy az objektumok értéke az adott
változón, megkapható legyen az egyes objektumok adott változóra való vetítésével. Az
értékei az adott változónak nem olyan fontosak, mint inkább azt látni, hogy hogyan
sorakoznak az egyes objektumok a változók mentén. És ha két biplot tengely ugyanab-
ban az irányban fekszik, következtetni tudunk arra, hogy az objektumoknak ugyanaz
a relatív poziciója a két változó mentén. Ami magas, változók közti korrelációt jelent.
Így a biplotnál a �bi� az nem a két dimenzióra utal, annak ellenére, hogy legtöbbször
két dimenziós biplotokat ábárzolunk, hanem arra, hogy két halmaz pontjait jelenítjük
meg.

4.2. Dimenzió csökkentés a biplotok alkalmazásához

Mint láttuk fentebb, hogy a biplothoz mint elemzési eszközhöz nyúlhassunk, szükséges,
hogy az ábrázolni kívánt mátrix rangja kett® vagy esetleg három legyen, így az ennél
magasabb dimenziószámú mátrixok esetén szükségünk van dimenzió csökkentésre. Az
egyik lehetséges eljárás az, hogy az S r rangú mátrixunkat a szinguláris érték felbontás
segítségével közelítjük, egy olyan S(s) jelölt mátrixal, mely rangja s. Minimalizálni
akarjuk a

∥ S − S(s) ∥2:= tr
((
S − S(s)

) (
S − S(s)

)T)
=

n∑
i=1

m∑
j=1

(
sij − s

(s)
ij

)2

(1)
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Ehhez tekintsük S szinguláris érték felbontását

S =
r∑

i=1

λipiq
T
i = (p1, p2, . . . , pr)


λ1 0 . . . 0
0 λ2 . . . 0

0 0
. . . 0

0 . . . 0 λr




qT1
qT2
...
qTr

 = PDλQ
T ,

ahol λi a szinguláris értékek, pi a szinguláris oszlopok, qTi a szinguláris sorok, ekkor
belátható, hogy fenállnak a következ® összefüggések

pTi S = λiq
T
i

Sqi = λipi

SSTpi = λ2i pi

STSqi = λ2i qi

λ1 ≥ . . . ≥ λr > 0

pTi pj = qTi qj = δij,

ahol δij az un. Kronecker-féle delta.
A legkisebb négyzetek módszere adja S(s), amely a fenti S-t a legjobban közelíti, abban
az értelemben, hogy (1) minimális.

S(s) =
s∑

i=1

λipiq
T
i = P[s]Dλ[s]Q

T
[s],

ahol S(s) s rangú mátrix, [s] jelöli, hogy az els® s komponensét vesszük.
A közelítés hibáját ϵ(s)-el jelölve kapjuk, hogy

ϵ(s) = 1−
∥ S − S(s) ∥2

∥ S ∥2
= 1−

λ2s+1 + . . .+ λ2r
λ21 + . . .+ λ2r

=

=

∑s
i=1 λi∑r
i=1 λi

.

Alkalmazva mindezt s = 2-re

S(2) =

 p11 p21
...

...
p1n p2n

(
λ1 0
0 λ2

)(
q11 . . . q1m
q21 . . . q2m

)
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ϵ(2) =
(
λ21 + λ22

)
/

r∑
i=1

λi

Ez alapján az eredeti S = XY T faktorizációját az S(s) = X̂Ŷ T faktorizációjával
közelítjük, amely így

X̂ =


√
λ1p11

√
λ2p21

...
...√

λ1p1n
√
λ2p2n

 ; Ŷ T =

( √
λ1q11 . . .

√
λ1q1m√

λ2q21 . . .
√
λ2q2m

)
Nézzünk egy példát, tekintsük az

S =

 5 4 8
7 12 30
2 7 28

 =

 3 3 −1
3 −1 5
1 −4 5

 1 2 7
1 1 −4
1 2 1


faktorizációt, ekkor az S mátrix - melyet ábrázolni kívánunk egy biplotban - három
rangú, de mi ezt a faktorizációt az S(2) = X̂Ŷ T -al közelítjük.

S szinguláris érték felbontása

S =

 −0.21 0.64 0.74
−0.74 0.39 −0.55
−0.64 −0.66 0.39

 44.75 0 0
0 5.56 0
0 0 1.15

 −0.17 −0.32 −0.93
0.83 0.47 −0.31
0.54 −0.82 0.18


ebb®l s = 2-re kapjuk, hogy

S(2) = X̂Ŷ T

=


√
λ1p11

√
λ2p21

...
...√

λ1p1n
√
λ2p2n

( √
λ1q11 . . .

√
λ2q1m√

λ2q21 . . .
√
λ2q2m

)

=

 −1.43 1.5
−4.93 0.92
−4.29 −1.56

(
−1.12 −2.12 −6.24
1.95 1.1 −0.73

)

=

 4.54 4.7 7.84
7.34 11.48 30.12
1.76 7.37 27.92


a hiba nagysága

ϵ(2) =
44.75 + 5.56

44.75 + 5.56 + 1.15
= 0.98

azaz elég nagy pontossággal tudjuk az eredeti S-t közelíteni.
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Gyakran el®fordul, hogy érdemes és/vagy kell súlyozni az objektumokat és a vál-
tozókat. Például ha egy felmérésben túl sok n®t kérdeztünk meg, akkor nem lesz a
mintánk reprezentatív a populációra nézve, ezért a n®k által adott értékekeket egy
alacsonyabb súllyal súlyozzuk, így ellensúlyozva a megfelel® reprezentativitás hiányát,
vagy ha egy vizsgálatban bizonyos változók hangsúlyosabbak, akkor azokat megfelel® sú-
lyozással hangsúlyosabbá tesszük. Lássuk most S közelítését egy S(s) két rangú mátrixal
szintén, csak éppen a súlyozott esetre fókuszálva, amely tulajdonképpen a fentiek ál-
talánosításának tekinthet®.

Tegyük fel, hogy adottak a sorokhoz (objektumokhoz) tartozó w1,w2,. . .,wn, illetve
az oszlopkhoz (változókhoz) tartozó q1,q2,. . .,qm súlyok. Feltehet®, hogy

∑n
i=1wi = 1

és
∑n

i=1 qi = 1. Most a minimalizálandó függvényünk

∥ S − S(s) ∥2:= tr
(
Dw

(
S − S(s)

)
Dq

(
S − S(s)

)T)
=

n∑
i=1

m∑
j=1

wiqj

(
sij − s

(s)
ij

)2

, (2)

ahol Dw =diag(w1, w2, . . . , wn) és Dq =diag(q1, q2, . . . , qm).
Ehhez el®ször elkészítjük azt a T mátrixot S -b®l, amely már a megfelel® módon �-
gyelembe veszi a súlyokat

T = D1/2
w SD1/2

q ,

ahol D1/2
w =diag

(√
w1,

√
w2, . . . ,

√
wn

)
illetve D1/2

q =diag
(√

q1,
√
q2, . . . ,

√
qm

)
.

Meghatározzuk a T szinguláris érték felbontását

T =
r∑

i=1

σipiq
T
i = (p1, p2, . . . , pr)


σ1 0 . . . 0
0 σ2 . . . 0

0 0
. . . 0

0 . . . 0 σr




qT1
qT2
...
qTr

 = PDσQ
T

De�niáljuk P̃ és Q̃ a következ®képpen

P̃ = D−1/2
w P Q̃ = D−1/2

q Q

így fennáll, hogy P̃ TDwP̃ = I és Q̃TDqQ̃ = I.
Ekkor S(s) , amely minimalizálja (2)-t

S(s) = P̃[s]Dσ[s]Q̃[s]

Valamennyi módszer egy általános keretbe foglalható, melyek speciális eseteiként adód-
nak bel®le, ez a témakör az un. f®komponens analízis (Principal Components Analysis).
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4.3. Biplot alkalmazása a lineáris regresszión keresztül

A regresszió analízis feladata, hogy két vagy több meg�gyelési változó között egy lineáris
képletet adjon adott mérési vagy meg�gyelési adatokból. Azaz kiválasztunk egy vál-
tozót és a képlet segítségével meghatározzuk, hogy az mekkora mértékben függ más
változóktól. Az el®bbit függ® változóknak hívjuk, utóbbit pedig független változók-
nak vagy szokás még magyarázó változóknak is nevezni. Jelöljük Ŷ -al, a kiválasztott
változók regreszió analízis által becsült értékét, X-el a magyarázó változók mátrixát,
B-vel a lineáris regresszió által adott ún. regressziós koe�cienseket, amelyek a legkisebb
négyzetes módszer által meghatározottak, azaz

Ŷ = XB

Tegyük fel, hogy adott egy n elem¶ független minta és mindegyik mintán p számú
meg�gyelést végeztünk. Például rögzítsünk egy d függ® változót, illetve két (esetleg
három) alkalmas x1,x2 magyarázó változót, amely vélhet®en jól karakterizálja majd
d-t. Itt jegyezném meg azt, hogy nem véletlen az, hogy két vagy három magyarázó
változót választunk, hiszen a biplotokat is a legjobb értelmezhet®ség kedvéért kett®
vagy három dimenzióban ábrázoltuk, és ezen a ponton el®re megemlítem, hogy
a magyarázó változókhoz tartozó regressziós koe�ciensek jelentik majd számunkra a
biplot vektorokat. Ekkor

d̂ = β0 + β1x1 + β2x2,

ahol β0,β1,β2 jelölik a regressziós koe�ciensek.
A statisztikai szoftverek minden esetben szolgáltatnak egy olyan értékkel, ami a modell
magyarázó erejét mutatja, leggyakrabban R2-el jelölt , 0 és 1 közé es® értékr®l van
szó. A β1, β2 regressziós koe�ciensek az x1, x2 által meghatározott sík meredekségét
adja meg. Sajnos azonban e kett® együttható meghatározása függ a d és a magyarázó
változók skálázásától, így azok objektív összehasonlítása nem lehetséges, éppen ezért
standardizálást hajtunk végre mind a d és az x1, x2 változókon, mindegyik változóból
kivonjuk az átlagát és elosztjuk a szórásnégyzetükkel, ezáltal kiküszöböljük a skálázás
okozta problémát. Jelöljük a három standardizált változót d∗,x∗1,x

∗
2. Így erre is

alkalmazva a lineáris regressziót kapjuk, hogy

d̂∗ = β∗
1x

∗
1 + β∗

2x
∗
2

Most β∗
1 , β

∗
2 már összhasonlítható és eldönthetjük, hogy melyik magyarázó változó-

nak er®sebb a magyarázó ereje d∗-ra vonatkozóan, azaz ha β∗
1 > β∗

2 akkor x
∗
1 magyarázó

változó hangsúlyosabban szerepel d∗ számításában, mint x∗2. A β∗
1 , β

∗
2 együtthatók,

ugyanúgy a standardizált változók által de�niált sík merdekségét adja meg.
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∂d̂∗

x∗
1
= β∗

1
∂d̂∗

x∗
2
= β∗

2

5. Ábra: A regressziós keo�ciensek szemléltetése

Készítsük el x∗1, x
∗
2 szórás ábráját és rajzoljuk bele a (β∗

1 , β
∗
2) gradiens vektort, az

így kapott ábra nem más mint a fenti 5.ábra vetülete az x∗1, x
∗
2 síkba. Ebben húzzuk

be a gradiens vektornak megfelel® d-hez tartozó biplot tengelyt. Azt szeretnénk elérni,
hogy a biplot tengelyt megfelel®en skálázva a minta elemeit - melyeket az x∗1, x

∗
2változói

szerint ábrázoltunk egy két dimenziós szórás ábrában - mint pontokat erre a tengelyre
vetítve leolvashassuk az eredeti nem standardizált d változó értékeit. Természtesen
a regresszió magyarázó ereje nagy valószín¶séggel nem lesz tökéletes ezért ennek a
hibának a következtében az esetek többségében csak közelítést tudunk adni. Tehát az
egyik kulcskérdés, hogy hogyan skálázzuk megfelel®en ezt a biplot tengelyt. Legyen σ
a d szórása, ekkor egy egység hossza a biplot tengelyen

1/

√
(σβ∗

1)
2 + (σβ∗

2)
2 = 1/σ

√
β∗2
1 + β∗2

2

azaz a stanadardizált változókhoz tartozó biplot vektor hosszának és a szórásnak a
szorzatának vegyük a reciprokát. Miután meghatároztuk a biplot tengely egy egységének
a hosszát, el kell döntenünk hogy ezen tengelyen hol van a 0 érték, ugyanis ennek
hiányában nem tudjuk még megfelel®en kiolvasni az egyes mintákhoz tartozó d értékeket.
A biplot ábra középpontjában a biplot tengely vegye fel a d értékeinek az átlagát és
a biplot vektor iránya szabja meg, hogy a tengely milyen irányban növekszik. Nézzük
meg, hogy a fenti esetben mi felel meg a cél-, jobb-, illetve bal oldali mátrixnak n elem¶
minta esetén, egy függ® változóval

d̂∗1
d̂∗2
...
d̂∗n

 =


x∗11 x∗12
x∗21 x∗22
...

...
x∗n1 x∗n2


(
β∗
1

β∗
2

)
,
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ahol a baloldalon szerepel a cél mátrix, a jobb oldalon a két magyarázó változó
értékeib®l álló mátrix a bal oldali, míg a koe�ciensekb®l álló mátrix pedig a jobb oldali
mátrixot jelenti.
A biplot ábrában ha több lineáris regressziót hajtunk végre akkor a fenti cél mátrix és
jobb oldali mátrix a további megfelel® függ® változókhoz tartozó oszlopokkal b®vülnek,
azaz ha m darab függ® változót vizsgálunk egyszerre akkor


d̂∗11 d̂∗12 . . . ˆd∗1m
d̂∗21 d̂∗22 . . . ˆd∗2m
...

...
. . .

...
...

d̂n1 d̂n2 . . . ˆdnm

 =


x∗11 x∗12
x∗21 x∗22
...

...
x∗n1 x∗n2


(
β∗
11 β∗

12 . . . β∗
1m

β∗
21 β∗

22 . . . β∗
2m

)

Az m darab biplot vektor iránya informál bennünket arról, hogy a magyarázó változók
hasonló viszonyban vannak-e a vizsgált függ® változókhoz, azaz ha két vektornak közel
azonos az iránya akkor azon biplot vektorokhoz tartozó függ® változók hasonló kapcso-
latot mutanak a magyarázó változókkal.

4.4. Az MDS és a biplot kapcsolata

Mint láttuk az MDS ábrából leolvasható távolságok és az eredeti távolságok között
hibával kell számolnunk, ennek a hibának a mérésére a legegyszer¶bb út a fentieken
kívül a regresszió analízis. Minnél magasabb dimenzióra redukálunk annál jobb lesz
a �min®sége� az MDS ábrának és a dimenziószám növelésével mindig egyre kissebb
mértékben ugyan, de n®ni fog a variancia értéke. Mint láttuk az MDS ún. irány
tengelyeinek (principal axes) az értelmezése elég szubjektív és korántsem egyszer¶ fela-
dat, azok ugyanis nem kett® vagy három meg�gyelt változókhoz, hanem az ún. látens
változókhoz tartozó tengelyek lesznek. Tegyük fel, hogy az n ponthoz adott p számú
meg�gyelést követ®en már elkészítettük az MDS ábrát, és az n ponthoz további t darab
változó értékeit rendeltük hozzá. Szeretnénk megvizsgálni, hogy ezek az extra változók,
milyen viszonyban vannak az objektumokkal, és ezeket a változókat mint biplot tenge-
lyeket szeretnénk a kapott MDS ábrába bele illeszteni. Lineáris regressziót készítünk az
MDS pontjainak a koordinátáin az új változókra, ez összesen t darab lineáris regressziót
jelent, és mint el®bb minden egyes regresszióra a regressziós koe�ciensek alkotják majd
a biplot vektorokat. Nem csak újabb meg�gyeléseket mint biplotvektorokat lehet bele
venni az ábrába, hanem azokat a változókat is amelyekból a többdimenziós skálázást
származtatjuk. Az ilyen biplotoknak az összhibája kett® hibából tev®dik össze, egyrészt
a dimenziós csökkentésb®l származó hibából ( s-tress), másfel®l amely a lineáris regressz-
ióból adódik (R2).
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5. A módszer gyakorlati alkalmazása

Mint láttuk a fenti elméleti módszerek eredményeinek értelmezhet®sége elég nehéz is
lehet, s®t olyan is el®fordulhat, hogy az adataink semmitmondóak ezen módszerek al-
kalmazásakor. A modellek alkalmasak arra, hogy az adatainkat összességében is vizs-
gáljuk, ne csak bizonyos részeit. Igyekeztem a szakdolgozatomban ezeknek a módsz-
ereknek olyan alkalmazását választani, amellyel mindez megvalósítható és valós életbeli
problémát elemez. Callcenter üzemeltetésével foglalkozó vállalatok/szervezetek meg-
bízást adnak ezen rendszerek fejlesztésével és kiépítésével foglalkozó cégnek olyan call-
center kiépítésére, amely képes az ügyfélhez beérkez® hívásokat a nála foglalkoztatott
ügyintéz®khöz a kívánt stratégia alapján kiosztani, illetve egy adatbázis alapján, au-
tomatikusan, kimen® hívásokat kezdeményezni az ügyfelek irányába. Mind a kimen®
mind a bejöv® hívásokról minden elérhet® információ rögzítésre kerül egy adatbázisban.
Ha a megbízó vállalatnak szüksége van az adatokra vagy az igénye az, hogy készüljön
azokból bármilyen statisztika akkor a kiépít® céget megbízza ennek megvalósításával.
A konkrét példámban egy f®leg kimen® hívásokkal foglalkozó cég (bér callcenter), kérte
fel a kivitelez® céget, hogy saját megoldásával váltsa le a megrendel® meglév® rend-
szerét. Az új callcenter megoldás, a hívásokról minden adatot egy SQL adatbázisban
tárol, amelyb®l az ügyintéz®khöz tartozó legkülönböz®bb adatok hívhatók le. A vállalat
kérése a kivitelez®t®l, hogy készítsen egy statisztikát az ügyintéz®kr®l.

Jó néhány cégnél az ügyfelekkel foglalkozó ügyintéz® egyik szerepe az elégedettség
meg®rzése, ügyfelek megtartása, a "gondoskodás" az ügyfelekr®l. A másik szerep, pedig,
hogy nagyfokú akarattal keresse a lehet®séget újabb és újabb termék értékesítésére.
Kérdés az, hogy tudnak majd sikeresen új szolgáltatást/ terméket (továbbiakban ter-
mék) értékesíteni meglev® ügyfeleiknek. Bizonyos cégek, úgy gondolják, az ügyfelekkel
foglalkozó kollegák csak maradjanak meg saját klasszikus munkakörüknél, gondoskod-
janak az ügyfelekr®l, oldják meg annak problémáit, hiszen ehhez értenek és egy különálló
pro� értékesítési csapat majd meg fogja oldani az termék értékesítését. Azonban ha
jobban belegondolunk, nagyobb potenciál az új termék eladásra, mint az ügyfél által
kezdeményezett személyes találkozó kihasználása sosem lesz, így az ügyintézés, ügyfél-
szolgálat m¶velése mellett, új termék értékesítése is elvárás lehet. mindezek arra mo-
tiválják a vállalatokat, hogy folyamatos monitoringja legyen az ® munkájuknak, ezzel
ellen®rizve a dolgozók hatékonyságát.

A mi konkrét példánkban az operátorok közül csak kevesen és azok is csak kevésszer
foglalkoznak ügyintézéssel, mint inkább értékesítéssel. A megbízó vállalat célja, hogy
alapos rálátása legyen az értékesít®k munkájára ahhoz, hogy az egész értékesítési
osztály hatékonyságát növelni tudja, továbbá hogyan tudja költségeit minimalizálni az
értékesít®k munkáján keresztül. Az értékesít®k minden hívás el®tt átnézik az ügyin-
téz®i felület által megjelenített adatokat a hívandó ügyfélr®l majd a hívás gomb meg-
nyomásával elindul a hívási folyamat, amely mindaddig tart, amíg az ügyfél vagy az
ügyintéz® nem bontja a vonalat és egy úgynevezett terminációs kóddal le nem zárja
a hívást. A felhívandó ügyfél adatainak megjelenése a képerny®n és a hívás gomb
megnyomása között eltelt id®t felkészülési id®nek hívjuk. A terminációs kódok kam-
pányonként változnak. Kampánynak nevezzük egy adatbázist a hívandó ügyfelekkel,
melyet a bércallcenter az ®t megbízóktól kap. Megkülönböztetünk sikertelen, sikeres
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és eladással zárult hívásokat. Sikertelen hívásnak nevezzük azokat a hívásokat, amely-
hez tartozó felhívott ügyfél nem esik bele a célközönségbe, vagy nem sikerült elérni.
Sikeres hívások azok a hívások, amelyhez tartozó ügyfél megfelelt a kritériumoknak, de
nem történt értékesítés, eladással zárult hívások értelemszer¶en azok a hívások amelyek
sikeresek és történt értékesítés. Lehet®ség van arra, hogy az ügyfél visszahívást kérjen
az értékesít®t®l, ha érdekl®dik a termék/szolgáltatás iránt de pillanatnyilag nem ér rá,
ekkor visszahívásról beszélünk. Miután az operátor megszakította a hívást, onnantól
a terminációs kód beállításáig eltelt id® hívjuk utómunka id®nek, amely így eladással
zárult hívás esetén általában nagyobb mint sikeres vagy sikertelen híváskor. A ren-
delkezésemre álló adattáblákból a következ® adatok hívhatók le

1. Eladásokkal zárult egész másodpercben mért híváshossz.
2. Sikeresen zárult egész másodpercben mért híváshossz.
3. Utómunka id®, amely a hívás megszakítása és a terminációs kóddal való munka

folyamat lezárás között eltelt (terminációs kódok kampányonként változhatnak) , szin-
tén egész másodpercben mért híváshossz.

4. Az ügyintéz® számára megjelent ügyfél adatok megjelenése és a hívásgomb
elindítása között eltelet egész másodpercben mért felkészülési id®.

5. Szüneten tölött id®, , amely a szünet gomb megnyomásától a szünet vége gomb
megnyomásáig tart.

6. Tetsz®leges id® intervallumon belül a sikertelen hívások darabszáma.
7. Tetsz®leges id® intervallumon belül a sikeres hívások darabszáma.
8. Tetsz®leges id® intervallumon belül a eladással zárult hívások darabszáma.
9. Visszahívások darabszáma.
10. Csengetési id®.
11. Tetsz®leges id®intervallumon belül befejezett sikeres hívások száma.
12. Tetsz®leges id®intervallumon belül befejezett eladással zárult hívások száma.
13. Foglalt hívások darabszáma.
14. Azon hívások darabszáma, melyeket nem vettek fel.
15. Azon hívások száma, ahol nem létezett a telefon száma.
16. Azon hívások száma, melyeknél a telefonszámon fax jelentkezett.

A 13, 14, 15, 16 paraméterek a vizsgálatok szempontjából érdektelenek, hiszen azok
nem az ügyintéz® munkáját min®sítik, míg a többi közvetve vagy közvetlenül azt. Vala-
mennyi változó kvantitatív változó.

Az elemzés során megpróbálom az ügyintéz®ket klaszterezni, ehhez több út is
kínálkozik aszerint, hogy melyik változó mentén tesszük ezt meg, több MDS ábrát
készítve kiválasztom melyik az, amelyik legjobban karakterizálhatja az ügyintéz®ket, és
azok mekkora mértékben különböznek egymástól, hisz láttuk, hogy az MDS outputjai
nem egyértelm¶ek. Az R program lehet®séget biztosít egy, az MDS-t®l eltér®, másfajta
modellen alapuló klaszterezési eljárásra is, amely által kapott eredményeket összevetjük
a többdimenziós skálázás eredményeivel, hogy azok egybe esnek-e vagy ha nem, akkor
annak mi lehet az oka. Ezek után elkészítek egy biplot ábrát, amelyben a biplot tenge-
lyek lesznek az MDS kon�gurációk elkészítésében szerepl® változók, megkísérlek olyan
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változókat keresni, amely releváns a vállalat m¶ködése szempontjából és mint biplot
tengelyek beleilleszthet®k. Azok az ügyintéz®k, akik leginkább kit¶nnek valamilyen
szempontból, azokat külön-külön is megvizsgálom.

5.1. Klaszterezés

A megbízó cég érdeke a pro�t maximalizálása, költségeinek a minimalizálása és az
ügyintéz®k hatékonyságának növelése, ezért olyan változók jelentékenyek a számunkra,
melyek e kett® céllal er®sen összefüggnek, ezért úgy kell megválasztanunk azokat, hogy
a többdimenziós skálázást azon dimenziókra elvégezve a lehet® legtöbb információt
nyerhessük az adatainkból. A pro�t maximalizáláshoz legszorosabban köthet® vál-
tozó az eladásszám, a költség minimalizáláshoz a híváshossz, a hatékonysághoz pedig
a szüneten töltött id®, nyilvánvaló, hogy a vállalat leghatékonyabb m¶ködéséhez szük-
séges a minnél nagyobb eladásszám, a lehetséges legrövidebb hívások, és a lehet® legjobb
kihasználása a munkaid®nek. Az ügyintéz®k munkaideje sajnos nem homogén, vannak
részmunkaid®s dolgozók is, és egy adott kampányban is más-más intenzitással vesznek
részt az operátorok, így a legkézenfekv®bb megválasztása a változóknak, hogy a napi
nyolc órás munkaidejüket nyolc egyforma részre osztva és ezen id® intervallumokhoz
rendelve a különböz® meg�gyelések átlagát készítsük el a többdimenziós skálázást, nem
kivitelezhet®. Három különböz® adatmátrixból készítettem el az MDS ábrákat, össze-
sen 19 ügyintéz®t vizsgáltam, akiket egy hozzárendelt azonosítóval (user_id) láttunk
el. Valamennyi mátrixnak 19 sora és 11 oszlopa van és adatait egy teljes kampányból
vettem. Az els® mátrix i. sorának j. eleme

xij = i. ügyintéző (j − 1) ∗ 40. és j ∗ 40.másodperc között befejezett
sikeres hı́vások száma

Azaz az els® oszlopban a 0-40 másodperc között befejezett sikeres hívások relatív darab-
száma, második oszlopban a 40-80 másodperc között befejezetteké és így tovább a 11.
oszlopban a 400 másodpercen felüliek. A 40 másodpercenkénti id®sávokat úgy válasz-
tottam meg, hogy minden egyes oszlopban megfelel® mennyiség¶ adat kerüljön, majd
elkészítettem az MDS ábráját és megvizsgáltam kik azok az ügyintéz®k akik leginkább
érdekesek lehetnek a callcentert üzemeltet® cég számára. A felhasznált programok a
mellékletben találhatók. Az adatmátrixunkat az alábbi táblázat tartalmazza.
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1. Táblázat: Sikeres hívásokhoz tartozó adatmátrix

Ebb®l elkészíttettem a távolság-mátrixot, amelyben az euklideszi távolságok szere-
pelnek. Ezek a változók kvantitatívak és azonos dimenziójúak így dimenzió mentesítésre
szerencsére nincsen szükség, ennek alapján készítettem el az MDS ábrát, ahol a két di-
menziós térbe való vetítést állítottam be, így kaptam a következ®t.

6. Ábra: Sikeres hívások többdimenziós skálázása

Ahol 1-nek az 1.tábla els® sorához tartozó ügyintéz® felel meg, 2 a másodiknak és
így tovább. Láthatjuk, hogy a sikeres hívások tekintetében az 1, 3, 2, 8, 17, 15 és 6-os
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sorszámú operátorok térnek el az átlagostól. Nézzük meg milyen klasztereket tudunk
kiolvasni az adatokból és ábrázoljuk ®ket egy dendrogramban mekkora hibával hoztuk
létre a dimenzió csökkentést, és szemléltessük azt a Shepard diagrammal.

> illeszkedes(d5,cmds5)

[1] 0.1343946

Azaz az eredményt elemezhetjük, de azt némiképp fenntartásokkal kell kezelnünk és
a kapott konklúziónkat alaposabban kell átgondolnunk. Elkészítve a fent említett den-
drogramot method = "complete" beállítást választva, láthatjuk, hogy a fastruktúrája
5 szint¶ a legközelebbi két operátor e szerinti elemzés szerint a 7. és 10. ( 40 és
47 user_id-ú) van a legközelebb egymáshoz, és kett® markánsan elkülönül® klasztert
fedezhetünk fel benne, amelyek az MDS ábránkon a második f®tengelyt®l jobbra illetve
balra helyezkednek el. A két osztályt A és B-vel jelölve user_id-ként kaptuk, hogy
A = {29, 46, 51, 56, 57, 58, 63} és B = {14, 16, 18, 19, 26, 40, 44, 47, 52, 59, 61, 62}.

7. Ábra: Sikeres hívások klaszter dendrogramja
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8. Ábra: Sikeres hívások Shepard diagramja

Vizsgáljuk meg, hogy a számunkra érdekesebb eladással zárult sikeres hívásokra,
hogyan klaszterezhet®k az ügyintéz®k. Az adatmátrixunk nagyon hasonló mint az el®bb
azzal a különbséggel, hogy most az id® intervallumok 60 másodpercesek, az adatmátrix-
unk i. sorának j. eleme

xij = i. ügyintéző (j − 1) ∗ 60. és j ∗ 60.másodperc között befejezett
eladással zárult hı́vások relat́ıv darabszáma

Az adatmátrixunk a következ®.

2. Táblázat: Az eladással zárult hívásokhoz tartozó adatmátrix
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Az R-ben használt függvényeknek ugyanolyan beállításokat választottam mint el®bb,
elkészítve a fentiekhez hasonlóan az elemzéseket a következ® eredményeket kaptuk.

9. Ábra: Az eladással zárult hívások többdimenziós skálázása

10. Ábra: Az eladással zárult hívásokhoz tartozó klaszter dendrogram
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A dimnezió csökkentés hibája

> illeszkedes(d6,cmds6)

[1] 0.1892521

11. Ábra: Shepard diagram az eladással zárult hívásokra

A kapott eredmények alapján szükséges, hogy kell® fenntartással vizsgáljuk tovább
az 9. ábrát. Jól látható a 3-as ügyintéz® szegregált helyzete, ennek oka jól látható
visszanézve az adatmátrixra, hogy mindösszesen csak egyetlen eladással rendelkez®
hívással bír. Három jól kivehet® csoportot olvashatunk ki, amit nagyrészben a den-
drogramban is észrevehetünk. Az a hipotézisünk lehet, hogy az eladásokhoz tartozó 9.
ábra kissebb eltérést mutat az ügyintéz®k között, mintha csak a sikeres hívásokat vizs-
gálnánk, ugyanakkor a megbízó cégnek az eladással zárult hívásokhoz köthet® változók
alapján elkészített dimenzió csökkentés fontosabb lehet az átlagos nagyobb híváshossz
miatt. Éppen ezért mivel az MDS outputja a forgatás, tükrözés, eltolás és skála in-
variáns, ezért elvégeztem a matematikai modellben vázolt prokrusztész analízist, hogy
összehasonlíthassam valóban helytálló-e az az elképzelésem, miszerint az eladással zárult
hívások alapján egy homogénebb csoportot alkotnak az értékesít®k.
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12.Ábra: Az eladással zárult és a sikeres hívások MDS outputjainak összehasonlítása

Azt láthatjuk, hogy az eladással zárult hívásokra készített dimenzió csökkentés az
ügyintéz®k között egy homogénebb képet ad mint a sikeres hívásokéra, ugyanakkor
észrevehetünk több olyan operátort, akik mind a kett® ábrában ugyanúgy periférián
helyezkednek el, ilyenek a 2, 3, 13, 6, és a 9-es sorszámúak. Nézzük ezek után, hogy
a hatékonyság szempontjából lényeges változó, a szüneten töltött id® alapján, hogyan
néznek ki az ügyintéz®k a kett® dimenziós térben, vajon ott is hasonlóan, az átlagostól
jobban eltérnek-e ezek az ügyintéz®k.

xij = i. ügyintéző (j − 1) ∗ 90. és j ∗ 90.másodperc között befejezett
szüneten töltött idő relat́ıv darabszáma
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3. Táblázat: Szüneten töltött id®höz tartozó adatmátrix

13. Ábra: A szüneten töltött id® alapján a többdimenziós skálázás
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14.Ábra: A szüneten töltött id®höz tartozó klaszter dendrogram

> illeszkedes(d7,cmds7)

[1] 0.1504381

15. Ábra: Shepard diagram a szüneten töltött id®re

Az 0.15 érték mutatja, hogy elégséges a többdimenziós skálázás outputja, viszont
az 13. és 14. ábrából láthatjuk, hogy nincsenek olyan egyértelm¶ klaszterek a dolgozók
között mint az el®z®ekben, érdekes lehet azonban megvizsgálni azt, hogy az eladással
zárult és a sikeres hívásokra készített 6. és 9. ábra széls® pontjai ugyanúgy széls®
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pontok-e ebben az esetben is. Végezzük el a prokrusztész analízisét 13.ábrának az
eladással zárult és a sikeres hívások alapján elkészített MDS ábrákra.

16.Ábra: Sikeres hívások és a szüneten tölött id® MDS outputjainak összehasonlítása

17.Ábra: Eladással zárult hívások és a szüneten tölött id® MDS outputjainak
összehasonlítása
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Nagyobb hasonlóságot az 6. ábra és az 13. ábra között látunk, nevezetesen a 2, 1, 15
és némiképp a 16-os sorszámú ügyintéz® többeikhez képest elfoglalt pozíciója hasonló,
sajnos az eladással zárult hívások és a szüneten töltött id® alapján elkészített MDS képe
között a 2-es sorszámot visel® ügyintéz®t®l eltekintve hasonlóságot nem fedezhetünk fel.

5.2. Biplotok alkalmazása

Felhasználva a dimenzió csökkentés eredményeit, megvizsgáltam, hogy a változók amik
mentén elkészítettük az adattábláink kétdimenziós térbe való vetítését, azok hogyan
illeszthet®k bele az ábrákban mint biplot tengelyek, továbbá az eladásszámra és az át-
lagos híváshosszra vonatkozó biplot tengelyekre is kitérek, evvel el®segíthetjük a látens
változók megkeresésést, egyfajta tágabb értelmezést adhatunk az MDS ábráknak. Mind
a három esetre (sikeresre, eladásra, szünetre) az adatgy¶jtéshez ugyanazt a kampányt
használtuk fel, ehhez a kampányhoz tartozóan, lekértem az egyes ügyintéz®khöz tartozó
relatív eladásszámot és átlagos híváshosszt. A modellben említett standardizálást vala-
mennyi változóra megtettem és az R-ben megírt programot futtattam rájuk. Els®ként
nézzük a sikeres hívásokra vonatkozó eredményünket. Az ehhez tartozó MDS ábrába 13
biplot tengelyt (eladás, híváshossz, MDS-t létrehozó 11 változó) helyezünk el, a biplot
vektorokat felcímkéztem, hogy melyik változónak melyik tengely felel meg. Majd az
eladással zárult hívásokra és a szüneten töltött id® alapján elkészített MDS ábrákba is
analóg módon ugyanezt a 13 biplot tengelyt illesztjük bele. Némelyik biplotvektor a
standardizálás ellenére nem fért bele az ábrába a jobb láthatóság érdekében
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18. Ábra: Sikeres hívásokhoz tartozó MDS és az ®t létrehozó változók az eladásszám és
az átlagos híváshossz biplottengelyek kapcsolata

Nézzük meg mekkora a modellünk magyarázó ereje biplot tengelyenként, mindemel-
lett ne feledkezzünk a dimenzió csökkentéséb®l származó hibáról sem, amikor az ábra
kiértékelésébe kezdünk. A megfelel® R2 értékeket az alábbi táblázatban foglaltuk össze
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4.Táblázat
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Láthatjuk, hogy az eladáshoz tartozó biplot tengely nem karakterizálja az ügyin-
téz®ket ebben a két dimenziós térben és a híváshosszhoz tartozó tengely sem túl jól
írja le a kapcsolatot a hiváshossz és az ügyintéz®k MDS-beli pozíciója között. Ellenben
az adatmátrixunk oszlopai jól jellemzik a többdimenziós skálázás eredményét, fel�gyel-
hetünk arra a tényre, hogy a 0-40, 40-80, 80-120 id®intervallumokhoz tartozó biplot
tengelyekeknek a leger®sebb a magyarázó erejük továbbá az ezekhez tartozó értékek a
második f®tengelyt®l jobbra es® irányba növekv®, ezért a sikeres hívásokat a leggyorsab-
ban a 6, 9, 11, 13, 14, 15, 19-es sorszámú ügyintéz®k zárják le, tehát az MDS ábrához
az els® f®tengely egyik lehetséges értelmezése az lehet, hogy mennyire hatékonyak
az ügyintéz®k a híváshossz lerövidítésében a sikeres hívásokra vonatkozóan. Nézzük
meg ugyanezeket az eredményeket az eladással zárult hívásokra, ebben az esetben a
prokrusztész analízishez felhasznált transzformált ábrájába pórbáljuk meg beleilleszteni
ugyanezeket a biplot tengelyeket.

19. Ábra: Eladással zárult hívásokhoz tartozó MDS és az ®t létrehozó változók az
eladásszám és az átlagos híváshossz biplottengelyek kapcsolata
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Változó Eladás Híváshossz
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5. Táblázat

Azt vehetjük észre, hogy az eladáshoz és a hiváshosszhoz tartozó biplot tengelyek
magyarázó ereje n®t ugyan, de nem kell® mértékben, hogy az releváns legyen a szá-
munkra és a további változóknak pedig romlott az elfogadhatósága, azonban meg�gyel-
het®, hogy az ábrának hasonló pozíciójában találjuk a 0-60, 60-120 és 120-180 változókra
vonatkozóan a 6, 9, 11, 13, 19-es sorszámú ügyintéz®k ugyanúgy a rövid id®sávokhoz
tartozó biplot tengelyen veszik fel a legnagyobb értékeket. Így az el®z®ekhez hason-
lóan a második f®tengelynek is ugyanazt az értélemezést tudjuk adni. Nézzük most
meg, hogy a szüneten tölött id® alapján elkészített dimenzió csökkentés esetén, hogyan
alakul a modell használhatósága, tudunk-e további összefüggéseket kiolvasni bel®le.
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20. Ábra: Szüneten töltött id®höz tartozó MDS és az ®t létrehozó változók az
eladásszám és az átlagos híváshossz biplottengelyek kapcsolata

Nézzük meg, hogy ehhez a paraméterhez tartozó biplotot (20. Ábra)
mekkora magyarázó er®vel jellemezhetünk, sajnosR2-re vonatkozóan olyan kicsi értékeket
kaptunk, hogy abból számunkra lényeges új információt nem tudunk kiolvasni.
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6. Táblázat
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6. Összegzés

A munkáltató szempontjából leginkább jelent®s három paramétert választottam ki az
ügyintéz®kre nézve, ezekre vonatkozó kvantitatív változókat képeztem az id® tengely
diszkretizálása alapján, amelyekb®l meghatározott távolság-mátrixok képezték a több-
dimenziós skálázás inputját. Mind a három esetben a kett® dimenziós térbe vetítettem
a 11 dimenziós adatmátrixunkat, amelyekb®l külön-külön is leolvashatók kik azok az
ügyintéz®k akik eltérnek az átlagostól, illetve milyen csoportokat fedezhetünk fel a
választott paraméterek mentén. A prokrusztész analízissel megvizsgáltam, hogy melyik
paraméter alapján klaszterezhet®k jobban az ügyintéz®k és meg�gyelhet®vé vált, hogy a
három MDS ábra valójában mennyire is tér el egymástól. Ahhoz, hogy megkönnyítsük
annak a leolvasásását, hogy az ábra mely pozícióiban helyezkednek el a zömében
rövid híváshosszokkal illetve szüneten töltött id®kkel rendelkez®k, elkészítettem azt a
biplotot, ahol a meglév® MDS ábrába illesztettem bele a 11 változónknak megfelel®
tengelyt. Majd az alapján megállapíthattuk, hogy a sikeres hívásokra elkészített di-
menzió csökkentés esetén az els® f®tengely egyik lehetséges értelmezése lehet az, hogy
mennyire hatékony az ügyintéz® abban, hogy a híváshosszokat minimalizálja a sikeres
hívásokra vonatkozóan. Ezt az eredményt elfogadhatjuk, a modell magyarázó ereje
kell® mérték¶ volt. Ebb®l a szempontból a leginkább hatékony operátorok user_id-
ként az A = {29, 46, 51, 56, 57, 58, 63} klaszter, az eladással zárult hívásokra ugyanez az
értelmezés jóval gyengébb magyarázó er®vel ugyan, de kijött, sajnos azonban a szüneten
töltött id®re hasonló következtetéseket már nem tudtam levonni ebb®l az adatsorból az
igen alacsonyR2 értékek miatt. Megkíséreltem az eladásszámot és az átlagos híváshosszt
is biplot tengelyenként az ábrákba illeszteni, de szintén az alacsony R2 miatt az ered-
ményünk nem elfogadható.

Összegzésképpen elmondható, hogy az adatsorunkra a sikeres és eladással zárult
hívásokra elkészített dimenzió redukció volt a leghasznosabb az adathalmazunk áttek-
intése szempontjából és a biplotok felhasználásával részleges értelmezését is tudtuk adni
a látens változóknak. A módszereink hasznossága akkor mutatkozik meg igazán, amikor
lényegesen nagyobb adatsorokra futtatjuk ezeket a modelleket, a gyakorlatban akár 200
f®s ügyintéz® csoportal is találkozhatunk, így az els®re áttekinthetetlen adathalmazból
egy közérthet®bb, vizuális elemzéssel szolgálhatunk a menedzsment számára.
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7. Mellékletek

Klaszterezés

A sikeres hívásokhoz tartozó adatokból az alábbiak szerint készítjük el az MDS ábrát
és a hozzá tartozó klaszter analízist. Az eladással zárult hívások és a szüneten töltött
id® alapján elkészített többdimenziós skálázás (9. Ábra, 13. Ábra) és klaszter analízise
(10. Ábra, 14. Ábra) teljesen analóg módon történik.

x5=read.csv("c:/5.csv",sep=";",dec=",",header=F)

# x5: az 1.Táblában szerepl® adatok beolvasása egy 5.csv nev¶ excel fájlból
d5=as.matrix(dist(x5))

# d5: az 1. Táblához tartozó távolság-mátrix
cmds5=cmdscale(d5)

# cmds5: többdimenziós skálázás outputja az objektumok kétdimenziós koordináta
mátrixa
x_sikeres=cmds5[,1]

# x_sikeres: output x tengelyéhez tartozó koordináta vektora
y_sikeres=cmds5[,2]

# y_sikeres: output y tengelyéhez tartozó koordináta vektora

Az MDS gra�kai megjelenése (6. Ábra)
plot(x_sikeres,y_sikeres,t="n",xlab="Els® f®tengely",

ylab="Második f®tengely",main="MDS a sikeres hívásokra")

text(x_sikeres,y_sikeres,cex=0.8,col="red",font=2)

abline(h=0,v=0,col="gray60")

Dendrogram elkészítése (7.Ábra)
plot(hclust(dist(x5),"complete"))

Shepard diagram

A Shepard diagramok elkészítéséhez egy shepard nev¶ függvényt írtam, amely bemen®
paramétere a megfelel® távolság-mátrix.

shepard<-function(tavolsag_matrix)

{d=NULL

dk=NULL

d=as.matrix(tavolsag_matrix)

# d: eredeti térben mért távolság-mátrix
dk=as.matrix(dist(as.matrix(cmdscale(tavolsag_matrix))))

# dk: redukált térben mért távolság-mátrix

48



plot(isoreg(d,dk),main="Shepard diagram",xlab="Eredeti távolságok",

ylab="Redukált térben mért távolságok")

# Izotónikus regresszió a d és dk szórás ábrájára és annak kirajzolása
points(d,dk,pch=16)}

# d és dk koordinátájú pontok beillesztése

shepard(eurodist)

# 1. Ábra
shepard(d5)

# 8. Ábra, ahol d5 a sikeres hívásokhoz tartozó távolság-mátrix

Az eladással zárult hívásokhoz (11. Ábra) és a szüneten töltött id®höz (15. Ábra)
tartozó Shepard diagram teljesen analóg módon történik.

A dimenziócsökkentés hibája

A dimenzió csökkentéssel kapott gra�konok elemezhet®ségének mérése az illeszkedés
fügvénnyel történik, amelynek kett® inputja közül az els® a távolság-mátrix, második
az MDS ábra koordináta mátrixa.

illeszkedes<- function(d,mdskoord)

{f=NULL

dkalap=as.matrix(dist(mdskoord))

# dkalap: a redukált térben mért távolság-mátrix
for(i in 1:ncol(d))

# for ciklus egyt®l az eredeti távolság-mátrix sor számáig ( ncol(d)=nrow(d))
{

for (j in 1:ncol(d))

# for ciklus egyt®l az eredeti távolság-mátrix oszlop számáig
{f=rbind(f,(d[i,j]-dkalap[i,j])^2)}}

# f elemei a távolság-mátrixok megfelel® eleminek a különbségének a négyzete
s=sqrt(sum(f)/sum(d))

# s=

√∑n
i=1

∑n
j=1(dij−d̂ij)

2∑n
i=1

∑n
j=1 d

2
ij

print(s)

# s kiírása
}

illeszkedes(d5,cmds5)

# a sikeres hívások MDS gra�konjának elemezhet®ségének mér®száma

Az eladáshoz és a szüneten töltött id®re vonatkozó mér®számok teljesen analóg módon
határozandók meg.
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Prokrusztész analízis

A következ®kben a sikeres hívások és az eladással zárult hívások dimenzió csökken-
tés utáni gra�konjaira végezzük el a prokusztész analízist, az utóbbit transzformálva,
meghatározva az optimális forgatás-tükrözés, eltolás és nyújtás nagyságát (12. Ábra).
A szüneten töltött id®höz tartozó kett® prokrusztész elemzés (16. ábra, 17. Ábra) tel-
jesen analóg módon történik. A jelöléseket megtartva az A kon�guráció jelenti a sikeres
hívások MDS outputjának koordináta mátrixát, míg B az eladással zárult hívásokét.

I=diag(c(1),nrow=19,ncol=19)

# I: a megfelel® méret¶ egység mátrix
J=I-(1/19)*matrix(c(1),nrow=19,ncol=19)

# J: a centráló mátrix
C=t(cmds5)%*%J%*%cmds6

d=diag(c(svd(C)$d),nrow=2,ncol=2)

# a C szinguláris érték felbontásában szerepl® diagonális mátrix
u=as.matrix(svd(C)$u)

# a C szinguláris érték felbontásában szerepl® bal oldali szinguláris érték mátrix
v=as.matrix(svd(C)$v)

# a C szinguláris érték felbontásában szerepl® jobb oldali szinguláris érték mátrix
T=v%*%t(u)

# az optimális forgatás mátrix
s=sum(diag(t(cmds5)%*%J%*%cmds6%*%T))/sum(diag(t(cmds6)%*%J%*%cmds6))

# az optimális nyújtás nagysága
t=(1/19)*t((cmds5-s*cmds6%*%T))%*%matrix(c(1),nrow=19,ncol=1)

# az optimális eltolás mértéke
cmds6_tr=s*cmds6%*%T+(matrix(c(1),nrow=19,ncol=1)%*%t(t))

# A B kon�guráció transzformációja
x_eladas_tr=cmds6_tr[,1]

# a transzformáció outputjának x koordinátai
y_eladas_tr=cmds6_tr[,2]

# a transzformáció outputjának y koordinátai

Ábrázuljuk A-t és B transzformáltját egy ábrában (12. Ábra)
plot(x_eladas_tr,y_eladas_tr,t="n",xlab="Els® f®tengely",

ylab="Második f®tengely",main="MDS az eladással zárult hívásokra")

text(x_eladas_tr,y_eladas_tr,cex=0.8,col="blue",font=2)

plot(x_sikeres,y_sikeres,xlim=c(-0.22,0.29),ylim=c(-0.2,0.2),t="n",

xlab="Els® f®tengely",ylab="Második f®tengely",

main="Prokrusztész analízis")

text(x_sikeres,y_sikeres,cex=0.8,font=2,col="red")

text(x_eladas_tr,y_eladas_tr,cex=0.8,font=2,col="blue")

abline(h=0,v=0,col="gray60")
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Biplot

Elkészítjük a sikeres hívásokhoz tartozó biplot ábrát, amelyhez a dimenzió csökkentés
gra�konját (6. Ábra) használjuk fel és abba illesztjuk bele az ügyintéz®khöz tartozó
relatív eladásszámot és átlagos híváshosszt, továbbá az MDS-t létrehozó változókat,
így összesen 13 biplot tengelyt illesztünk az ábrába és rendre kiszámítjuk a hozzájuk
tartozó R2 értékeket.

x6a<-read.csv("c:/6a.csv",header=T,sep=";",dec=",")

# beolvassuk a relatív eladásszámokat tartalmazó 6a.csv nev¶ excel fájlt
x6b<-read.csv("c:/6b.csv",header=T,sep=";",dec=",")

# beolvassuk az átlagos híváshosszt tartalmazó 6b.csv nev¶ excel fájlt
hivasszam=x6a[,2]

# hivasszam: kimentjük azon hívások számát amelyek eladással zárultak
hivashossz=x6b[,2]

# hivashossz: kimentjük a teljes kampányra vonatkozó átlagos híváshosszt

Standardizáljuk a változóinkat, hogy az objektív összehasonlításuk lehetségessé
váljon.
x_sikeres=(x_sikeres-mean(x_sikeres))/sd(x_sikeres)

y_sikeres=(y_sikeres-mean(y_sikeres))/sd(y_sikeres)

hivasszam=(hivasszam-mean(hivasszam))/sd(hivasszam)

hivashossz=(hivashossz-mean(hivashossz))/sd(hivashossz)

Az eladásszámra és az átlagos híváshosszra egy lineáris regressziót készítünk az MDS
outputjának koordinátáit választva magyarázó változóknak.
summary(lm(hivasszam~x_sikeres+y_sikeres))

# leolvashatjuk a magyarázó erejét a modellnek az eladásszámra
eh=lm(hivasszam~x_sikeres+y_sikeres)$coefficients

# eh: kimentjük a regressziós koe�cienseket ebbe a vektorba
summary(lm(hivashossz~x_sikeres+y_sikeres))

# leolvashatjuk a magyarázó erejét a modellnek a híváshosszra
eh2=lm(hivashossz~x_sikeres+y_sikeres)$coefficients

# eh: kimentjük a regressziós koe�cienseket ebbe a vektorba

18. ábra elkészítése els® lépésében létrehozzuk a biplotot a sikeres hívásokhoz tar-
tozó MDS ábra és az eladásszám illetve átlagos híváshosszra mint biplot tengelyre
vonatkozóan.
plot(cmds5[,1],cmds5[,2],t="n",ylim=c(-0.18,0.18),xlim=c(-0.5,0.32),

xlab="Els® f®tengely",ylab="Másodikf®tengely"

,main="Sikeres hívásokhoz tartozó biplot")

text(cmds5[,1],cmds5[,2],font=2)

# redukált térben az objektumok beillesztése a koordinátáik alapján
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arrows(0,0,eh[2],eh[3],length=0.1,angle=20,lwd=2.5,col="brown")

# biplot irány az eladásra
text(1.1*eh[2],1.1*eh[3],labels="eladás",col="brown",font=2)

# biplot címke az eladásra
abline(a=0, b=(eh[3])/(eh[2]), col = "gray60",lwd=1,lty=5)

# biplot tengely az eladásra
arrows(0,0,eh2[2],eh2[3],length=0.1,angle=20,lwd=2.5,col="brown")

# biplot irány a híváshosszra
text(1.1*eh2[2]+0.06,1.1*eh2[3],labels="híváshossz",col="brown",font=2)

# biplot címke a híváshosszra
abline(a=0, b=(eh2[3])/(eh2[2]), col = "gray60",lwd=1,lty=5)

# biplot tengely a híváshosszra
abline(h=0,v=0,col = "gray60",lwd=1.5)

# x, y koordináta tengelyek kirajzolása

Standardizáljuk az 1.táblához tartozó 11 oszlop adatait.
for(i in 1:11)

{ x5[,i]=(x5[,i]-mean(x5[,i]))/sd(x5[,i])}

Beillesztjük a már meglév® ábránkba az MDS-t létrehozó változókat mint biplot
tengelyeket.
l=c("0-40","40-80","80-120","120-160","160-200","200-240","240-280",

"280-320","320-360","360-400","400+")

# a 11 tengely címkéi
coefs=NULL

r=NULL

for(i in 1:11)

{ coefs=rbind(coefs,lm(x5[,i]~x_sikeres+y_sikeres)$coefficients)

# rendre kimentjük a coefs vektorba a változókhoz tartozó koe�cienseket
r=rbind(r,summary(lm(x5[,i]~x_sikeres+y_sikeres))$r.squared)

# R2 értékek kimentése
arrows(0,0,0.25*coefs[i,2],0.25*coefs[i,3],length=0.1,angle=20,lwd=2.5,

col="red")

# biplot irányok
text(1.1*0.25*coefs[i,2],1.1*0.25*coefs[i,3],labels=l[i],col="gray60",

font=1,cex=0.7)

# biplot címkék
abline(a=0, b=coefs[i,3]/coefs[i,2], col = "gray60",lwd=1,lty=5)}

# biplot tengelyek

Az eladással zárult hívásokhoz (19. Ábra) és a szüneten töltött id® alapján elkészített
MDS-hez tartozó (20. Ábra) biplotok teljesen analóg módon készítend®k.
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