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1. fejezet

El6sz6

1.1. Bevezetés

A dolgozat célja az adatbanyaszati hibrid modellek elméleti hatterének megismertetése,
szemléltetése példakon és abrakon keresztiil. A szakdolgozat feltételezi az adatbanyaszat
alapjainak ismeretét, igy az adatbanyaszati alapdefiniciok, fogalmak csak emlités szintjén
szerepelnek benne. Az alapoz6 ismeretek megszerzéséhez ajanlott Tan-Steinbach-Kumar:

Adatbdnydszat cimd kényve [23].

Hibrid modellek alatt olyan Osszetett adatbéanyaszati modelleket (eljarasokat) értiink,
amelyek tobb modellt épitenek ugyanarra a feladatra, majd eredményeiket kombinaljak a
kombinacios modszerek — példaul tobbségi szavazas, sulyozott atlag — valamelyikével. Az
épitett modellek — példaul dontési fak, neuralis halok — lehetnek azonosak (homogén) és

kiilénbozéek (heterogén) egyarant.

A szakdolgozat keletkezéséig nem sziiletett magyar nyelvi szakirodalom a hibrid modellek
témakorében, ezért a dolgozatban hasznalt fogalmak nagy részét sajat forditdsban kozlom.
A felhasznalt — magyarra leforditott — fogalmak angol megfelelGjiikkel a fiiggelékben, azon
beliil a B.2. részben talalhatok.

Tartalmi 6sszefoglalo:

Az 1. fejezet a hibrid modellek révid torténetét, alkalmazasi teriileteit, alapgondolatéat,

f6 csoportjainak altaldnos bemutatasat tartalmazza.

A 2. fejezet az altalanos Boosting algoritmust és annak kiilonb6z8 paraméterezésével
kapott AdaBoost, Gradient Boosting, és XGBoost algorimust mutatja be. Emellett ki-

tekintést nytujt méas Boosting algoritmusokra (LogitBoost, LPBoost) is. Tartalmazza az

5



emlitett modellekben alkalmazhato veszteség (Ly, Lo, Huber-, Tukey-)- és kockazatfiigg-
vények ismertetését, dsszehasonlitasat alkalmazhatosaguk, meghatérozo tulajdonsagaik —
példaul derivalhatosag — alapjan. Az AdaBoost tultanulasi tulajdonsiagaval kapcsolatos

megfigyeléseket, eredményeket is ismerteti.

A 3. fejezet a Bagging algoritmust mutatja be a hibrid modellek tanitési sorrend szerinti
csoportositasanak alapfogalmai — szekvencialis (példaul AdaBoost, MadaBoost, Gradient-

Boosting) és parhuzamos hibrid modellek (példaul Bagging)— mellett.

A 4. fejezet a kombinacios modszerek altalanos bemutataséaval, majd az atlagolé kom-
binédcios modszerekkel (egyszeri és stulyozott atlag), szavazd kombinécios modszerekkel
(abszolut tobbségi, lokalis tobbségi, stulyozott és lagy szavazas) foglalkozik. Emellett a
témakorben alkalmazott fogalmakat (éles cimke, osztalyvaloszintiség) definidlja, silyozott
atlag és szavazas esetén az optimalis sulyt meghatarozza. Kitekint tovabbi kombinécios

modszerekre (tanuld altali kombinélas) is.

Az A.Figgelék a Boosting algoritmusok (AdaBoost, Gradient Boosting) kénnyebb meg-
értéséhez tartalmaz egyszerii feladatokat abrakkal, 10 adatpontra. Ezek Shapire mintafel-
adatainak tovabbfejlesztései [19, 1.2.1 p. 7-10|. A feladatokhoz tartozo segédprogramok
kodjai is itt talalhatok.

A B.Fiiggelék a dolgozat soran hasznalt jel6lések Osszefoglalasat, magyar-angol szojegy-

zéket, tovabba az abrak, algoritmusok és irodalom jegyzékét tartalmazza.

1.2. A hibrid modellek torténete

A hibrid modellek kialakuldsanak pontos idejét nehéz meghatéarozni. T6bb hibrid
modell kezdemény sziiletett, amir6l érdemes szot ejteniink. Sokan Tukey 1977-es cikkét
tartjak kiindulopontnak, aki olyan két fazisu regresszidos modellt konstrualt, amelyben
a masodik egyenest az els§ reziduélisaihoz illesztette [22]. Masok Dasarathy modelljét
tartjak kezdetnek, aki 1979-ben olyan osztalyozot készitett, ahol a tulajdonsigokat
oszd meq és uralkod) elv alapjan tobb kisebb csoportba osztotta, és ezeket egyesitette
[3]. Mindenesetre mivel a hibrid modszerek elmélete a nehezen tanulhato feladatok és
kénnyen tanulhato feladatok azonossaganak kérdésén alapszik (Kearns és Valiant, 1984),
ezért legaltalanosabban elfogadott vélemény, hogy a hibrid modszerek kialakulasanak
idépontja 1984. Ekkor tette fel ugyanis Valiant a kérdést, hogy a nehezen (erdsen) és

konnyen (gyengén) tanulhato problémék osztalya azonos-e [24].

Egy probléma nehezen tanulhatd, ha az adathalmaz barmely eloszlasara V ¢ > 0,
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d > 0-hoz P > (1 —0) valosziniiséggel talalhato egy err < e hibaval kozelit6 hipotézis. A
probléma konnyen tanulhato, ha a vV e > 0 feltételt V e > % —7 (v > 0) feltételre cseréljiik
[19]. (Feladat, mas néven probléma alatt azt értjiikk, hogy egy D eloszlasu fiiggetlen
minta elemei alapjan szeretnénk becsiilni a célvaltozo értékét.) Megjegyezziik, hogy a
gyakorlatban a minta fiiggetlensége ritkin fordul el. A gyengén és erGsen tanulhato
feladatok halmazanak azonossidgat 1990-ben Schapire igazolta a Boosting algoritmussal.
(Vagyis gyenge tanulok kombinalasaval egy erds tanuléhoz juthatunk.) A bizonyitas
maga egy olyan konstrukcio, ami gyenge tanulok kombinalasaval erés tanulot allit el6. Ez
a kezdeti Boosting algoritmus (modell) nem volt a gyakorlatban hasznalhat6. Schapire
és Freund 1995-97 koriil mutattak be az AdaBoost els6 implementéalhato valtozatat.
Ennek tovabbfejlesztése az AdaBoost.M1 — diszkrét AdaBoost — algoritmus, az AdaBoost
legismertebb valtozata (Friedmann, 2000).

Az adatbanyaszati hibrid modellek iréanti komolyabb érdeklgdés kezdete a 90-es évek ele-
jére tehetd. Azota széles korben foglalkoznak fejlesztésiikkel. Igy nem csak adatbanyészati
versenyeken (KDD Cup, Netfix Prize, Kaggle) keriilnek el6, hanem mindennapjaink részé-
vé valtak. Gyakran hasznalt szoftverek is alapulnak rajtuk, példaul Viola és Jones (2001,
2004) arcdetektalod szoftvere AdaBooston alapul [26]. Ezt épitették be a maig hasznalt
fenyképezogépekbe. Erdemes megjegyezni, hogy Viola és Jones szoftvere csak azt ismeri

fel, emberi arcrol van-e sz6, nem képes konkrét arcok azonositasara.

Orvosi diagnosztika terén emlitésre mélté Zhou munkassaga, aki 2002-ben tiidérak di-
agnosztizalasra alkalmas, tanulok altali kombinalason alapuld kétszintes modellt alkotott

meg.

A hibrid modellek fajtai az alabbi dbrén lathatok. Ezek egy részét foglalja 6ssze a dolgozat,

terjedelmi hatarok miatt a teljesség igénye nélkiil.
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1.1. abra. A hibrid modellek fajtai

1.3. A hibrid modellek Altalanos bemutatasa

Hibrid modellek alatt olyan Osszetett adatbéanyészati modelleket értiink, amelyek alap-

tanulok — mas néven alapmodellek, gyenge tanulok — egy sorozatat tanitjak egy azonos

feladaton, majd eredményeiket, a célvaltozo becsiilt értékeit kombinaljak a kombinécios

modszerek valamelyikével.

A hibrid modelleknél hasznalt kombinéciés modszer lehet példaul az abszolit tobbségi,

lagy szavazés, linearis kombinacié és sulyozott atlag. A kombinaldsi modszereket a 4.

fejezetben ismertjiik. Az épitett modellek példaul dontési fak, neuralis halok lehetnek

azonosak (homogén) és kiilonboz6ek (heterogén) egyarant. Gyenge — mas néven alap- vagy

primitiv — tanulén olyan modelleket értiink, amik jobban teljesitenek mint a véletlenszert

tippelés. Az alabbi abran a hibrid modellek altalanos felépitése lathato, a benne szerepld

paraméterek leggyakoribb értékeivel.
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1.2. dbra. A hibrid modellek felépitése

Altalaban azonos tipust alaptanulokbol &ll6 modellt generalunk a homogenitéas elérésé-
nek érdekében, de vannak olyan modszerek is, melyek tobbféle modell segitségével allitjak
Ossze a gyenge tanulok halmazat, igy heterogén sorozatot (halmazt) eredményeznek. A
heterogén esetben — mivel nincs egy konkrét algoritmus, ami a tanulokat meghatérozza
—, a szakirodalomban az alaptanuld helyett a fiiggetlen tanulo megfogalmazast részesi-
tik elényben. A hibrid modszerek népszertiségének oka, hogy konnyen elGallithato gyenge
tanulokat — melyek lehetnek relative elég erések is — erds tanulokka tudnak kombinélni.
Vagyis a kombinalt tanulok egyiitt még jobban teljesitenek, mint kiilon-kiilon, igy ponto-

sabb becslését adjak a célvaltozonak.

A hibrid moédszerek alkalmazasanak két alapvets célja lehet:

gyorsitas: minél gyorsabban szeretnénk megoldéshoz jutni az adathalmaz nagy elemsza-
ma, vagy dinamikus véltozasa miatt. Példaul t6zsde modellezése esetén az adathal-
maz elemei —bemeneti magyarazovaltozok— folyamatosan frissiilnek, igy elengedhe-

tetlen a gyors eredmény annak hasznélhatosaga érdekében.

pontositas: adott erdforrast szeretnénk felhasznalni minél pontosabb modell épitésére.
Kevéshé érzékeny a zajra, gyakran a torzitast, nagy szoras hatéasat kikiiszoboli, mivel
egy modell hibajanak a hatasa a hibrid modell eredményére kicsi, feltéve, hogy sok

modellink van.



Altalaban a pontossag novelése és gyorsitdas egymassal ellentétesen hat egy hibrid mo-
dell esetén. (Kivétel az XGBoost, de itt f6ként a 2.4. fejezetben ismertetett informatikai
tjitasok miatt jutunk gyorsabb és pontosabb modellhez.)
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2. fejezet

Boosting

2.1. Boosting altalanos algoritmusa és alapelve

A Boosting algoritmusok olyan algoritmuscsaladba tartoznak, melyek képesek gyenge ta-

nulokat erds tanulokka alakitani. (Az angol boost gyorsitast jelent.)

A Boosting algoritmust altalanos paraméterekkel a 2.1. algoritmus mutatja be. A para-
méterek kiilonboz6 megvalasztasaval méas-mas algoritmushoz jutunk. Példaul ha abszolut
tObbségi szavazast és exponencialis hibafiiggvényt alkalmazunk, az AdaBoost algoritmus-

hoz jutunk.
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Altalanos Boosting algoritmus

Bemenet:
A tanitashoz hasznalt mintavételezés eloszlasa: D;
Alap tanul6 algoritmus: £;

Tanulasi folyamat ciklusszama: T.

Folyamat:

1. D, =1D. % Eloszlas inicializalasa

2. fort=1,...,T:

3. hy = L(Dy); % Dy eloszlassal gyenge tanuld tanitasa

4. et = Pep, (he(x) # f(2)); % hy hibdjénak kiértékelése

5. Div1 = Adjust _ Distribution(Dy, &) % Eloszlas tjraszamoléasa
6. end

Kimenet:

H(z) = Combine_Outputs({hi(x),...,h(x)}) % A (hy,..., ")
tanulok kombinalasa.

2.1. algoritmus. Altalanos Boosting algoritmus

12



2.2. AdaBoost

A 2.1. fejezetben megadott altaldnos Boosting algoritmus paramétereinek alabbi bealli-
tasaval az AdaBoost.M1 — ez maradt meg AdaBoostként a kéztudatban — algoritmushoz
jutunk (Friedmann, 2000).

Parameéterek definiadlasa:

e adathalmaz tipusa: binaris, x € {—1,+1}
e cél: exponencialis veszteség minimalizalasa (Adjust Distribution)
e kombinacios modszer: alaptanulok additiv  silyozott kombinacioja (Combi-
ne_ Outputs)
Az exponencidlis veszeteség hasznalatat a klasszifikicios hiba minimalizalasanak a

maximum-likelihood becsléssel valo kapcsolata és konzisztencidja indokolja.

Megmutathato, hogy az exponencialis veszteség minimalizalasa esetén a klasszifikicios
hibat is minimalizaljuk, tehét a differencidlhaté exponenciélis veszteség megfeleltethets a

nem differencidlhaté klasszifikdcios hiba helyettesitésével modelliink esetén.
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AdaBoost.M1 algoritmus

Bemenet:
Adathalmaz: D = {(z1,y1), (%2, Y2), -+, (Tm, Ym) };
Alap tanul6 algoritmus: L;

Tanulasi folyamat ciklusszama: T'.

Folyamat:
1. Di(z) = % % Sulyok eloszlasédnak inicializélasa
2. fort=1,...,T:
3. hy = L(D, D,); % h; klasszifikator tanitasa a D, eloszlasu
D alaphalmazon
4. Er = waDt(ht(«T) =+ f(a:)), % h; hibajanak kiértékelése
5. if ¢, > 0.5 then break
6. o = % In (t—ft), % h; tanul6 sulyanak meghatarozasa
. Dy () = DtZ(ta:) " exp(—at? if hy(z) = f(x)
exp(ay) if hy(x) # f(x)
_ Dy(x)exp(—asf(z)hi(z))
Zy

% Az eloszlas Gjraszamolésa

% Z; normalizalo tag,

% Dyiy1(x) eloszlas lesz.
8. end
Kimenet:

T
H(zx) = sign (Z oztht(x)> % A tanulok additiv (hy,. .., h:) stlyo-
t=1

zott kombinacidja.

2.2. algoritmus. AdaBoost algoritmus

2.2.1. Megjegyzés. Az AdaBoost algoritmus kénnyebb megértéséhez az A.3. részben ta-

ldlhato példa nyujt segitséget. A mintafeladaton 10 adatpontra, dbrdikon keresztil ldthatok
a lépések [19, 1.2.1 p. 7-10]. A feladathoz haszndlt segédkédok az A.7. részben taldlhatdok.

Az AdaBoost algoritmus minden ciklusdban ellenérzi, hogy a kapott tanulo jobban tel-

jesit-e, mint a OR algoritmus, vagyis a véletlen tippelés. Ezt értelmességi kritériumnak
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(ellendrzésnek) nevezziik. Abban az esetben, amikor gyenge tanuloink széma joval keve-
sebb, mint a T ciklusszam, ezt az értelmességi kritériumot megsértjiik. Ennek nem telje-
siilése esetén korai befejezési probléma lép fel, ami gyakori a tobb osztélyos feladatoknél
[29, 2.2 p. 28]. Az AdaBoost algoritmussal kapcsolatban érdekes megfigyelések, felveté-
sek mertiltek fel a matematikusokban, amelyeket méig nem tudtak bizonyitani, illetve
elégséges feltételeket adni teljesiilésiikre. Ennek egyike, hogy mérések azt mutatjak, hogy
az AdaBoost algoritmus nem hajlamos a tultanulasra. Ez azt jelenti, hogy a teszt hiba
akkor is csokken, amikor a tanité hiba méar elérte a nullat. Schapire 1998-ban grafikonon
szemléltette az AdaBoost tipikus tanito- és teszt hibajat [29, 2.4.2 p. 33].

20 . '
Sl —-—- training — ]
- testing = rounds
15+ \ , = ——- 100 rounds
4 optimal £ = —— 1000 rounds
S10. .4 g2
: ‘]0 r s \ “. «© g 0 5_
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51 Vo T 5 ©
VT é
\ - 1 i .
0 10 100 1000 -0.5 0 05
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2.1. abra. Az AdaBoost tanito- és teszt hibdjanak szemléltetése

Ezt a jelenséget probalta igazolni Schapire margdék — tartovektor gépeknél alkalmazott
fogalom — alapjan, amik béar befolyasoljak a tiltanulas mértékét, de nem magyarazzak
meg teljesen. A margokkal kapcsolatos megfigyelés alapjan fejlesztették tovabb a margo
minimalizalé arc-gv modellt (Breiman, 1999). Ez a modell rosszabb teljesitményt ért
el az AdaBoostnal, ezért a minimélis margé 6tletét elvetették. Az arc-gv modell alapjan
probalkoztak azzal, hogy a teljesitmény javitasahoz egy tijabb modellbe a margok atlagat,

vagy margok medidnjat érdemes belevenni. A kutatasok a témaban maéig folynak.

Erdemes foglalkozni az AdaBoost statisztikai megkozelitésével, ami statisztikai fogalma-
kon keresztiill magyarazza el az algoritmus mikddését. Ez nem teljesen azonos a fenti
geometriai szemlélettel, de altalaban ezt hasznaljak. Az elsé eredményeket az AdaBo-
ost statisztikai megkozelitésénél Friedmann érte el, aki megmutatta, hogy az AdaBoost
additiv logisztikus regresszios modellek illesztésére valo becsléssorozatként is értelmezhe-
t6. Friedmann levezetése alapjan belathaté, hogy maga az AdaBoost algoritmus felfog-

hato egy optimalizald eljarasnak, ami additiv modelleket probal illeszteni a helyettesité
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veszteségfiiggvények alapjan. A helyettesits veszteségfiiggvények a 2.5. fejezetben talalha-
tok. Optimalis esetben a helyettesits veszteségfiiggvény konziszetens [29, 2.4.3 p. 35-38],
[9, 10.2-10.3 p. 341-343|.

Az AdaBoost algoritmus kiilonb6z6 valtozataihoz — példaul MadaBoost, FilterBoost — a

helyettesits veszteségfiiggvény kiillonb6zé megvalasztasaval jutunk.

2.3. MadaBoost valtozat a talstilyozas mérséklésére

A 2.2. dbra az egyes elemek silyozésat, valamint az «, w+ és w- értékeket mutatja a
tanulas kezdetén és az egyes ciklusok végén. A pirossal jelzett sulyok w-+ szorzéval a

feketén maradottak w- szorzéval jelennek meg a kdvetkezs sorban.

2.3.1. Megjegyzés. A tabldzat eredményei az A.3 fliggelékben taldlhato feladat adatpont-
jai alapjan szdmolhatok. A szamitdshoz haszndlt programkodok az A.7 részben taldlhatok.

afa  wk w028 0@43) 0(B6) 07,8 084 X168 X35 XB7) XB1) X(7.2
kezdeti of o1 o1 o1 01 01 01 01 01 01
1vagés utan 0,424 1,528 0,655 0071 0071 0071 0071 0071 0167 0,167 0167 0071 0,071
2vagas utan 0,650 1,915 0522 0,045 0167 0167 0045 0167 0106 0108 0106 0,045 0,045
3vagss utan 0,923 2517 0397 0,167 009 009 0026 009 0081 0081 0081 0167 0,167

2.2. abra. silyozasok alakulasa

Ha a Boosting folyamata sok cikluson at folyik, egyes elemek az egyre emelkedd w+ stulyok
miatt aranytalanul tulstilyozédhatnak. Tobb megoldasi modszer sziiletett ennek a hibanak
a kikiiszobolésére, vagyis a tulsdgosan nagy sulyértékek — nagy w+ stlyok — csokkentésére.
Ezek koziil a MadaBoost miikodését mutatjuk be a probléma révid elméleti megkozelitése
utan.

A sulyok kezdeti eloszlésa:

DO:N(l,l,...,l)
A stlyok eloszlasa az elsé ciklus utan:
Dy(x
Dy(x) = 20 exp(- o (o) ()
1



A sulyok eloszlasa a t-edik ciklus utéan:

Ugyanez kifejtve:

D) = 20D [T expl—ar)hu(o)

Az exp fiiggvényt kihozva a szorzéas elé:

Dy(z) =

P00 oxp 3 —afapiu(e) = 25

t

ahol wy = Z —a; f(x)hi(z)

=1

A fentiek alapjan az is egy lehetséges szamitasi mod, hogy az egyes —a; f (z)h;(x) értékeket
taroljuk, majd az 4j wy értéket ezek Osszegzésével nyerjiik. Ezt az értéket exponencialis
silynak is nevezhetjiik. A kovetkezs tablazatban a mintak sdlyai helyett ezek az expo-
nencialis egyiitthatok lathatoak. Kiilon pirossal kiemelten (nyomtatasban halvanyabban

szedve) talalhatok a pozitiv értékek, ezek a nagy sulyok.

A tulzottan nagy sulyértékek altal okozott torzitéasok csillapitdsara a MadaBoost algo-
ritmus az egyik legegyszertibb modszer. Ugy kiiszoboli ki a tulzott stlyozast, hogy a
pozitiv egyiitthatokat egyszertien O-ra cseréli. Igaz, a kovetkezd ciklusnal nem az adott
0 értékkel szamol tovabb, hanem az eredeti pozitiv értékkel, igy ennek a konnyitésnek a
hatasa csokken az algoritmus végrehajtasa soran. Tovabbi moédositas a kovetkezd 1épés-
nél az AdaBoost eljarastol eltéré o, w+ és w— értékek szamolasa. A tablazat masodik
adatcsoportjaban a MadaBoost eljaras egyiitthatoi szerepelnek.

afa w w028 043 O@6) 0778 084 X(16 X35 X@B7) XE1) X(7.2)
kezdet o o o 0 0 0 0 0 0 O
1\4gas ttan 0424 1,528 0,655 0424 0424 0424 0424 0424 044 0424 0424 D44 0424

2vagas uan 0,650 1,915 0,522 -1,073 0226 0226 -1,073 0226 -0226 -0226 0226 -1,073 -1,073
3vagas utan 0923 2517 0,397 0,150 0697 -0,697 -1,996 0697 -1149 -1148 1149 -0,150 -0,150

0424 1,528 0,635 -0424 -0424 0424 -0424 -0424 0000 0000 Q000 0424 -0424
0526 1691 0591 0,949 0000 0000 -0949 Q000 0102 -0,102 0102 0,949 -0,949
0829 2291 043 -0,120 0727 0727 1,778 0727 0831 -0931 0931 0120 -0,120

2.3. abra. MadaBoost eljaras egytitthatoi
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2.4. Gradient Boosting és XGBoost

Gradient Boosting algoritmus

A kovetkezSkben egy altalanos GBM (Gradient Boosting Machine) algoritmus lépéseit
mutatjuk be. Erdemes megjegyezni, hogy az algoritmus soran h(x,#) alaptanulé tipusa
tobbféle lehet (példaul fa, neurdlis halo). A 6 paraméterek egy adott fiiggvényosztaly
paramétereinek felelnek meg. Ha h neurélis halo, akkor a 6 vektor elemei a halo elemeinek
a sulyait jelentik. Ha h egy dontési fa, akkor 6 azon vagasi feltételeket irja le, amelyeket
az adott fa jelent. A 0 altal kifeszitett paramétertér minden egyes értelmezett pontja egy
fiiggvénynek felel meg [21]. Altalaban a Gradient Boosting algoritmusban az alaptanulok
regresszios fak [17]. Ezért szokas GBM helyett GBRT-ként (Gradient Boosted Regression
Trees), vagy MART-ként (Multiple Additive Regression Trees) is jelolni.
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Gradient Boosting algoritmus

1. Bemenet:
(a) Legyen egy adott adathalmaz: {(z;,y;)} Y,
(b) Valaszthatoak: — M: interéacios lépések szama
L: veszteségfiiggvény
h(z,0): alaptanulo fiiggvények
(c) Kezdeti érték egy konstans:
fo(@) = argmin 37, L(y:,7)

2. Folyamat:
form=1to M :
(a) for i =1,2,..., N képezziik:

Tim = — {W} f=fm-1

(b) Illessziink egy regresszios fat az r;,, célvaltozo-reziduélisokhoz,
kiilon minden Rj,,, 7 =1,2,...,J,, levélhez.
(c)forj=1,2,...,Jn,

Yjm = argmin ineij L(yis frma(zi) +7)
g

(d) Szamoljuk tjra:

fn(@) = frna(2) + 3277 Yjm ] (€€ Rjm)
3. Kimenet:

f(@) = ful(z)

2.3. algoritmus. Gradient Boosting algoritmus

2.4.1. Megjegyzés. Az Gradient Boosting algoritmus mikodését az A.4 részben taldlhato

magyardazo példakban ismertetjik egqyszeribb, és bonyolultabb feladaton is.
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Miért teljesit kivaléan az XGBoost?

D. Nielsen az XGBoost jo teljesité képességét a kovetkezd kisérleten demonstralta
[17, 9-10 p.79-92]. A 2.4. abra bal oldalan fent lathato szeszélyes fliggvényt generélta,
majd a fliggvény értékeihez egy N(0, 0.5) zajt adott hozza 500 pontban. Ez az 500 pont
adja a mintatér pontjait, és a fiiggvényérték a hozzaadott zajjal egyiitt lesz a célfiiggvény.
Azt a modellt keressiik, amellyel a legjobban vissza tudjuk nyerni az eredeti zajmentes

fliggvényt.

3 [} 3 b

6 2
linedris regresszioval

6 .

kozelitések lokalis

| ) , |
] -5 -3 0

| ' i '
-3 0 3 6

5 A 0 3 3 3 -6
kozelités gradient boosting-gal kozelitések spline-okkal

2.4. abra. Nielsen kiilonboz§ eljarasokkal kozeliti a konstruédlt mintafiiggvényt

Nielsen kisérletének eredményei a 2.4. abran lathatok. A fels§ sor bal oldalan csak a
generélt fliggvény, a tovabbiakon azok kozelitései is lathatok. A fels§ sorban még két
kiilonb6z6 paraméterrel beéllitott lokalis linearis regresszioval kozeliti a célfiiggvényt. Az
alacsony flexibilitasa valtozat (kozépen) jol koveti a sin(z) és a zér6 konstans szakaszt is,
de a sin(4x) szakaszon nagyon rosszul teljesit. A mellette jobbra lathato véaltozat nagyobb
flexibilitast, ez meglepGen jol kéveti a sin (4x) szakaszt, viszont f6leg a zérd szakaszon
gyorsan bemozdul a zajokra és elég nagy hibakat hoz Gssze. Ezen két diagram alatt az

el6bbiekhez nagyon hasonloakat talalunk, eztuttal spline-os kozelitésekkel.

Az eredeti mintahalmaz alatt lathato Nielsen kozelitése additiv harom cstcst (binaris)

dontési fas Gradient Boostinggal. A ciklusszam 1" = 4000, az iteracios sebesség v = 0,02
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és minden szelektor egyszert harom csiicsi dontési fa. A kozelitések koziil lathatoan ez a
legjobb. Ezzel Nielsen megmutatta, hogy a Gradient Boosting kivaloéan teljesit, de ados

maradt a valasszal a miértre.

Az XGBoost hasznosithatosagat az is mutatja, hogy 2015-ben a Kaggle-ben kozzétett 29
verseny nyertesei koziil 17 megoldas hasznalt XGBoostot [1|. Ezen megoldasok kozott 8
kizarolag XGBoostot hasznalt a modell tanitasara, mig a tobbi az XGBoost-ot kombinalta
a neuralis halokkal, ami maga is a masodik legnépszertibb modszer, melyet 11 megoldasban
hasznaltak. A KDD Cup 2015-ben is meggy6z6 volt, ahol az XGBoostot minden gy6ztes

csapat hasznalta a top 10-ben.

Chen szerint az XGBoost el6nyei az alabbiak [1]:

e Jol skalazhato fa alapa rendszer.

e Newton modszer a gradiens modszer helyett a gyorsabb konvergencia érdekében.

Elméletileg igazolt silyozott kvantilis vaz a hatékonyabb aranyos kalkulaciokhoz.

Péarhuzamos fa alapi tanulas egy 4j sparsity-aware algoritmussal.

Hatasos cache memoria blokk struktura a kiils§ memoriaban tarolt fa tanulasidhoz.

A felsorolasbél kittinik, hogy az XGBoost més, mint az eddigi algoritmusok, bar az alkal-
mazott 0j elemek nagy része kordbban is létezett. Maga T. Chen emliti példaul, hogy a
Newton modszert még Friedman javasolta 2001-ben. Valoszintleg az akkori szamitogépek-
nek a tal bonyolult szamitasok miatt inkabb csak hatrany lett volna, 0sszességében nétt
volna a futasi id6. Ma mér mas a helyzet a szamitastechnika dinamikus fejlédése miatt. A
tobbi pontban emlitett eszkozok is inkabb informatikai, mint statisztikai jellegtiek, amik
novelik az eljaras teljesitményét. Ezen megoldasok Gsszessége tette az XGBoost-ot a ma

ismert leghatékonyabb eljarassa.

2.5. Veszteség- és kockazatfiiggvények

A veszteségfiiggvény kivalasztasa a kozelits eljardsok lényeges pontja. A veszteségfiigg-
vény hatérozza meg a kozelités irdnyat, sebességét. A Boosting algoritmusnél ez alapjan

képezziik a kockazatfiiggvényt, aminek minimumat keressiik az eljarés soran.

2.5.1. Megjegyzés. A fejezet a [16] forrds alapjdn készilt. Jelolésrendszerében is jellem-

zden ezt a forrdst koveti.
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Eljaras:

1. Az y célvaltozo egy lehetséges becslése: y = f(x)
2. A veszteségfiiggvény: L(y,9) = L(y, f)
3. A kockazatfiiggvény: R(H) = Ex p(L(y, f))

4. Végiil a becslés optimalizalasa: fx(z) = argmin Ex p(L(y, f))
f

Veszteségfiiggvények fajtai:
A Kklasszikus valoszintiségszamitasban az alabbi harom veszteségfiiggvény kozismert (ter-
mészetesen a mai modern statisztikdAban mar hasznalnak mast is):

1. Ly veszteségfiiggvény: Ly = (y — f)?

2. L, veszteségfiggvény: Ly = |y — f]

3. Lo veszteségfiiggvény: Lo = I(y # f)

2.5.2. Megjegyzés.
0, hay==x
1, YeeET |y#zx

LOI

ahol E'T" az értelmezési tartomdny.
Vagyis az Ly veszteségfiigguény a hibdk darabszdmdt dllapitja meg. Itt csak kétféle tavolsdg

létezik: a kozel és a tavol.

Melyik veszteségfiiggvény hasznalata optimalis?

Az L, veszteség valasztésa a leggyakoribb, mivel tapasztalati tény (Boosting), hogy az
iteracié sokkal gyorsabb, mint az L, veszteség esetén. Ugyanakkor az L veszteség sokkal
stabilabb, mint az L,;. A négyzetes hiba hasznalatanak az a problémaja, hogy csak a
kozel normalis eloszlést adathalmazok esetén becsiil hatékonyan az Lo, ettsl tavolodva a
kiugré értékekre érzékeny. Ilyen esetekben az L, veszteség minimalizasédval a célvaltozo
értékére kapott becslés (joslat) sokkal megbizhatobb. Mivel Li-nek nem értelmezhetd a
derivaltja a 0 pontban, ez neheziti a hasznalatat, de mivel sokkal stabilabb, mint az

Lo, szivesen alkalmazzék igy is. A szakirodalomban talalkozhatunk a nyil (Ly) illetve
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teknds (L) elnevezéssel is, célozva az iteracio sebességének jelentds kiilonbségére (Gauss-
nyul és Laplace-teknds). A két veszteségfliggvény elényeit egyesitve javasolt Huber egy 1j

helyettesits fliggvényt, a Huber veszteségfigguényt [11].

Huber veszteségfiiggvény:

2.5.3. Definicio.
L2 hax€[-0, +0]

Ly, eqyébként

A Huber veszteség meghatéarozasa:

L Ly, f)=3(y—f)* haly—f[ <9

2. LHubzd(]y—f\—%), ha |y — f]| <o

Huberhez hasonléan Tukey is elGallitott egy veszteségfiiggvényt.
Tukey veszteség:

A Tukey veszteségfiiggvény az Lo veszteséghez hasonloan viselkedik a [—d, + 0 | tartomany
egy részében. Viszont a tartomanyhatarok kozelében méar inkabb L, majd azon kiviil az
elébb felvetett esetleges Lo veszteséghez hasonldan viselkedik, vagyis allando értéket ad.

A fiiggvény altaldnos megnevezése: kétsulyd Tukey hibafiigguény.

2.5.4. Megjegyzés. Tukey veszteségnek csak a derivdltja zdrt alaki:

o\ 2
Tur = (Y — f) (1 — (%) ) , haly — f| <6, egyébként 0.
2.5.5. Gyakorlati példa. A 2.5 dbra a tiszta Lo veszteséget, és az elobbi két helyettesi-
td fligguény képét, majd alatta azok hatdsdt mutatja be olyan statisztikdn, amely nagyon
kevert eloszlasunak ldtszik. A statisztika a belga telefontdrsasdg hivdsainak szamdt mutat-
ja €éves bontdsban, ami szerint érthetetlen modon a belgdk néhdny eqgymadst kovetd évben
kiugroan sokat telefondltak a tébbi évhez képest. A furcsa jelenség oka, hogy a belga te-
lefontdrsasag az éves hivismennyiség darabszama helyett az 1964-70 kézotti iddszakban
tortént hivds iddtartamadt szamolta percben, igy természetes, hogy sokat néttek az értékek

a mértékegység kiilonbség miatt.
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2.5.6. Modellezési megoldas. Megfigyelés: Ezek a megsokszorozddott értékek egy kiilon
mdasodik eloszldst alkotnak, igy két dimenzios (de lehet tébb is, csak kettd latszik szemmel)
eloszldasunak tekinthetjiik az adatszetet, melynek értékeit szeretnénk minél pontosabban ko-
zelitent dltaldnos esetben. Erre a kihivdsra az Lo veszteség segitségével generdlt reqresszios
egyenes nagyon eldnytelen becslést ad, mivel semmitmondo tartomdnyban mozog. Sokkal
jobban becsiil a Huber-veszteség, de nem meglepd maodon ebben az esetben a Tukey-veszteség
teljesit a legjobban — mivel erre az alapfeladatra alkotta meg Tukey. A Tukey-veszteség se-
gitségével képzett regresszios eqyenes végig az also értékek mentén halad, jol mutatva a

hivasok darabszama szerinti trendet.

2.5.7. Megjegyzés. Ha a Tukey regresszids egyeneshez a [—0, +0| tartomdnyban il-
leszkedd pontokat kivennénk az eloszldasbol, és ezekre kiilon illesztenénk gorbét a Tukey-
veszteség seqitségével, akkor a lenti dbrdan ldthato felsd értékekhez jol illeszkedd ujabb egye-
nest kapnank. FEz értelmes direkt eljards lehet eqy kevert eloszldsbeli minta modellezésére,

célvdltozojanak josldsdra.

2.5.8. Megjegyzés. A szakirodalomban a Tukey veszteség iterdcids sebességére, konver-
gencidjdara nem tortént utalds (mivel akaddlyozza az iterdciot a kezdeti Lo loss felvétele
miatt, ott tolonganak az adatok). Ezért Boosting modellekbe nagy adathalmazok esetén

nem érdemes vdlasztani.

T T T T T T T 0 0
-3 -2 -1 0 1 2 3 -4 -2 0 2 4 -4
8 g 2
o~ o~ o~
8 4 3 3 4
= & T o
8 3
8 - g 8
e | o | f=J
2 2 2 :
________ M/"‘T: ‘___‘_'________1__————"“
=T o 1% { - T
T T T T T T T T T T T T T
1950 1955 1960 1965 1970 1950 1955 1960 1965 1970 1950 1955 1960 1965 1970
L2 veszteségfiiggvény Huber veszteségfiiggvény Tukey veszteségfiiggvény

2.5. abra. A Huber- és Tukey- veszteségfiiggvény Osszehasonlitisa
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Loss fiiggvények osztalyozas esetén

q‘ —_—
E —
o — g 2]
i 8 ®
E ]
et e
o — [
[ [ [ [ [ I I [ [ [
—2 —1 0 1 2 -2 —1 (4] 1 2
Bernoulli AdaBoost

2.6. abra. Kategorikus lossok

Kategorikus vélasz esetén az y célvaltozo altalaban y € {0, 1} binaris értékeket vesz fel.
Tételezziik fel, hogy ez egy Bernoulli-eloszlasbol szarmazik. A jelolés egyszertisitéséhez
alkalmazzuk a transzformalt y cimkéket, melyre y = 2y — 1 és ekkor y € {—1,1}. Ebben
az esetben az osztalyvalasz az 0j osztalycimkékhez kapcsolodo negativ log-likelihood mi-
nimalizalasaval becsiilhets: Lpeq (9, f) = log (1 + exp(—27f)) . Ezt a veszteségfiiggvényt
Bernoulli veszteségnek nevezik. A Bernoulli-loss a 2.6. abra bal oldalan lathato. A diag-
ram az yf értékek folott definidlt veszteségfiiggvényt mutatja. Vegyiik figyelembe, hogy

ebben a jelolésben az yf pozitiv értékei megfelelnek a helyes osztalyzasnak.

A kategorikus veszteségfiiggvény masik kozos vélasztésa az egyszert exponencialis vesz-
teség, amivel az AdaBoost algoritmusban (Schapire, 2002) is talalkozunk: Laq.(7y, f) =
exp(—yf). Ez a fliggvény a 2.6. abra jobb oldalan lathato. Tovabbi lehetség a hinge-loss:
Lhinge(, f) = max(0, (1 — gf)). Ez a loss-fiiggvény SVM-loss (tartovektorgép-veszteség)

néven is ismert, ami népszeri felhasznalési teriiletére is utal.

2.6. Kitekintés tovabbi Boosting algoritmusokra

Annak ellenére, hogy az AdaBoost-ra vonatkozo margé alapt magyarazat (15. oldal) jo
geometriai magyarazat a felhasznalok tobbsége szamara, a statisztikusok megprobaltak
az AdaBoost algoritmust statisztikai modszerek fell kozeliteni. Friedman (2000) meg-
mutatta, hogy az AdaBoost algoritmust egy stagewise becslési eljarasként értelmezhetjiik
additiv logisztikus regresszios modell illesztésére. Az AdaBoost.M1 algoritmus az expo-

nencialis veszteségfliggvénnyel csak az egyik lehetséges megoldas, amelyet tipikusan a
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rossz besorolasi hibak mérésére hasznalnak (Schapire és Singer, 1999). Ha logisztikus
fliggvényt veszilink és megbecsiiljiik a valoszintséget, azt taldljuk, hogy az exponencialis
veszteségfiiggvény és a logaritmikus veszteségfiiggvény ugyanazt a fliggvényt minimali-
zaljak. Friedman azt javasolta, hogy illeszkedjen a mintahoz egy logaritmikus regresszios
modell ugy, hogy optimalizalja a logaritmikus veszteségfiiggvényét gradiens segitségével.

Ez vezetett el végiil a LogitBoost algoritmushoz.

Friedman magyarazata szerint (2000) az AdaBoost egy olyan optimalizalasi folyamat,
amely egy helyettesitd veszteségfiiggvényt alkalmaz. Idedlis esetben a helyettesit veszte-
ségfiiggvénynek konzisztensnek kell lennie, vagyis a helyettesits veszteség optimalizalasa
megfeleltethets a veszteségfiiggvény hibaaranyai optimalizalasanak. Ezek alapjan az Ada-
Boost szamos véltozatat ugy alakitottak ki, hogy kiilonb6z& helyettesits veszteségfiiggveé-
nyeket vettek figyelembe. Ilyen a LogitBoost, amely logaritmikus, vagy az L2Boost amely

Ly veszteségfiiggvényt hasznal.
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LogitBoost algoritmus

Bemenet:

Adathalmaz: D = {(z1,v1), (Z2,%2), -y (T, Ym) };
Legkisebb négyzetes alap tanulé algoritmus: £;

Tanulasi folyamat ciklusszama: T'.

Folyamat:

9.

Kimenet:

NS gt W

vo(z) = f(x). % Célvaltozo inicializalasa
Hy(x) = 0. % Fliggvény inicializalasa
fort=1,...,T
pe(x) = e exp(—12 @) % Valoszintiség kiszamitasa
y(x) = %; % Célvaltozo tjraszamitasa
Dy(x) = pi(z)(1 — pe(2)); % Stlyok tjraszamitésa
he = L(D,y;, D,); % A h; legkisebb négyzetes

klasszifikator tanitasa a D;-n alapulé D eloszlast adathalmazon
ugy, hogy az y; célvaltozo értékét minél pontosabban meghatéarozza
Hy(z) = Hi—1(z) + he(z); % Kombinalt klasszifikatorok tj-

raszamitasa

end

T
H(z) = sign (Z ht(x)) % A tanulok (hq, ..., h;) linearis kom-
=1

binacidja.

2.4. algoritmus. LogitBoost algoritmus
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LPBoost algoritmus

Bemenet:
Adathalmaz: D = {(z1,v1), (Z2,%2), -y (T, Ym) };
Tanul6 algoritmus: L;
Paraméter: v.

Tanulési folyamat ciklusszama: T'.

Folyamat:
1. w, =+ (Vi=1,...,m)
2. 8, =0.
3. fort=1,....T:
4 he = L(D,w) ; % h; tanul6 tanitdsa az w eloszlasu D adathal-
mazbol
5. if > wiyihe(x;) < By then T = t — 1; break; % optimalitas
i=1
ellenérzése
6. Hiy=h(z))(i=1,...,m) % Egy oszlop feltoltése
7. (Wit Bry1) = argrfginﬂ
i=1
Z W; = 1
i=1
wi €0, =] (Vi=1,...,m)
8. end
9. a kiszamitésa (wry1, Bre1) kettds megoldasbol
Kimenet:

H(z) = sign (Z atht(aj)>

% A tanulok (hy, ..., h;) additiv silyozott kombinacioja.

2.5. algoritmus. LPBoost algoritmus
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3. fejezet
Bagging

A Bagging bemutatasa el6tt érdemes megjegyezni, hogy a hibrid modellek nem csak ho-
mogenitas (homogén, inhomogén) és feliigyeltség alapjan osztalyozhatok, hanem a tanulok
tanitasanak sorrendje alapjan is. Nevezetesen vannak szekvencialis — példaul a Boosting
algoritmusok az XGBoost kivételével — és parhuzamos hibrid modellek — példaul Bagging,
XGBoost —. Szekvencidlis modelleken olyan modelleket értiink, ahol a gyenge tanuldkat
egymas utan tanitjuk. Ezzel szemben parhuzamos modelleknél a gyenge tanulék tanitasa
egyszerre, vagyis parhuzamosan torténik. A parhuzamos modellek alapja, hogy fiiggetlen
gyenge modellek kombinalasa esetén a altalanos hiba jelentGsen csokkenthetd (exponenci-
alisan a gyenge tanulok szama szerint) [29, 3.1 p. 47-48]. A gyakorlatban ritkan kaphatok
teljesen fliggetlen alaptanulok, mivel azonos tanitohalmaz alapjan képeztiik 6ket. Kevésbé
Osszefliggd gyenge tanulokat véletlenitéssel kaphatunk. A parhuzamos hibrid modszerek
tovabbi elénye, hogy a tanitasi sebesség jelentGsen csdkkenthets tobb magos processzo-
rokkal. A parhuzamos modellek koziil a Bagging algoritmus keriil targyalasra. Ezt alkal-

mazzak, fejlesztik tovabb a véletlen erddk kiilonbozdé valtozatainél.

A Bagging egy bootstap-en és aggregéalason (Osszegzésen) alapulé modszer. Neve is innen
ered: Bootstrap AGGregatING (Breiman, 1996d). Filiggetlen tanulok kombinélésa esetén
a hibak jelentésen csokkennek, ezért a gyenge tanulok kozti Osszefiiggést szeretnénk mi-
nimalisra csokkenteni. Egy lehetséges modszer, hogy a tanitohalmazbol vesziink k£ € N
darab fiiggetlen részhalmazt, majd ezekre épitiink kiilon-kiilon modellt. Altalanos esetben
a tanitohalmaz mérete relative kicsi, igy ez a modszer kicsi, nem reprezentativ részhal-
mazokat gyart. Ezeken a részhalmazokon tanitott alaptanulok teljesitménye altalaban
alacsony. Emiatt fejlesztették ki a Bagging algoritmust. A moédszer bootstrap mintavéte-
lezéssel (Efron and Tibshirani, 1993) allitja el§ az adathalmaz részhalmazait, amiken az
alaptanulokat tanitjuk. Vagyis egy m elemi adathalmaz esetén m-szer mintavételeziink

visszatevésesen (igy van ismételt és kimaradt elem is), majd ezt a mintavételezést T-szer
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végrehajtjuk. Igy T darab m elemd mintank van, amin kiilon-kiilén tanitjuk a gyenge
tanulokat. Ezutan klasszifikicios esetben szavazéssal, regresszional atlagolassal kombina-
lunk. A célvaltozo értékét klasszifikacios esetben az alaptanulok cimkéinek (példaul relativ
tobbségi) szavazasaval kapjuk. Erdemes megjegyezni, hogy a Bagging binaris és tobb osz-

talyu adathalmazra ugyanigy mikodik.

Bagging algoritmus

Bemenet:
Adathalmaz: D = {(x1,y1), (¥2,42) -, (T Ym) }3
Tanul6 algoritmus: £;

Tanulési folyamat ciklusszama: T'.

Folyamat:
1. fort=1,....T:
2. hy = L(D,Dys) ; % Dps a bootstrap eloszlast jeloli
3. end
Kimenet:
H(z) = argmax ZT: I(h(x) = y)

yey t=1

3.1. algoritmus. Bagging algoritmus

30



4. fejezet

Kombinacidés modszerek

4.1. Kombinaci6s mdodszerek altalanos bemutatasa

A hibrid modellek esetén a kombinédciés modszerek fontos szerepet jatszanak, mivel nem
egy darab jol teljesité tanulon, hanem tébb konnyen tanithato alaptanulé kombinalédséan

alapul a hibrid modell.

kombinacios modszerek ‘

N

. 2 SZavazo : h alt:
atlagolo tanuloo al’ta’l
kombinalo
abszolut | .
egyszeru [ nyeses

sulyozott -
sulyozott

lagy

4.1. dbra. A kombinaciés modszerek fajtai
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Dietterich szerint kombinalassal csokkenthetSk az alabbi problémék [9, 10.2-10.3 p. 341-
343]:

Statisztikai probléma: Statisztikailag, ha a hipotézistér tul nagy a tanité adathalmaz-
hoz képest, és sok kiillonb6éz6 tanuloval hasonlé eredményre jutunk, nem lehetiink
biztosak, melyik tanul6 becsiili jol az y célvaltozo értékét a tesztadatokon is. Ha
kombinaljuk a hipotéziseket (tanulokat), csékken a rossz hipotézis valasztasanak

valészintisége, a hiba valamilyen szempontbol atlagolodik.

Szamitasi id6 probléma: A szamitasi id6t csokkenti, mivel a gyenge tanuld algorit-
musok jellemzgen lokalis optimum keresést hajtanak végre, igy megakadhatnak egy
lokalis optimumban a globalis helyett. A lokalis optimum, vagyis a becsiilt érték
gyakran nem jol kozeliti a kivant hipotézist. Ezzel szemben a kiilonb6z6 pontokbol
inditott (szélsGértéket) keresd eljarasok kombinacioja altalaban jobban kozeliti az

optilmalizaland6 modellt.

Kozelitési probléma: A kombinalassal kapott kozelités gyakran jobb becslést ad valos

hipotézisre, mint a gyenge tanulok terének barmely eleme.

;;;;;

és a valos hipotézis értéke messze van egyméstol, ott nagy a torzitas, a hagyoméanyos

adatbanyaszati megkozelitési modok nem megfelelGek.

//////

szordsa — a hagyomdnyos modelleknél jobban teljesitenek a hibrid modellek, mivel igazol-

tak, hogy kombindcioval a szords és a torzitds is mérsékelhetd a modelleknél.
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4.2. Atlag

Az atlag az egyik legelterjedtebb, egyszerti és kevés szamitast igényls kombinéalasi modszer.

Ebben a fejezetben a regresszion keresztiil mutatjuk be az atlagolas miikodési elvét.

A feladat:

Bemenet:
T darab tanulo: (hq, ..., hr),
x (minta vektor)

Ceél
(hi, ..., hr)-t szeretnénk kombinalni tigy, hogy a hipotézisiink altal
adott kozelit értékeket kapjunk y-ra.

Kimenet:

(hl(l'), ey hT(ZE)) < R

4.1. algoritmus. Atlag

4.2.1. Egyszerii atlag

Az egyszert atlag a kiilonbozd tanulok atlagat veszi az alabbi képlet szerint:

Hiz) = % > hita)

Az egyszeri atlag hatranya, hogy érzékeny a kiugré értékekre, zajokra, adathibéakra, igy
szélsGséges adatok esetén nem javasolt az alkalmazasa.

4.2.2. Sulyozott atlag

A tanulokat a célvaltozo meghatarozasaban jatszott szerepiik alapjan stlyozzuk (stlyok
osszege 1), majd ezeket az 0j értékeket atlagoljuk. Emiatt ez a modszer sokkal kevésbé
érzékeny a kiugro értékekre [29], mivel a kevéssé szignifikdns valtozok silyat miniméalisra

csokkentjiik.
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4.2.1. Megjegyzés. Az egyszeri dtlag ennek specidlis esete, ahol minden sily azonos.

Kiszamitasanak modja:

T T
H(z) = Zwihi(x), ahol w; > 0 és Zwi =1
i=1 i=1

Kisérletek igazoljak, hogy a stulyozott dtlag nem mindig teljesit jobban az egyszerd atlagnél
[29]. Mivel a becsiilt silyok az adatok zajossdga miatt gyakran megbizhatatlanok, igy
ez a modszer hajlamos a taltanulasra. Osszességében az egyszerti atlagot f6ként hasonlo
teljesitményi tanulok kombinalasara, mig a (nem azonosan) silyozott atlagot a lényegesen

kiilonb6z6 teljesitményd tanulok kombinalédsara hasznaljak.

4.2.2. Megjegyzés. A silyok optimdalis megvdlasztdsa nehéz probléma, igy azt csak ko-

zelitent tudjuk:
T T
w = argmin Z Z w;w;Cyj,
w i=1 j=1
ahol C;; meghatdrozdsa és levezetése a [29, 4.2.2 p. 70| forrdsban taldlhato. Ez féként
elméleti jelentdséqil.
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4.3. Szavazas

Diszkrét kimeneteknél a szavazés népszertd kombinalasi modszer. Klasszifikacios feladaton

mutatjuk be, de klaszterezés esetén is alkalmazhato [29].

A feladat:
Bemenet:
T darab tanulo: (hy, ..., hr),
Cél:
a célvaltozd osztaly cimkéjét meghatarozni — amely az [ darab
(c1,...,¢) osztalycimke egyike — (hq, ..., hr) segitségével.
Kimenet:

(hi(x),...,hi(x))", ahol h!(x) a h; tanulo kimenete a c; osztaly-

cimkére (I dimenzids cimke vektor).

4.2. algoritmus. Szavazas

4.3.1. Definicio. Eles cimke:

. 1, ha h;c;-t josolja osztdalycimkének
W(w) € {0,1} = e e
0, egyébként,

aholi € {1,...,T}, ésje{l,... 1}

4.3.2. Definici6é. Osztdlyvalosziniség:
hi(x) € [0,1]

ami a posterior valdsziniség: P(c; | x) becslésének tekinthetd.

4.3.3. Megjegyzés. Nem normalizdlt margdt ado klasszifikatorok estén (példdul SVM;
kalibracios mddszerek: Platt méretezés, izotonids regresszid) a kimenetek valdszinidséggé
konvertaldsdra alkalmazhats [29]. Megfigyelhets, hogy mig a kasszifikatorok dltal becsiilt
osztalyvalosziniségek dnmagukban gyengék, kombindciojukat véve felveszik a versenyt az
€les cimkén alapulo modszerekkel.
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4.3.1. Abszolut tobbségi szavazas

A legnépszeriibb szavazo algoritmus. Minden klasszifikator egy cimkét ad kimenetnek. A
cimkeosszegzések utan kapott cimkeosztalyok (azonos cimkéjiiek ugyanabba az osztalyba
tartoznak) elemszama alapjan kapjuk meg y josolt értékét. Ha az egyik cimkeosztaly
a szavazatok tobb mint 50%-at kapta, a célvaltozonak ezt az értéket josoljuk. Ha ez
semelyik cimkeosztalyra nem érvényesiil, akkor az elutasitasi mechanizmus 1ép érvénybe,

a kombinalt klasszifikator (hibrid modell) nem ad eredményt.

Formalisan lefrva:
T L
‘) ha 3 K@) >3 &
1= —

T
hi (x)
k=1i=1

11
elutasit (nem ad eredményt), egyébként.

Speciélisan binaris klasszifikacio esetén a hibrid modell altal josolt érték helyes, ha leg-
alabb [% + 1] tanulé azonos cimkét valaszt. Tegyiik fel, hogy a klasszifikatorok altal josolt
értékek fliggetlenek egymastol. Ez gyakorlatban ritkédn fordul el6, mivel a tanulok jellem-
zGen valamennyire korrelalnak, hiszen azonos feladaton tanitjuk sket. Igy ez a feltevés csak
elméleti jelentGségii. Tegyiik fel tovabba, hogy minden tanuld p valoszintséggel ad helyes
valaszt. Ekor a hibrid modell altal adott eredmény helyességét kiszamithatjuk a binomia-

lis eloszlas alapjan. Minimum [% + 1] helyes klasszifikatorral rendelkezés valoszintiségének

Py = i (z)pk(l —-p)' "

k=[Z+1]

kiszamitasa T-bdl:

4.3.4. Megjegyzés. Kiilonbozd p valosziniségekre a kisérleti eredmények, megfigyelések
a [29, 4.3.1 p. 72-73] forrdsban taldlhatok.

4.3.2. Relativ tobbségi szavazas

A relativ tobbségi szavazas alapgondolata azonos az abszolat tobbségi szavazaséval, de
mig az el6bbinél elfogadott, hogy elutasitjuk a kapott eredményt, itt a legtobb szavazatot
kapott cimkét megkapja a célvaltozo. Vagyis ha 100 osztaly van (I = 100), és a legtobb
szavazatot kapott cimkeosztaly is csak 2%-at kapta a szavazatoknak, a célvaltozo ezt az
értéket kapja. Pedig nem val6szint, hogy a tényleges érték azonos az igy josolttal. Vagyis

ez a modszer kevésbé torédik az eredmény megbizhatosagaval.

T
A modszer formalisan: H(r) = argmax Z Rl (x)

J i=1
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4.3.5. Megjegyzés. Bindris esetben az abszolit és relativ tobbségi szavazds azonos. Ne-
hezen megoldhato feladat esetén sem keriilhet végtelen ciklusba (mivel dltaldban egy elfogad-

haté eredmény megtaldldasdig probdlkozunk) az dltaldnos tobbségi szavazdssal ellentétben.

//////

4.3.3. Stlyozott szavazas

Kiilonbozo teljesitményt tanulok esetén ajanlott modszer. A nagyobb teljesitményi ta-
nulok befolyasat noveljiik a szavazaskor, nagyobb silyt adunk nekik, mig a kis teljesitmé-

nytekét csokkentjiik.
A kimeneti osztaly cimke az aldbbi képletbdl kaphato meg:

H(z)=c¢ ro
argmax »_ w;h] (x)
i i=1

ahol w; a h; klasszifikatorhoz tartozo suly.

4.3.6. Megjegyzés. Gyakorlati megvalositaskor gyakran normalizdlt és pozitiv sulyokkal

dolgozunk, hasonloan a siulyozott dtlaghoz.

T
Formdlisan: > w; =1, w; > 0
i=1

Megfelels silyozas valasztasaval a silyozott szavazas magasabb teljesitményt lehet a leg-
jobb alaptanulénal és a tobbségi szavazas eredményénél. A silyozott atlaghoz hasonléan
itt is az optimaélis stuly megvalasztasa a kulcs. Szeretnénk megtalalni azt az optimalis stlyo-
zést, mely esetén a hibrid modell teljesitménye (ezen kombinacios modszer hasznalataval)
maximalis, nem névelhets tovabb. Erre a feladatra levezették az optimélis megoldast fiig-
getlen tanulok esetére [29, 4.3.2 p. 74-75]. A megoldast terjedelmi okokbol levezetés nélkiil

kozlom.

Pi
I=p;°

Optimalis silyok: w; = log
Ez az eredmény csak elméleti jelentéség, jellemzGen a fiiggetlenség megsértése miatt.

4.3.4. Lagy szavazas

Az éles cimkét eredményez6 tanulok esetén az abszolit és relativ tobbségi szavazas, to-

vabbé a stlyozott szavazas alkalmazhat6. Ezzel szemben az olyan tanulok esetén, melyek

37



osztalyvaloszintiségeket adnak végeredményként, a lagy szavazas az altaldnosan elfogadott

modszer.

Modszer: A h; tanul6 kimenete az z adatpontra (mintaelemre) az [ dimenzids
(hi(x), ..., h(x))T, ahol hl(x) € [0,1] a P(c; | x) poszterior valoszintiség becslésének
tekinthet6. Ha minden alaptanulét azonos befolyasunak tekintiink az eredmény szem-
pontjabol, az egyszert lagy szavazashoz jutunk. Ha a tanuldkat kiilonbozé stllyal vessziik

be a kombinacioba, a sulyozott lagy szavazéast kapjuk, melynek tobb valtozata van.

Egyszerii lagy szavazas:
Az egyszerd lagy szavazés a tanulok kimeneteit atlagolja egyszerd atlag szerint. A ¢;

T .
osztélyhoz tartozo kimenet: HY(z) = £ 3 hi(z).
i=1

A sulyozott lagy szavazas valtozatai:

o Klasszifikator alapt stlyozas: ¢; osztalyhoz tartozo kombinélt kimenet

T )
Hi(z) = > w;hl(x), ahol w; a h; klasszifikdtorhoz tartozo stly.
i=1

e Osztaly alapu stlyozas: ¢; osztalyhoz tartozé kombinalt kimenet

T .
Hi(z) = > wlhl(z), ahol w! a ¢; osztalybeli h; klasszifikdtorhoz tartozo suly.
=1

e Mintaelem (adatpont) alapt stlyozés: ¢; osztalyhoz tartozé kombinalt kimenet
r m . ,
Hi(z) =) > wlhl(x), ahol w), a ¢; osztalybeli h; klasszifikdtorhoz tartozo suly.
i=1 k=1

4.3.7. Megjegyzés. Gyakorlati szempontbol a mintaelem alapi siulyozott lagy szavazds
kis jelentdséqii, mivel a sulyok szdma tiul nagy, ezért nehezen kezelhetd, nagy a szdmitds:

igény, és a sulyok optimalis bedllitdasa is nehézkes [29].

4.3.8. Megjegyzés. A klasszifikator alapu siulyozott lagy szavazds nagyon hasonlit a si-

lyozott dtlagra és sima sulyozott szavazdsra.

38



Osztaly alapu sulyozott lagy szavazas esetén levezethetd, hogy az optimélis stlyok az

alabbi optimalizalasi feladat megoldésai:

2
HI = argmlnz <ijhj () = I(f(xy) = cj)> yj=1,..1

[29, 4.3.4 p. 76-77|. A lagy szavazast homogén modellek esetén szoktak alkalmazni. Hete-
rogén modellek esetén altalaban csak akkor alkalmazhat6, ha a kimeneti osztalyvaloszi-

niiségeket binaris osztalycimkékké konvertaljuk at:

: 1 ha h(z) = max h!(x)
hi(x) = 7
0, egyébkeént,

majd az éles cimkékre hasznalhato szavazasi modszereket alkalmazzuk.

4.4. Tanuld altali kombinalas

Tanulok altali kombinécios modszerek alatt olyan kétrétegi (kétszinti) modelleket értiink,
melyeknél a kombinélasi médszer maga is egy tanuld. Az alaptanulokat elsd szintid, mig a

kombinalaskor alkalmazott tanul6t mésodszintd tanulénak (meta tanulonak) nevezziik.

4.4.1. Megjegyzés. Altaldnosabb esetben nem csak két, hanem n € N szintbél is dllhat

a modell.

4.4.2. Megjegyzés. Ha ezt a mdsodszinti tanulot indikdtorként tekintyik, a nyesési el-

jardsokhoz jutunk, amiket dltalaban a tultanulds kikiszobolésére alkalmazunk.
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Tanuldk altali kombinalas altalanosan

Bemenet:

Adathalmaz: D = {(z1,v1), (x2,%2); -y (Tmmy Ym) };
Els6 szintd tanul6 algoritmus: Ly, ..., Lr;

Miésodik szinti tanulé algoritmus: L;

Folyamat:

1. fort=1,...,T: % Els6 szintii tanul6 tanitasa az

2. he = L4(D)) ; % L; Els6 szintd tanulo algoritmus segitségével.
3. end

4. D' =0;

D. fori=1,...,m:

6. fort=1,....7T:

7. Zit = ht(%‘);

8. end

9. D'=D"U((zi1,--,2i1) ¥);

10. end

11. h'=L(D"); % A K masodszintii tanulé tanitdsa a masodik szinti

Kimenet:

L tanul6 algoritmus végrehajtasaval az tj D' adathalmazon.

H(z) = h(hi(x),...,hp(x)) % A (hi, he,...) els6 szintd tanulok

kombinalasa a h’ méasodszinti tanulo segitségével.

4.3. algoritmus. Tanulok altali kombinélas altalanosan
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A. fuggelék

Szemlélteté modellek, k6dok

A.1. Tablas modell Boosting algoritmusokhoz

Bevezets a tablas modellhez

Schapire 2012-es konyvében [19] jelenik meg elGszor az a feladat (tiny toy learning prob-
lem), amely az AdaBoost algoritmus kedvezd tulajdonsagait mutatja be fejszamoléssal is
kovethets szinten. Azota ez a kis jatékfeladat sok AdaBoost ismertetés bevezetdje lett,
széleskortien idézik az AdaBoost algoritmus bemutatasara. A tiny toy feladat az A.1. ab-
ran lathat6. Egy meghatarozatlan egyszerti majdnem négyzetben helyezkedik el 10 elem,
amelybdl 5-5 darab tartozik egy osztalyba. Ott az egyes elemek pontos koordinétai nin-
csenek megadva. Schapire részletesen kozli az eljaras mozzanatait, a stulyozas alakulésat
és egyéb jellemzGket. A sajat tablas véltozat azzal a konkrét igénnyel késziilt, hogy ha
ugyis kellenek valamilyen koordindtak a modellezéshez, akkor az minél kvantaltabb le-
gyen. Igy a sajat valtozat elemeit egy sakktablan helyeztiik el. Az AdaBoost.M1 eljaras

szemléltetéséhez a vagéasok és a sulyozasok ugyanazok az értékek maradtak.
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A.1. abra. A tiny toy és a tablds modell lényegében azonosak

Kis osztalyozos jaték

Ezen kis bevezets feladat elénye, hogy semmilyen matematikai apparatust nem igényel. A
legrégebbi Boosting eljarasok tobbségi szavazds elvét mutatja be. Tehat adott egy 8 x 8 -as
tablan elrendezve 10 babu (10 elem). Ezen elemeket osztalyozni szeretnénk a rendelkezésre
allo 3 x 3 -as kenddkkel, amelyekbdl tobb darab is létezik. Egy-egy kendé tgy osztalyozza
a babukat, hogy azt a tabla egy 3 x 3 -as részére leteritve a kendd alattiakat tekinti a
sajat jelével azonosnak, az azon kiviilieket pedig a masik osztalyba sorolja. Minden kendé

minden babut besorol valamelyik osztalyba, a végsé besorolas pedig minden elemnél a

tObbségi szavazas szabalyai szerint dél el.

X

osztalyozok:

A.2. dbra. Tobb gyenge osztalyozas Osszessége kivald eredményt is adhat

Amikor ezt a feladvanyt valakinek feladtuk, a megold6 az A.2. dbra jobb oldalan lathato
helyzetig jutott el és ott elakadt. Nem vette észre, hogy mar meg is oldotta a feladatot.
Maradt harom babu, amelyre nem keriilt kendd, de a megoldénak féleg azt kellett volna

észrevennie, hogy ez nem is sziikséges, hiszen méar azok a béabuk is haromszor voltak
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osztélyozva. Kétszer helyesen O-nak a két X-jeld kendd altal és egyszer helyteleniil X-
nek pont a sajat O-jeld kendé altal. Eszrevehetjiik, hogy miutan a két X-jeld kendét
leteritettiik, az O-jeltit barhova terithetjiik, ami nem fed le X babut. Vagyis példaul a
kend&t a tabla bal fels6 sarkaban elhelyezve, € = 0,5 hiba mellett is sikeresen fejezhetjiik
be az osztalyozast. Az egész feladat azt a tételt szemlélteti, hogy sok (vagy csak tobb)

gyenge osztalyozas Osszességében kivald eredményt adhat.

A.1.1. Megjegyzés. A kinnyebb dttekinthetdség kedvéért a 2.2. fejezetben ismertetett

algoritmus tt is szerepel.
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A.2. AdaBoost algoritmus

Bemenet:
Adathalmaz: D = {(z1,41), (22, 2), .-, (Zm, Ym) }:
Alap tanul6 algoritmus: L;

Tanulési folyamat ciklusszama: T'.

Folyamat:
L. Di(z) = L. % Sulyok eloszlasanak inicializalasa
2. fort=1,....T:
3. hy = L(D,Dy); % hy klasszifikdtor tanitasa a Dy eloszlasu D
alaphalmazon
. et = Prop,(hi(z) # f(2)); % h: hibajanak kiértékelése
5. if ¢ > 0,5 then break
oy = %ln(lg—ft); % h; tanulo sulydnak meghatirozasa
a Dy (2) = DtT(tx)x exp(—ay) if hy(z) = f(x)

exp(ay) if hy(x) # f(x)

_ Diw)ep(—auf (@)hz)
Zy

% Az eloszlas ujraszamolasa
% Z; normalizalo tag,
% Dy11(x) eloszlas lesz.

8. end

Kimenet:
T
H(zx) = sign (Z atht(x)> % A tanulok additiv (hy,. .., h:) stlyo-
=1

zott kombinacidja.

A kovetkezd részben a tablas modell osztalyozasi feladat megoldéasat a fenti algoritmus
lépései szerint mutatjuk be. A folyamat lefrasanal a hivatkozés az algoritmus lépéseire az

itt feltliintetett szamokkal torténik.
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A.3. Tablas modell az AdaBoost algoritmussal

Afiiggvenytér elemei az oszlop és sorirany( vagasok

X< 2 X< 3 X0 < 4 %0< 8
iger em e emn g 1 1261 =i
AR R
H e xg< 2 X2 3 PR | xe <8
1zt =] 1zer Jern  igey =iil 12e1 =11l
seee
H ol
O il
H H
HH H
HI

A.3. dbra. AdaBoost kezdeti 1épések: adatok és fiiggvények. Kezdeti stulyozés

1. Tanul6 adatok: D = {(z1,v1),...,(T10,%10)}, ahol y1 = yo = ... ,ys = —1, és
Y6 = Y7 = ..., Y10 = +1, vagyis a (piros) X-ek 1, a (kék) O-k -1 értékiiek.

x; = (x84, oy, ), ahol xs; és xo; az i-edik elem sor- és oszlopkoordinatai.

= (2,8), T = (4,3), T3 = (6,6), Ty = (7, 8), Ty = (8,4),
(1,6), x7 = (3,5), s = (3,7), xg = (5, 1), x19 = (7,2)

T
Te
2. Dy(1:10) = % = 0,1. A tovabbi abrakon a sulyozast szazalékban tiintetjik fel,

tehat a 0,1 sily 10 értéken szerepel. Igy természetesen a stilyok dsszértéke 100 lesz.

A gyenge tanulok legyenek a sorok és oszlopok menti vagasok. A 8 x 8 -as méret miatt
7-7 fiiggtleges illetve vizszintes vagéas létezik. Ehhez a 14 vagashoz tartozo hibaértékek
olvashatok le az oszlopokhoz illetve sorokhoz illesztett diagramrél balrél jobbra, majd
folytatva fentrdl le.

Tovabbi lehetéség, hogy a vagas melyik oldalara osztalyozzuk az X ill. O elemeket. Igy
Osszesen 4 X 7, azaz 28 dontési fat hozhatunk létre. Ez a 28 fa egyiittesen a dontési tér

(fliggvénytér), amelyen az optimalizalast végezziik.

A.3.1. Megjegyzés. Technikailag csak 14 fdaval foglalkozunk: 7 vizszintes és 7 fiiggdleges
faval, és figyeljiik a hiba minimumdt és maximumdt egyardnt. A hiba maximumdndl a

komplementer vagasnak minimuma van.
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A 4. dbra. Az AdaBoost eljaras elsd két ciklusa. Vagasok és atsulyozéasok

. t =1 ciklus (az A.4. abra bal oldalan)

. Legjobb vagasok: fiiggslegesen a 2. oszlopnal, vagy a 7. oszlopnal. Vizszintesen a 3.

sornal vagy az 5. sornal. Legels6 kivalasztott a 2. oszlop.
&1 = P(:U,y)[hl(x) 7é y] = O>3

.oqp=2In (ﬂ> =0,42

2 €1

. Mivel wy;hi(i) szorzat csak +1 és -1 lehet, ezért csak kétféle érték fordulhat
el: Dy(1:5) = D5(9:10) = 0,07 és Dy(6: 8) = 0,17. Az atsilyozas utani allapot
az A.4. abra jobb oldalan latszik.

. Qg =

. t = 2 ciklus (az A.4. abra jobb oldalan)

. Legjobb vagasok: fiiggélegesen a 7. oszlopnal. Vizszintesen a 3. sornél vagy az 5. sornal.

Legels6 kivalasztott a 7. oszlop.
. E2 = P(z,y) [h2($) 7é y] = 0721

S (L2) 0,65

€2

. Mivel y;ho (i) szorzat ismét csak +1 és —1 lehet, ezért a négyféle értékbol csak haromféle
fordulhat el6: Ds3(1,4,9,10) = 0,045, D3(2,3,5) = 0,167, és D3(6 : 8) = 0,106. Az

atsulyozas utani allapot az A.5. dbra baloldali részén latszik.
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A.5. abra. Az AdaBoost eljaras harmadik ciklusa és a végeredmény

3. t = 3 ciklus (az A.5. abra bal oldala szerint)
4. Legjobb vagas: Vizszintesen a 3. sornal.

5. €3 = Py [hs(x) # y] = 0,16

6. a3 = 1In (22) = 0,92

7. Mivel y;h3(i) szorzat ismét csak +1 és -1 lehet, most mar négyféle saly fordulhat els:
D4(1,9,10) = 0,087, D4(2,3,5) = 0,125, D4(4) = 0,009, és D4(6,7,8) = 0,125. Ezt
a stlyozast mar nem mutatjuk, mert a modell készen van. Ez az A.5. dbra jobb
oldalédn lathato.

A megoldas a harom dontési fa kombinacidja:

yi = sign <Z ajfj(g;,.)>
J
Ellendérizziik pl. az zo = (4,3) mintara:
Yo © = sign(—0,42 + 0,65 — 0,92) = —1 = yo,

tehat helyes az eredmény. A tanulds mind a tiz mintara helyes eredményt ad, tehat a
tanulas sikeres volt. Ez természetesen nem bizonyit semmit az egyéb pozicidk egyikére

seml.
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A.6. abra. Az eljarasnal alkalmazott dontési fak és azok sulyozésa

Ezen az abran az egyes elemek
részletes kiértékelése lathaté az

j;.;':Sign(ZJ ajfj(xr))

kibontott alakjaival.

)q_il_ys:-i-l
gl
_Y7,8:+1
‘ Y1
x yo=+1
_| v:=1
X @] y!1

ys=+1

X yio=t1

A.7. dbra. A végeredmény részletes ellendrzése a 10 mintaelemre

sign(
sign(
sign(
sign(
sign( +0,42
sign(
sign(
sign(
sign(+0,42
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-0.42 40,65

-0.42

-0.42 40,65

-0.42 40,65
+0.65

-042

-0.42 40,65

-0.42 +0,65
+0,65

- 0,65

- 0,65

+0,92
+0,92
+0,92

e

)=+1
e3
)=+1

20199 == <1

0,92)=+1

-0,92) = -1

-0,92)= -1

007 )— 1

0,92)=+1



A.4. 10 kicsi indian feladat a GBM szemléltetéséhez

Amennyire konnyt jol végigkovethets példékat talalni az AdaBoost eljarashoz, annyira
nehéz a szakirodalomban ugyanez a Gradient Boosting Modell (a tovabbiakban GBM)
esetén. A legtobb bemutatd feladat a GBM-t tilzottan leegyszertsitve, annak csupéan
egy-egy mozzanatat mutatja be. A feladathoz motivalo példa talalhato [8]. Ennek felhasz-
nalasaval, tovabbfejlesztésével egy masik adathalmazon mutatjuk be a GBM algoritmus

lényegét.
Alljon a mintahalmazunk ismét 10 elembdl: 10 kicsi indian, akikrél elég keveset tudunk.
A kovetkezd jellemzdket ismerjiik:

e id: azonosito

e ZH: a zarthelyi eredménye adatbanyaszatbol

e 00: visel-e szemiiveget (az oo inkabb piktogram, mint révidités)

e lab: a labuk (cipdjiik) mérete
Feladatunk a ZH eredmény megbecsiilése a tobbi jellemzé alapjan. Az A.8. abrén az ada-
tok kétféle abrazolasban is lathatok. A baloldali Abrén az adatok a szokésos mdédon vannak
elrendezve. Minden egyes elemhez hozza vannak rendelve a magyarazovaltozok, valamint
a célvaltozo. A feladat a célvaltozo értékének becslése. Ha a jobboldali grafikusabb abréat
nézzik, akkor meglepetéssel lathatjuk, hogy ez lényegében megegyezik a korabbi felada-
tunkkal. Azzal, hogy méast neveztiink ki célvaltozonak, klasszifikacios feladatbol regresszios

feladatot kaptunk. A koordinaték atirasa valamilyen val6sidgosnak ting jellemzdére nem

befolyasolja a feladatot, sem megoldasi menetét.

Az adatokbél ranézésre a kovetkezdk latszanak:

e a két legnagyobb cipéméretd indian szemiiveges
e a két legkisebb cipéméretd indian nem szemiiveges

e Az el6z6 két megallapitas lényegtelen, ezeket az adatokat ismerjiik (nem a célval-
tozora vonatkozo Osszefliggések, az el6z6 klasszifikacios feladat els§ két 1épése épp

ezen tulajdonsagokat hasznalta fel)
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id ZH oo lab

70 15 1 75 1 X

71 25 1 5 00
72 35 1 65 )

73 4 1 75 - X X
74 45 1 58 lz;m
75 1 0 65 X

76 2 0 6

77 2 0 7 1 0

78 3 0 4 X 00
79 4 0 45 |..|

A.8. abra. A 10 kicsi indian feladat a tdblas AdaBoost feladat megforditasa

e a 3-as folotti ZH atlaga indianok tobbsége szemiiveges

e a 2.5 alatti dtlagi indianok tobbsége nem szemiiveges

Vizsgéljuk meg a lehetséges dontési fliggvényeinket. Azt tapasztaljuk, hogy a fliggvények
széma jocskan lecsokkent. Van hét dontési lehetGség a cipdméret alapjan és egy a szemiiveg
alapjan. Ez Osszesen nyolc harom csicsu (binéris) dontési fa. Hasznalhatunk nagyobb

mélységii fat, de a kérdések akkor is csak ezek lehetnek.

Egy GBM feladat kezdetekor donteni kell a hasznalni kivant veszteségfliggvényrdl is.
Az AdaBoost és valtozatainal ilyen lehet&ség nem volt, mindegyik eljaras egy meghata-
rozott veszteségfiiggvényt optimalizalt. Ugyanakkor azok a veszteségfiiggvények csak a
kategorikus valtozokhoz voltak alkalmazhatok. A veszteségfiiggvényeket a 2.5. fejezetben

ismertettik.

A.5. A 10 kicsi indian feladat grafikus megoldasa

A kovetkezSkben kihasznalva azokat az el6nyoket, amelyeket a grafikus abrézolas és a
szigoru kvantalas ad, olyan grafikus szemléltetést, illetve megoldasmodot mutatunk be,
amelynél semmilyen konkrét numerikus szamitasra nem lesz sziikség, ha feltételként a hiba
abszolut értékének a minimumat allitjuk be. Ehhez valasszuk az L, veszteségfiiggvényt,

aminek a minimuma a kozépsd elemnél, vagyis a mediannal van. A kis elemszdm miatt
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ez semmilyen nehézséget nem jelent. Vagyis az probléma, amit a median meghatarozasa
jelent nagy adathalmazon, az ilyen kis mennyiségnél nem mutatkozik. Példankban a két

kozépss elem 2,5 és 3, és igy a fliggvény minimuma a [2,5 ; 3| tartomanyban van.

Nulladik lépésben becsiiljiik a minta elemeit egy konstans értékkel, ez legyen med = 2,5.
Valaszthatndnk a med = 3 értéket is, a végeredmény ugyanaz lenne. Egyediil az lényeges,
hogy a szabdlyos medianképzés med = 2,75 kozépértékét ne valasszuk, mert azzal kilép-
nénk a kvantalt értékeink rendszerébdl. Ez a 1épés mér az A.8. abran fel lett tiintetve a

median szintvonaldnak &abréazolasaval.

A tovabbi 1épéseknél a minta kivalasztott elemeit fogjuk fel-le cstusztatni a tablan ugy,
hogy ezen kivalasztott rész elemeinek medianja rakeriiljon az altalunk 0-dik 1épésben

meghatarozott 2,5-6s median szintre.

X

A.9. dbra. Az eljaréas 1. ciklusa. Az X és oo elemek medianjai rakeriilnek a szintvonalra

Els6 1épésben a szemiiveg alapjan valasztjuk két részre az elemeket. A median képzése
ilyen kis elemszam mellett nagyon egyszert, a kivalasztott elemeket sorok szerint kévetve
a kozéps6 elemet keressiik. A nem szemiivegeseknél (piros X) ez a harmadik sor, igy
med = 2, ezen elemek célértékeit +0,5-tel megemelve a nem szemiivegesek medidnja is
med = 2.5 lesz. Ez a baloldali abra bal oldalan lathato. Az 6t szemiiveges koziil a harmadik
a hatodik sorban talalhato, vagyis ezek medianja med = 3,5 (ua. abra jobb oldalan). Itt
az elemeket -1-gyel csokkentjiik, ezek az elemek két sorral feljebb cstisznak. Az egyik elem
ki is csuszik a tablarol, de ez nem lényeges, itt az elem célértéke 0,5. Az attranszformalt
tablazat az abra jobb oldalan lathato.

o1



Masodik lépésben a labméret alapjan vagunk. Az optimélis feltétel a lab > 6 kérdés.
Ekkor kiilon vizsgaljuk a piros vonal egy-egy oldalat. A bal oldalon négy elembdl a két
kozépsd a hatodik sorban taldlhato. Ekkor med = 3,5, vagyis ezen elemek értékeit 1-gyel
csokkentjiik, vagyis ezt az oldalt két sorral feljebb toljuk. Egy elem itt is kicsuszik a

tablarol. A jobb oldal hat elemébd] harom (koztiik a kozépsd kettd) mar a 2,5-6s median

szintnél all. Ezzel az oldallal nincs tovabbi teenddnk.

4 5 36 700 4 6 o6 700

A.10. abra. Az eljaras 2. ciklusa. A baloldali elemek medianja is felkeriil a szintvonalra

Ezzel a végére is jutottunk a tanulési folyamatnak, vagyis az dbra jobb oldalan lathato
elrendezés méar a végeredmény. Olyan eljardshoz jutottunk, amely minden elemet pont
akkora hibaval becsiil, amilyen tévolsagra van most a mediantol. Ez azt jelenti, hogy
példaul a tablarol éppen kicstuszott elemek 4 lépésre, azaz ZH értékben 2 jegyre lesznek
a tényleges értekiiktsl. Osszességében az eljaras kezdetén a median, mint abszolat hiba
minimumanak becslése Gsszesen 10 ZH jegy értéki hibat adott. Az eljaras végén a hiba

6,5. Az éppen a median vonalan all6 5 elem becslése pontos.

A kapott eljaras pontos meghatarozasanal az eddigi 1épések és eltolasok lesznek a modell
sarokkovei amik az A.11. dbra alapjan is kovethetSk. Vegyiik most a mintank elemeit ZH
eredményeik elfelejtésével, mindegyiket becsiiljiik a med = 2,5 értékkel. Ez a 0-dik 1épés az
abra bal fels6 részén lathato. A tovabbiakban azokat a 1épéseket ismételjiik meg, amelyeket
a tanulas soran tettiink, csak épp a kivéalasztott elemeket ellenkezé iranyba toljuk el. Ennek
megfelelGen az 1. ciklusnél jelezziik az X elemek 4-0,5-0s eltolasét felfelé és az oo elemek
-1-es eltolasat lefelé. A 2. ciklusban a baloldali elemek (lab>6) +1-es eltolasa zajlik le.
Ezzel készen is vagyunk. Az utolsé jobboldali dbran bekarikdzva latszanak a pontosan

becsiilt elemek, a tobbinél pedig egy nyil mutatja, hova kellett volna érkezniiik.
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0.ciklus: konstans 2.ciklus: lab<6 Végeredmény
4 5 6 7

41 151 161l? 4 3 46 7
med=2,5%X XWYWXH 1 1 A
L
1 sl 2/X|X XXX 2 <x1xx
.ciklus: szemiiveg med=3.5 e ed=2 5 A
4y 45y 416y 7y _;; _:?X)X
- A
med=25|X | X 0000 X 2 X Y 4 4
T e B )

A.11. abra. A ZH eredmények becslése a tanult eljarassal
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A.6. 10 kicsi indidn a GBM algoritmussal

Gradient Boosting algoritmus

A.6.1. Megjegyzés. A konnyebb dttekinthetdség kedvéért a 2.4. fejezetben ismertetett

algoritmus szerepel itt is.

Egy altalanos GBM algoritmus a kovetkezs lépéseket tartalmazza:

1. Bemenet:
(a) Legyen egy adott adathalmaz: {(x;,y:)}Y,
(b) Valaszthatoak:  M: interéacios lépések szama
L: veszteségfiiggvény
h(z,0): alaptanulo fiiggvények
(c) Kezdeti érték egy konstans:
fo(@) = argmin 352, L{y:,7)

2. Folyamat:
form=1to M :
(a) for i =1,2,..., N képezziik:

Tim = — {W} f=fm-1

(b) Illessziink egy regresszios fat az r;,, célvaltozo-rezidualisokhoz,
kiilon minden Rj,,, 7 =1,2,...,J,, levélhez.
(c) for j=1,2,...,Jpn

Yjm = argmin Ewieij L(yi; frn—1(xi) + )
y

(d) SZé’mOUuk ﬁjra: fm(x) = fm—l(l‘) + Zj;nl ’ijI(ZL’Eij)
3. Kimenet:

f(x) = fulx)

A kovetkezdkben vizsgaljuk meg, hogyan felel meg — ha megfelel — az el6z6 végtelentil
egyszeriinek ting tologatos jatékunk egy altalanos GBM algoritmusnak. Szeretnénk be-
mutatni, hogy az el6bbi egyszerii tologatds jaték miért volt jo algoritmus az adott koriil-
mények és a meghatarozott optimalizalési célok kozott. Itt is — az AdaBoost algoritmus

bemutatasdhoz hasonléan — az egyes 1épéseknél ezen algoritmus szdmozaséara hivatkozunk.
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Az egyes lépések az el6z6 altalanos GBM algoritmus szam és bettjelzései szerint lesz-
nek bemutatva. Az algoritmus szamszert eredményei 1épésenként az A.13. abra alapjan
kovethetGek.

1. Bemenet - Bevezetd 1épések

(a) Legyen egy adott adathalmazunk célvaltozoval, magyarazovaltozokkal. Ez a feltétel
adott. Az A.13. dbra tablazatanak legfelsé soraban a mintahalmaz elemei vannak felsorol-
va. Az alkalmazott hy(x) és ho(x) fiiggvények a mintahalmazt négy diszjunkt részhalmazra
osztjak. Ezen részhalmazok elemei - melyek az algoritmusban ugyanazt a becsiilt értéket
kapjak - egymas mellett keriilnek felsorolédsra, eltérve a megszokott index szerint névekvg
felsorolasi konvenciotol. Az alatta 16vs két sor alapjan (az illeszkedési fiiggvények és a

magyarazo valtozok bemutatéasa) ez a felosztés jol kovethetd.

h(x) (szemiiveg) h,(x) (lab < 6)

risk(R,;) 4 0 1 1,5 3 4 6.5 7.5
risk (R,;) 4.5 9,5 8 7.5 5 5 g5 2,5
> riskR| 85 9,5 9 9 8 9 9 10
Arisk(R) | -1,5 -0,5 -1 5| ;) -1 -1 0

A.12. abra. Az eljarasban hasznalt illeszkedési fliggvények kivalasztasa

(b) Hatarozzuk meg a ciklusszamot, az illeszkedési fliggvényeinket, tovabba az alkalmas
veszteségfiiggvényt. Ezek tulajdonképpen mar az el6zekben meghatéarozasra keriiltek, te-
hat a ciklusszam T = 2, L, veszteségfiiggvényt hasznélunk és az illeszkedési fiiggvényeket

mar ott szambavettiik. Az A.12. dbra felsG részén a két alkalmazandé fiiggvény lathato.
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Ugyanakkor lentebb az 6sszes lehetséges vagas mindkét oldalanak és azok 6sszegének koc-
kézatértékei vannak feltiintetve. Ez alapjan lathato, hogy ez a két vagas adja a legkisebb
kockazatértéket.
(c) Kezdeti érték: fo(xr) = argmin ZZZ\; Li(yi,y)

v
Ly veszteségfiiggvény a mediannal veszi fel a minimum értékét, ha két kozépss elem van,
akkor e két elem kozott végig a minimumot adja. Itt med = 2.5 lesz a kezdGérték. A

10 . T . . ) )

= 1\Y7, -do. .
> ey L1 (i, ) fliggvény optimalizalasa az A.13. abra aljan baloldalt lathato
2. Folyamat - Fdéciklus

A két f6ciklus 1épései is jol kbvethetGek az abrarol. A hy és ho hdromcesucsu fafiiggvények
leveleinek optimalizalasa az dbra aljan taldlhato. Felmeriil a kérdés, hol alkalmazzuk itt

a gradiens modszert. A gradiens modszert a

Vjm = argmin Z L(Yiy frn—1(x;) +7)

v xiEij

kifejezések megoldasdhoz hasznalnank, ami L veszteségnél a mediant adja, amit itt egy-

szerd ranézéssel is meg tudunk hatarozni.

A grafikusan bemutatott tologatos algoritmus eltolasai megfelelnek az itt meghatéarozott
v;m értékeknek, amelyekkel az f,,(x)-t korrigaljuk és igy a rezidualis tagokat is hasonlo-
képpen. Ugyanakkor a tologatos algoritmusnal, ahol a median soratol valé tavolsag egyen-
16 a becslés abszolit hibajaval, ezt nem jelenitettiik meg a fiiggdleges skalan, vagyis nem
vontuk ki a med = 2,5 becsiilt értéket a rezidualisokbol. Igaz viszont, hogy egyaltalan
nincs szerepe, milyen értékek szerepelnek ezen a skilan, az a kijelolt medianvonal és a
részhalmazok medianjanak viszonyat nem befolyéasolja. Felmeriil a kérdés, mi torténik, ha
Ly helyett Ly veszteségfiiggvényt alkalmazunk, vagyis a becslés négyzetes hibajat mini-
malizéljuk. Ekkor hasonld, de az el6z6t6l eltéré eredményt kapunk, ami az A.14. abran
kovethetd.
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(1) Bevezeté lépések

mintak X2 |Xs Xo |Xwo [Xs |X7 |Xs X1 |X3 |X4
Mintatér particionalasa hi(x) és ha(x) 00 X 00
haromcsucsu dontési figgvényekkel BB 16b>6

v, célértékek 25 (453 4 1 |2 |2 |15 [35 |4

L, veszteségfiiggvény és a 0-dik kozelités : [, (x ):argminyzm L(y..7)=med(Y)=25

i=1

10 ' 5 5 |-1,5 |-0,5 |-0,5 |-] -5
Ly, fo)=10 S S I L S L e el il e I R R
(2) Fociklus m=1 ciklusa
(a)képezd: r,,=sign(y,—f,) 0 |1 1 1 |-1 |-1 |1 |1 |1 1
(b) Illessz egy regresszios fat az rj célvaltozo-rezidualisokhoz, kiilon minden R;i, j = 1, 2 levélhez.
(c)forj=1,2: Ry 1 ] ] 1
yﬂ:med(_fo(xij )xieRﬂ R21 _0:5
(d) Szamold jra: 35135 2 2 2 2 2. |35 | 35 85
P 2
Si(x)=Fo(x)+ Zj:l Pl
10 , Y . _ : 5
i=1 Ll(‘yl, f1):815 (‘J’F fo) : 1 L 1 2 1 0 0 2 0 0.3
(2) Fociklus m=2 ciklusa
(a)képezd: r,=sign(y,—f,) 31 | 1 1 |{-1|0] 0 |-1]0]1
(b) Illessz egy regresszios fat az 1, célvaltozo-rezidualisokhoz, kiilon minden R;,, j = 1. 2 levélhez.
(©forj=12 Ry, 1 T
:"jZ =med ( fl ( xiJ )X,-ERJ,—; ]122 0
(d) Szamold ujra: 45145 3 3 2 2 2, |33 | 35| 35
fz{x):f1(:x)+z;:1 '}szj{xe Rjz)
10 ! = 2 5
i=1 Ll(yz’sz):6'-'5 (.}"f_fzj : 2 L 0 L ! 9 0 2 9 =
™ 0.kbzelités " m=1ciklus o m=2 ciklus
51 15 2:% 3 35 4 4.5 .?1_5 1 03 0 0.5 ]] L8 1 v )

A.13. ébra. Indian10 GBM szamitasok teljes menete L, veszteségfiiggvénnyel
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(1) Bevezetd lépések

mintak X2 Xs Xo X0 |[Xe X7 Xs X1 X3 Xa
Mintatér particionalasa h;(x) és ha(x) 00 X 00
haromesucsu dontési figgvényekkel 14b <6 14b>6
y; célértékek 25 (45 3 |4 |1 ]2 2 15 (35 |4
L. veszteségfiiggvény és a 0-dik kozelités - f,(x )zaf‘gmrnyZ:zl L(y,.y)=E(Y)=2,8
10 "

Z!—=1L(‘yz’f0):6‘3 (y,—f) -0,3 (1,7 |02 |1,2 |-1.8 |-0.8 |-0,8 [-1,3 /0,7 |12
(2) Fociklus m=1 ciklusa
(a)képezd: 7,,=(v,— f,) -0,3 (1,7 |02 |1,2 |-1.8 |-0,8 |-0,8 [-1,3 /0,7 |12

(b) Illessz egy regresszios fat az rj célvaltozo-rezidu

alisokhoz, kiilén minden Rj;, j = 1, 2 levelhez.

(c) forj=1,2: Ry | 04 | ] ] 0.4
Vi1 =E(f,l xi)]xfeﬂj, R 0,4
(d) Szamold wjra: 323224242424 24|32|32]32
Fix)=folx)+ X vl (xeR,)

illz(yi,fl)=5;5 (y—f,) : |07 13]06| 16 |-14/-04)-04-17 0308
(2) Fociklus m=2 ciklusa
(a)képezd: r,=(y,—f)) 0,7/ 13]06|16|-1,4(-04|-04(-1,7| 03|08

(b) Illessz egy regresszios fat az 1, célvaltozo-rezidualisokhoz, kiilon minden Ry, j = 1, 2 levélhez.

(c)forj=1.2: R, 0,7
;"jg:E(f1{ xi),)x[ERﬂ B 047
(d) Szamold yra: 39139(3,1(3.1/1,93(1.93]1,932.73(2,73|2.73
f2(3~)=f1[x)+2;=1yﬁf(xe Byl
(yi_f?,) -14] 0,6 | -0,1 [ 09 |-093| 0,07 | 0,07 |-1.23| 0,77 | 1.27
. 0. kozelités - m=1 ciklus = m=2 ciklus
1 13 2 25 2.3 3 is 4 45 2 -1 “‘1 2 -2 -1 ‘(127 1

A.14. 4dbra. Indian10 GBM szamitasok teljes menete Lo veszteségfiiggvénnyel
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A.7. Az AdaBoost, MadaBoost modell programjanak

forraskodja
%adaboost.m
%adatok:
adakod=2; % O:ada 1: mada 2:filter
tt=3; % ciklusok széama

Yok ok ok sk ok ok ok ok ok ok ok ok ok sk ok ok ok sk ok ok ok oK oK oK oK oK KKK KoK K

Jibemend adatok

ok ok ko sk ok ko sk ok ok ok ok ok ok ok ok ok ok ok ook oK oK oK oK KoK KoK K

X1=[ 2 4 6 7 8 1 3 3 5 71; % a mintdk sorpozicidi
X2=[ 8 3 6 8 4 6 5 7 1 21, %a mintdk oszloppozicidi

=[-1-1-1-1-1 1 1 1 1 117]; %a mintdk besorolésa:0:-1 X:+1
A = [X1;X2;Y];
fter=alaptanulo(1,A);
[fszam,f2]=size(fter);
suly(1:10)= 0.1;
sulyO=suly;
sulynaplo(1,4:13)=suly;
t=1;
Uk sk ok ok ok sk ok ok ok sk ok ok ok sk ok ok ok Kok ok o ok Kok ok ok oK Kok ok o K Kok ok ok K ok ok o
prod_hixfx(1:tt,1:10)=zeros;
prod_hixfx(1,1:10)=ones;
for t=1:1:tt
suly_ert=suly.*A(3,1:10);
var_ert(1:10)=zeros;
for i=1:1:10
var_ert=var_ert+suly_ert(i);
end
err_min=1;
for i=1:1:fszam
f_ert=fter(i,3:12).*suly_ert;
sum=0;
for j=1:1:10

sum=sum+f_ert (j);
end

err_k=(sum+1)/2;
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35
36
37
38
39
40
41
42
43
44
45
46
47
48
49
50
51
52
53
54
55
56
o7
58
59
60
61
62
63
64
65
66
67
68
69
70
71
72

aa(t,i)=err_k;

aa(t,i+fszam)=1-err_k;

if err_min>err_k
err_min=err_Xk;
minhely=i;
piros=-1;
end
if err_min>l-err_k
err_min=l-err_Xk;
minhely=i;
piros=1;
end

end

alfa(t)=0.5%log((l-err_min)/e
wplusz= exp(alfa(t));
wminusz= exp(-alfa(t));
elojel=piros*fter (minhely,3:1
hix(t,1:10)=piros*fter(minhel
for i=1:1:10
if elojel(i)==
prod0(i)= wminusz;
else
prod0(i)=wplusz;
end
end

prodnext=prod0.*prod_hixfx(t,

if adakod==1 ¥ MadaBoost
for i=1:1:10
if ( prodnext(i)>1)
prodnext (i)=1;
end
end

end

if adakod==2 % FilterBoost

rr_min);

2) .xT(3,1:10);
y,3:12);

1:10);
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73 sum_hix(1:10)=zeros;

74 for i=1:1:t

75 sum_hix=sum_hix+(alfa(i)*hix(i,1:10));
76 end

e wmn=1/(1+exp(1));

78 wp=wm*exp (1) ;

79 for i=1:1:10

80 if sum_hix(i)*T(3,i)>0
81 prodnext (i)=wm;

82 else prodnext(i)=wp;
83 end

84 end

85 prodnext=prodnext.*suly;
86 end

87 Ypmmmmmmmm e

88  suly=prodnext.*sulyO;

89 oszsuly=0;

90 for i=1:1:10

91 oszsuly= oszsuly+suly(i);

92  end

93  suly=(1/oszsuly) .*suly;

94 prod_hixfx(t+1,1:10)=prodnext;

95

96  sulynaplo(2+*t,1:3)=[err_min,minhely,piros];
97  sulynaplo(2+t,4:13)=prodnext;

98 sulynaplo(2*t+1,1:3)=[alfa(t) ,wplusz,wmninusz];
99  sulynaplo(2%t+1,4:13)=suly(1:10);

100  end

A meghivott fiiggvények forraskodja:

function [ fter] = alaptanulo( ff,minta )

hfuggvenyter reprezenticid

hiter:

Jkimenet:fter matrix sorai a match fuggveny parameterei és értékei
hif=1; % 1 vagas: 2x2 2:3x3 3: 5xb

%*************************************

N O Ot s W N

%bemend adatok
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10
11
12
13
14
15
16
17
18
19
20
21
22
23
24
25
26
27
28
29
30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45

sk sk ks ks sk ke ks ke ks ok sk sk ko sk sk ko sk sk ko sk ok
%X1=[ 2 4 6 7 8 1 3 3 5 71;
#X2=[ 8 3 6 8 4 6 5 7 1 21;
w=1[1-1-1-1-1-1 1 1 1 1 117;
Jminta = [X1;X2;Y];

%*********************************************

[M,N]=size(minta) ;

hvertikalis és horizontalis vagasok
if ff==

for i=1:1:2
for j=1:1:7
sum=0;
match(1:N)=zeros;
for k=1:1:N
if i==2
if (minta(1l,k)<j+1)
match(k)=1;
else
match(k)=-1;
end
elseif (minta(2,k)<j+1)
match(k)=1;
else
match(k)=-1;
end

end

fter (7*(i-1)+j,1:N+2)=[j,i,match];

end
end

end

% 3x3-as négyzetek
if ff==2
for i=1:1:8
for j=1:1:8
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46
47
48
49
50
o1
52
53
54
55
56
57
58
59
60
61
62
63
64
65
66
67
68
69
70
71
72
73
74
75
76
7

match(1:N)=zeros;
for k=1:1:N
if ((abs(minta(l,k)-1i)<2)&&(abs(minta(2,k)-j)<2))
match(k)=1;

match(k)=-1;

fter(8x(i-1)+j,1:N+2)=[1,j,match];

% 5x5-0s négyzetek

for i=1:1:8
for j=1:1:8
match(1:N)=zeros;
for k=1:1:N
if ((abs(minta(l,k)-1i)<3)&&(abs(minta(2,k)-j)<3))

match(k)=1;

match(k)=-1;

fter(8*(i-1)+j,1:N+2)=[1i, j,match];

end

Argminloss fliggvény:

function [ykO,ykl] = argminloss ( TT,loss )

v=size(TT);
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10
11
12
13
14
15
16
17
18
19
20
21
22
23
24
25
26
27
28
29
30
31
32
33
34
35
36
37
38
39
40

mintaszam=v(2);
%varhatdé érték Ex
Ex=0;
Ex2=0;
for i=1:1:mintaszam
Ex=Ex+TT(2,1i);
Ex2=Ex2+(TT(2,1))"2;
end
Ex=Ex/mintaszam;
Ex2=Fx2/mintaszam;
D2x= Ex2-Ex~2;
Dx=sqrt (D2x) ;

xv=TT(1,1:mintaszam);
yv=TT(2,1:mintaszam) ;
y_min=min(yv) ;
y_max=max (yv) ;
lep=(y_max-y_min)/1000;
err0_min=100000;
errl_min=100000;

for i=1:1:1001
ya=y_min+(i-1)*lep;
errl1=0;
err0=0;
for j=1:1:mintaszam
if loss==
losx=abs(ya-yv(j))
else
losx=0.5*(ya-yv(j))~2;
end
% ha Huber loss
if (loss==3)&&(losx>0.5%D2x)
losx=Dx*abs (ya-yv(j))-0.5%D2x;
end
% ha Tukey loss
if (loss==4)&&(losx>0.02*D2x)
losx=0.02%D2x;

64



41
42
43
44
45
46
47
48
49
50
51
52
53
54
55
56
57
58
59
60
61
62
63
64
65
66

end

for

end

end
if xv(j)==
errl=errl+losx;
else
errO=errO+losx;
end
end
if erril<errl_min
errl_min=erri;
ykl=ya;
end
if errO<errO_min
err0O_min=err0;
ykO=ya;
end
errifunc(i)=erri;

errOfunc(i)=err0;

i=1:1:mintaszam

if xv(i)==
yv(i)=yv(i)-ykl;

else
yv(i)=yv(i)-ykO;

end

endfunction
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B. fuggelék

Jelolések, jegyzékek

B.1. Jelolések

valtozo
vektor
matrix

identitas méatrix

SIS

<

bemeneti, kimeneti tér (magtér, képtér)
valoszintségi eloszléas

adatminta (adathalmaz)

normaélis eloszlas

egyenletes eloszlas

hipotézis tér

T2 = oY

hipotézisek halmaza

=
—
~

hipotézis (tanulo)

L tanul6 algoritmus

p(+) valoszintiségi stirtiség fiiggvény

p(-|) feltételes valoszintiségi strtségfiiggvény
P(") valoszintiségi eloszlas fiiggvény

P(-]-) feltételes valoszintségi eloszlas fliggvény

E. plf(-)] a D eloszlasbeli f(-) fiiggvény varhato értéke

var . .p[f(-)] a D eloszlasbeli f(-) fiiggvény szoérasa

I(-) indikator fiiggvény: 1 ha - igaz; 0, ha - nem igaz

sign(-) elgjel fliggvény: -1, 1 vagy 0 ha - < 0, - > 0, vagy
=0

err(-) hiba fiiggvény
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halmaz

sor vektor
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magyar

abszolat tébbségi szavazas
additiv logisztikus regresszios modellek
additiv stulyozott kombinacio
alapigazsag-fliggvény

diszkrét, kategorikus

dontési fa

egyszerd atlag

egyszerd lagy szavazas

elsé szintid tanuld

elutasitasi mechanizmus
exponencialis veszteségfiiggvény
éles cimke

értelmességi kritérium ellenGrzése
fa alapt hibrid modszerek
fliggetlen tanulo

gyenge (alap-, primitiv) tanuld, modell

gyorsitas

harom csucsu (binaris) donteési fa
helyettesits fiiggvény
helyettesits veszteségfiiggvény
heterogén modellsorozatok
hibrid modellek

hibrid modellek nyesése
homogén modellsorozatok
izotonikus regresszio
kalibracios modszerek
klasszifikacios hiba
klasszifikator

klasszifikator alapu silyozas
kockazatfiggvény

korai befejezési probléma
lagy szavazas

masodszintd tanuld

68

B.2. Magyar —angol sz6jegyzék

angol

majority voting

additive logistic regression modell
additive weighted combination
ground-truth function

nominal

decision tree

simple averaging

simple soft voting

first-level learner

rejection option

exponential loss function

crisp label

sanity check

bagging

individual learner, component learner
weak learner, base learner, base lear-
ning algorithm

boost

tree stamps

surrogate function

surrogate loss function
heterogeneous ensembles

ensemble methods, commitee-based
learning, multiple classifier systems
ensemble pruning

homogeneous ensembles

isotonic regression

calibration methods

classification error

classifier

classifier specific weight

risk function

early-termination problem

soft voting

second-level learner, meta-larner



mintaelem (adatpont) alapu silyozés

nagy torzitas

nehézségi osztaly
neuralis hélo

osztaly alaptu stlyozas
osztalyvaloszintiség
platt méretezés
posterior valoszintiség
relativ tobbségi szavazas
stabil

statisztikai probléma
stulyozott atlag
stulyozott lagy szavazas
sulyozott szavazas
szavazas

szamitasi id6 probléma
szorasnégyzet
tartovektor gép
jramintavételezés
djrasulyozas

veszteségfiiggvény

véletlen tippelés, OR algoritmus
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class-specific weight
high bias
complessity classis
neural network
class specific weight
class probability
platt scaling
posterior probability
plurality voting
robust

statistical issue
weighted averaging
weighted soft voting
weighted voting
voting
computational issue
variance

support vector machine
re-sampling
re-weighting
veszteség function

random guess, 0 algorithm
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