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Koszonetnyilvanitas
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I. rész

Téma 1smertetése

Szakdolgozatom témaja a Bayesi regresszio lesz, ami egy atlagostol eltéré megkozelitése a sta-
tisztikai kovetkeztetéseknek. Lényege, hogy Bayes tételét felhasznalva irjuk fel a kezdeti le-
hetGségeket, mint valtozo értékeket, amelyeknek tudjuk valamilyen tulajdonsigat, példaul az
eloszlésat. Ezen témakornek az ismertetésénél nagyon fontos, hogy megvizsgéaljuk az alapvetd
Osszefiiggéseket, amik segiteni fogjdk a megértést, mivel ez a tipust statisztikai szamitas eltér
a hagyomanyos modszerektdl.

A statisztikai kovetkeztetésekben mintakat figyeliink meg, és kiilonb6z6 tulajdonsagai alapjan
modellt allitunk fel, kovetkeztetiink a jovére, és emellett feltételezziik, hogy a majdani értékek
is ugyanigy fognak viselkedni, ahogy a mintaelemek alapjan varhato. De ezzel legtobbszor fel-
tételezni kell azt, hogy a hasznédlt minta megismételhetd, vagyis altaldnosithato az egész adatra,
elég jol reprezentélja az egész halmaz tulajdonsagait.

Ezzel ellentétben a bayesi megkozelités azt hasznalja fel, hogy a modell paramétereire valoszi-
ntiségi valtozokként tekintiink. Igy ezeknek a valtozoknak meghatarozhatjuk a prior vagyis az
el6zetes eloszlasat, amelyet a minta, vagyis a megfigyelésiink modosithat. Ebbdl kapjuk meg a
paraméterek utolagos, vagyis a poszteriori eloszlasat, ami alapjan mar adhatunk el6rejelzéseket,
illetve intervallumot amiben az az eloszlas megtalalhato lesz.

A Bayes-féle kovetkeztetés kozponti eleme, a bizonytalansag kozvetlen szamszertisitése, ami azt
jelenti, hogy elvileg nincs akadalya a sok paraméterrel és bonyolult, tobbrétegi valoszintiség-
meghatarozassal rendelkez6 modellek felépitésének sem.

A gyakorlatban a problémak tobbsége az ilyen nagy modellek felallitdsaval és szamitasaval
kapcsolatos.

A szakdolgozatom els6 felében az altalanos Bayesi gondolkodéasmodrol lesz szd. Foglalkozok
vele, hogy hogyan épiil fel, milyen részei vannak, ezek mit jelentenek, és hogyan befolyasoljak
a megoldast. Lathatova valik, hogy milyen esetekben hasznos, és milyen plusz informéciokkal
tud szolgalni.

A miésodik fejezetben a klasszikus, és a Bayesi linearis regressziorol lesz szo egy kicsit behatob-
ban is. El6szor a klasszikus modszert tekintem at, majd a Bayesi modszert részletesebben is
megvizsgalom.

Majd a kétféle megkdzelitést 0sszehasonlitom, hogy lathatova valjanak az eltérések, illetve az
Osszefiiggések.

Ezutédn néhany feladaton keresztiil R-es programkdddal is bemutatom az eltéréseket a két mod-
szer kozott, illetve itt mar képi megjelenése is lesz az adatoknak, ami szemléletesen mutatja be
a feladatok megoldasait.
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I1. rész

Bayesi statisztika

Ebben fejezetben a Bayesi nézet altalanos attekintésével fogok foglalkozni. Ez egy masik iré-
nyu gondolkodasméd, mint amivel altaldban a matematikdban és a statisztikdban talalkozni
szoktunk. Itt azt a kérdést tessziik fel, hogy a végeredményt amit kaptunk, mi befolyésolta.
Arra gondolhatunk, hogy ha van egy adathalmazunk, és egy ismeretlen paraméterét szeretnénk
tudni, akkor a matematika lehet6séget ad arra, hogy kiszamoljuk, hogy ha adunk egy pontos
értéket a paraméternek, akkor az mennyire fog jol passzolni a mintdhoz, tehat adott paraméter
mellett mennyire lesz valoszini az adott minta. Ez alapjan mar felallithatunk egy jobb modellt,
ami megadja az utolagos eloszlasokat.

1. Bayes tétel

A névado Thomas Bayes(1701-1761) angol matematikus, presbiterianus lelkész.

A problémakor pedig amivel foglalkozott az volt, hogy ha egy dobozban fekete és fehér golyok
vannak, akkor mennyi a valoszintisége, hogy feketét hiizunk, mi torténik ha tobbszor htzunk,
hogyan befolyasolja a megoldast, hogy melyik szinb6l mennyi van a dobozban. Megoldasa az
inverz valoszintiségre az "An Essay towards solving a Problem in the Doctrine of Chances" cimii
munkajaban jelent meg, de ezt csak tanitvanya, Richard Price adta ki haldla utan, 1763-ban.
Bayes igy definialja a valosziniiséget: "Egy esemény valoszintisége az arany akozott, hogy mi az
elképzelés, attol fliggden, hogy az eseménynek milyen lehetséges kimenetelei lehetnek, valamint
a vart dolog értéke kozott a megfigyelt kovetkeztetések alapjan." Ezt gy fordithatnank le, hogy
az esemény lehetséges kimenetelei az Gsszes eset, a vart dolog értéke a kovetkeztetések alapjan
pedig a jo esetek szama. Tehat a valoszintiség: jo eset osztva az Osszes esettel. Ennek egy lé-
péssel bonyolultabb valtozata a feltételes valoszintiség, amikor egy masik eset bekovetkezésétsl
is fiigg a megfigyelésiink.Fzt a kovetkez6képpen fogalmazhatjuk meg:

Legyen A és B két egymastol nem fiiggetlen esemény. Ekkor ha ismerjiik A és B események

P

dik, hogy

P(AB) = P(A|B)P(B)
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és termeészetesen

P(BA) = P(B|A)P(A)

és mivel az egylittes bekovetkezés valosziniisége szimmetrikus, azaz:
P(AB) = P(BA)
a jobb oldalak egyenlGvé tételével

P(A[B)P(B) = P(B|A)P(A)

Ezt atrendezve kapjuk Bayes tételét.

P(A|B)P(B)

P(BIA) = =5

Hogyha pedig B egy Bi, Bs, ..., Bk teljes eseményrendszer egyik eseménye, és A valoszintiségét
a teljes valosziniiség tétele szerint felbontjuk, akkor a Bayes-tétel méasik alakjat kapjuk.
Ez a kovetkez6képpen néz ki:

" P(A|B,)P(B;) = P(A)

i=1
Ezek mellett a feltételek mellett Bayes tétele:

__ P(A]B))P(B))
SoiL, P(A|Bi)P(B)

P(B;|A)

ahol j=1,.., K

1.1. Példa Bayes tételére

Tegyiik fel, hogy egy betegség kimutatiasahoz elvégeznek egy sziirGvizsgalatot. Ez a vizsgalat
tudjuk, hogy 90% valdszintiséggel tudja kimutatni a betegséget. De megtorténhet, hogy vala-
kit betegnek diagnosztizal, pedig egészséges. Ennek a valoszintisége 3 szazalék. A betegség a
lakossag 35%-at érinti. Azt szeretnénk tudni, hogy ha egy lakosrol a tesztelés utan az deriil ki,
hogy egészséges, mi a valoszintisége annak, hogy tényleg az.

Ha a betegség valoszintisége 35%, akkor annak a valoszintisége, hogy valaki egészséges, 656%
lesz. Viszont ha a teszt mondja azt, hogy valaki egészséges, akkor annak nyilvan nagyobb a
valoszintisége. De persze nem biztos, hiszen a teszt sem tdkéletes. De akkor vajon mekkora a
valoszintisége annak, hogy valaki tényleg egészséges?
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P (egészséges|teszt azt mondja, hogy egészésges)=7

Jeloljiik az eseményeket a kdvetkezdképpen:
By = egészséges
By = beteg

A = a teszt azt mondja, hogy egészséges

Felirhatjuk Bayes tételét:

P(A|By)P(B)
(A|B1)P(By) + P(A|By) P(By)

P(B1|A) = P

P(By) = 0.65
P(B,) = 0.35

Ha valaki egészséges, akkor a teszt 3 % eséllyel téved, és mondja betegnek, tehat 97 % az
esély arra, hogy ha valaki egészséges, akkor a teszt is ezt mutatja.

Ezért P(A|By) = 0.97

Ha pedig valaki beteg, akkor azt 90 %-os valoszintiséggel mutatja tényleg betegnek, és 10
%-ban pedig egészségesnek mondja.

Ebb6l P(A|B,) = 0.10

Ezutan mar csak be kell helyettesiteni az egyenletbe a megfelels értékeket, és megkapjuk a
keresett valoszintiséget.

0.97 - 0.65
P(B;|A) = —0.9474
(B1]4) 0.97-0.65+0.1-0.35

Ennek alapjan azt lathatjuk, hogy annak a valoszintisége, hogy egészségesek vagyunk ha a teszt
azt mondja, az csak 94.74 % lesz, tehat ennyire pontos a teszt.
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2. Hipotézisvizsgalat folytonos paraméter esetén

A XXI. szazadi statisztikiban, mér sok helyen megjelenik a bayes-i gondolkodasmod, 1évén
sokrétd problémakat kell matematikailag megfogalmazni, amiben nagyon nagy szerepe van a
feltételes valoszintiségeknek is. Elterjedt a hasznélata hierarchikus modellek felépitésénél. Az
a poszteriori eloszlas explicit kiszamitasa legtobbszor reménytelen, de hatékony Monte Carlo
modszerek allnak rendelkezésre. Ehhez érdemes attekinteni a fentebb emlitett Osszefiiggéseket.
Amikor egy adat bekovetkezésének a valoszintiségére vagyok kivancsi, akkor minden lehetséges
paramétert meg kellene probélni beilleszteni a modellbe, hogy megkapjuk, melyik a legponto-
sabb. Diszkrét esetben ez egy > -ként fog megjelenni a nevezében, folytonos esetben viszont
pontosan a paraméteren vett integral értékével fog megegyezni.

A hétkoznapokban ez egy visszafelé kovetkeztetés az események kozott. Ez a fajta forditott
gondolkodés amugy a statisztikatol nem &ll olyan tavol, elég csak a likelihood modszerre gon-
dolni.

A statisztikai kdvetkeztetésekrdl azt tudjuk, hogy minél nagyobb minta 4ll rendelkezésre, annal
pontosabb el6rejelzéseket lehet mondani. De figyelembe kell venni, hogy a hétkéznapi életben
bizonyos esetekben ezek a mintak nem csak hogy dragak lehetnek, néha nagyon koriilményes
a megfigyelésiik, sokszor pontatlanok, de egyéb nehezité koriilmények is felmeriilhetnek, ami
miatt torekedni kell ra, hogy minél kevesebb mintaval kapjuk meg az altalunk elvart pontossagu
eredményt.

Példaul egy gyogyszerkisérlet esetén a kezelt betegek tulélési aranyat kell 6sszehasonlitani a
mas kezelésben részesiiltekkel.

Ezek alapjan a bayesi hipotézisvizsgalat 1épései a kovetkezGképpen alakulnak:
Hipotézisek a priori valoszintiségének megadasa

Szabaly megalkotasa a dontéshez

Paraméterek prior stiriiségfiiggvényének kivalasztasa az egyes hipotézisek esetén
Poszterior stirtiségfiiggvény kiszamitasa az adatok alapjan

Dontés

1: A Bayes-statisztikdban, nincsen olyan nullhipotézisiink amire feltétleniil fokuszalni kelle-
ne csak tobb, egymassal egyenrangt hipotézis. Ezért itt nem is kell sokat gondolkodni, hiszen
a hipotézisek "szamozéasanak" nincs jelentdsége.

2: A legtobb esetben ez is egyértelmi a bayesidnus modszernél, hiszen a doéntés annyit je-
lent, hogy a legvaloszintibbnek talalt hipotézist valasztjuk, vagyis azt amelyiknek a legnagyobb
az a poszteriori valdszintisége.

3: A prior striségfiiggvény foglalja Gssze az elGzetes ismereteinket. A lehetséges eloszlaso-
kat a modell vizsgalataban fogom taglalni.

4: A prior strtségfiiggvény és a minta valoszintisége, azaz a likelihood fiiggvény segitségé-
vel létrehozzuk a poszterior stiriiségfiiggvényt is. Folytonos esetben ehhez Bayes tételét fogjuk
atalakitani:

P(y|o)P(9)

POly) = 1. P(y0)P(0)do

Az integral azért keriilt a nevezébe, mivel a valdszintiségeket folytonos esetben a strtiségfiigg-
vény integralja adja meg.
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2.1. Példa a bayesi hipotézisvizsgalatra:

Egy tusfiirdével foglalkozé cég szeretne betdrni egy 1j piacra, de az eddigi kampényai a népsze-
riisitésre nem voltak igazan jok: a legutobbi kozvélemény-kutatas szerint csak a lakossag 4 %-a
ismerte a terméket név alapjan. Emiatt felvettek egy 4j szakembert, hogy segitsen népszertisi-
teni. Az elvarasuk az lesz, hogy legalabb 8 %-ra n6jon az ismertség. A kovetkezd felmérésben
szazbol kilenc ember ismerte fel a markat. Sikeres volt-e a reklam, ha a féndkei csak akkor is-
merik el eredményesnek a munkajat, ha legalabb 90 % biztonsaggal 8 %, vagy afolotti tusfiirds
ismertsége?

Hy:p<0.08

Hy :p>0.08

A dontési szabély: P(Hz) > 0.9

Prior siirtségfiiggvény: ~ Beta(1,24)

Ennek az a priori eloszlasnak a varhato értéke 0.04, és eszerint a H, hipotézis a priori val0szi-
niisége kb. 0.86, mig a Hy hipotézisé csak kb. 0.14.

A likelihood fiiggvény, és a poszterior stiriiségfiiggvény:

Plagln = (') -

100\ o ot
Fpl—) = P(slp)f(0) ( 9 )P (1—p)° (1 —p)
1007 [ P(351p) f (p)dp R (180) .

A nevez6 egy konstans, tehat az a poszteriori stirtiségfiiggvény p?(1 — p)''* konstansszorosa.
Ez egy olyan Béta eloszlas lesz, aminek a paraméterei 10 és 115. Ezutan azt kell meghaté-
roznunk, hogy emellett az a poszteriori eloszlas mellett a 0.08-nal nagyobb paraméterértékek
poszterior valoszintisége.

A H, hipotézis a poszteriori valosziniisége Beta(10,115) eloszlas mellett 0.536 lesz, mig a Hj
hipotézisé 0.464 ami messze elmarad az elvart 0.9-t5l. Tgy a kovetkeztetésiink az lesz, hogy nem
volt elég sikeres a reklamkampany. Természetesen més a priori eloszlas valasztasa esetén mas
kovetkeztetésre is juthattunk volna.
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3. A priori eloszlasok

Ebben a fejezetben megvizsgaljuk, hogy milyen a priori eloszlasokat szoktak hasznélni a bayesi
statisztikdban. 2 féle lehetGséget kiilonboztetiink meg:

Van el6zetes informécionk, tehat viszonylag nagy biztonsaggal tudjuk a paraméterek elosz-
lasat. Ekkor informativ priorrél beszéliink.

Amikor nincsen elézetes informéacionk, vagy nagyon kicsi a minta, és ezért nem akarjuk, hogy
az el6zetes tudas befolyéassal legyen a megoldésra, akkor nem informativ priorokrél beszéliink.

Konjugalt priorok

Mivel a poszterior eloszlas egy szorzat, ezért célszerd ekkor gy valasztani a prior eloszlast
is, hogy megegyezzen likelihood fliggvény tipusaval, és ekkor a poszterior eloszlas is ugyanilyen
lesz. Ebben az esetben konjugalt priorokrél beszéliink, amikre pontosan az igaz, hogy ugyan-
abba az eloszlas csoportba tartoznak, mint a bel6liik képzett poszterior.

A konjugélt priorok tulajdonsagai:
-Egy prior tébb likelihood fiiggvényre is lehet konjugélt, de nem mindig lehet megadni, van
olyan likelihood fiiggvény, aminek nincs konjugalt prior eloszlasa.

Béta konjugalt a priori eloszlast a kdvetkezd esetekben hasznalhatunk:

-A minta eloszlasa Binomialis(m, ) ahol m ismert, és 6 az ismeretlen paraméter
a poszteriori eloszlas:

p(0)z) ~ Beta(z T; + a,nm — le + B)
i=1 i=1

-A minta eloszlasa Bernoulli(f) ahol 6 az ismeretlen paraméter
a poszteriori eloszlas:

p(f]x) ~ Beta(z T, +a,n— Z z; + )
i=1 i=1

-A minta eloszlasa Geometriai(6) ahol 6 az ismeretlen paraméter
a poszteriori eloszlas:

p(0]z) ~ Beta(a+n, B + Z ;)

=1

-A minta eloszlasa NegBin(r, ) ahol r ismert, és 6 az ismeretlen paraméter
a poszteriori eloszlas:

p(0|x) ~ Beta(a + nr, 5 + le)
i=1

Gamma konjugélt a priori eloszlast a kovetkez6 esetekben hasznalhatunk:

10
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-A minta eloszlasa Gamma(a, ) ahol « ismert, és az ismeretlen -ra a prior Gamma(ag, Bo)
a poszteriori eloszlas:

p(Blz) ~ Gammal(ag +na, fo + Y ;)

i=1

-A minta eloszlasa Exp()) és a prior A\-ra Gamma(ayg, o)
a poszteriori eloszlas:

p(Alx) ~ Gamma(ag + n, By + Z x;)

i=1

-A minta eloszlasa Poisson(\) és a prior A\-ra Gamma(ay, Bo)
a poszteriori eloszlas:

p(A|z) ~ Gamma(ag + Z xi, fo + 1)

=1

-A minta eloszlasa Norm(u, 7 = %) ahol p ismert, 7 pedig ismeretlen, a prior eloszlas 7-
ra Gamma(ay, Bo)
a poszteriori eloszlasa:

n 1 n 2
p(7]|z) ~ Gamma(ag + > Bo + > ;(xl —7)%)

Egyéb konjugélt priorok

-A minta eloszlasa Norm(u,7 = 0—12) ahol 7 ismert, p ismeretlen, és a prior eloszlas p-re
Norm(po, m0)
a poszteriori eloszlas:
n
HoTo + T D0 T
To +NT

p(p|z) ~ Norm( ,To + nT)

-A minta eloszlasa Norm(u, 0?), ahol p ismert, o2 ismeretlen, és a prior o%-re InverzGamma(c, 3)
eloszlast kovet. Az, hogy a o2 inverzgamma eloszlast azt jelenti, hogy az 0—12 gamma eloszlast
kévet.

a poszteriori eloszlas:

2 n 1 ¢ 2
~ 1 G — - P —
p(o°|z) ~ InverzGamma(a + 2,6—1— 5 Zzl(x 1))
-Végiil alljon itt a normalis eloszlas példaja abban az esetben, ha egyik paraméterét sem ismer-
jiik. Itt nem konjugélt a priori eloszlast valasztunk, hanem megadjuk, hogy mi egy gyakori a

priori eloszlas ebben az esetben.Amikor a minta Norm(u, ) de egyik paraméterét sem ismer-
jiik, akkor is fel tudjuk irni a poszterior eloszlast, felhasznalva, hogy a prior eloszlas p(u, 7) o %

11



Szab6 Kinga Bayesi regresszio

a poszteriori eloszlas:

P, 71) o T ewp(— e (—— 3 (s — 1)?))

21'n — 14
=1

Varhato érték és szordsnégyzet a poszteriori eloszlasa:
Ugy kaphatjuk meg a u vagy o? siirtiségfiiggvényét, hogy az egyiittes siiriségfiiggveényt ki-
integraljuk az egyik valtozd szerint.

A fenti példéak koziil illusztracioként levezetjiik azt az esetet, amikor a minta normalis eloszlasi,
a szoras ismert, a varhato érték pedig ismeretlen paraméter. Azért valasztottuk ezt a példat,
mivel ez a kés6bb targyalando regresszios modellnek egy nagyon egyszert specidlis esete. Ebbdl
fakad az is, hogy most a mintaelemeket nem x-ek, hanem y-ok jelolik.

Legyen y1,vo,...,y, figgetlen, azonos eloszlasi minta, ahol a mintaelemek normélis elosz-
lastak o varhato értékkel és o2 szorasnégyzettel. Az egyszertiség kedvéért feltessziik, hogy o
ismert. Megmutatjuk, hogy ekkor pu-re a konjugalt a priori eloszlds normalis, azaz ha normalis
eloszlast valasztunk a priori eloszlasnak, akkor az a poszteriori eloszlas is normalis lesz.

Legyen tehat p a priori eloszlasa N (g, 03), és 1o = 1/0?, azaz

p(p) o eXp{—(M_—/;O)Q} = eXp{—M}.

204 2

Tovabba a minta likelihoodja

p(ylw) O<Hexp{ 202 } Hexp{ ”)2}-

Bayes tétele szerint az a poszteriori eloszlas konstans szorzotol eltekintve megegyezik az a priori
stirtiség és a likelihood szorzataval:

pluly) ox pli)p(uli) ox exp {_ (% 5s w) } |

A kitevGben kerek zérojelben 4116 mennyiség a pu-nek masodfoku fliiggvénye. Alakitsuk ezt teljes
négyzetté!

— 2 n )2
Tolp — 1o)” 5 to) + ; Ty 5 ) _nt nTM2 — (Top0 + TZ%)# + konst.

2

Ebbdl teljes négyzetet kialakitva a kévetkezdt kapjuk:

To +nt ( B Totto + T Y Vi

2
) + konst.
2 To +nT

Ezt visszairva az eredeti kifejezésbe, kapjuk, hogy

2
To + N7 Tolo + 7D Y;
p(uly) ocexp{—T (10 Tt ren) }

To +nT

12
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Topo+7 D Yi

ami éppen egy olyan normaélis eloszlas stirtségfiiggvénye, melynek varhatéd értéke o

szorasnégyzetének reciproka pedig 79 + n7.
Improprius priorok

Improprius priorokrol akkor beszélhetiink, hogyha nem negativak, de az integraljuk [—oo, 0o]
k6zott nem 1, hanem oo. De ezekbdl a priorokbol ugyantugy szamolhatunk fprmalisan a poszteri-
ori eloszlast, és gyakran az mar valodi eloszlas lesz, tehat sokszor még az ilyen kevés informéciot
tartalmazo kezdeti feltétel is nagyon hasznos. Ilyen improprius a priori eloszlas példaul a lapos
(konstans) prior a normalis eloszlas varhato értékére.

Nem informativ priorok

Amikor sok adat van, és csak néhany paraméter, akkor nagyon hasznos tud lenni a nem in-
formativ prior eloszlés, és elfogadhatd eredményeket ad gy, hogy kevesebbet kellett dolgozni,
mintha a prior tudast irjuk fel valosziniiségként. Kis méret, vagy sok paraméter esetén a likeliho-
od fiiggvény kevésbé élesen csticsosodik, ezért akkor fontosabb a prior eloszlas, és a hierarchikus
modell.

13
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ITI. rész

Regresszi6

Ebben a fejezetben fogom vizsgalni a lineéris regressziot, elgszor a hagyomanyos, majd a Bayesi
megkozelitésbdél is. De el6tte még fontos, hogy a magyarézé valtozok méatrixdval megismerked-
jiink, mivel ezek fogjék az elméleti adatokat sszefoglalni, ez segit abban, hogy egy feladatként
tekinthessiink az egyenletekre.

A legaltalanosabb esetet rendes linearis regressziénak nevezziik, ahol a megfigyelt hibak fiig-
getlenek, és egyenl§ szordsuak. Vektorként felirva, a kovetkezdképpen néz ki:

ylB.o, X ~ N(XB,0°I)

4. Magyarazo6 valtozok matrixa

Tekintsiink egy regresszios problémat, ahol a megjosolni kivant fiiggs valtozé nem egyetlen va-
16s értékd skalar, hanem valds szdmok m hosszisagi vektora. Van n darab megfigyelés, ahol
minden egyes megfigyelésnél ¢ darab elem all, £ — 1 magyarazé valtozd, csoportositva egy k
hosszti vektorba (ahova egy konstans 1 keriilt még be). Ezt gy lehet tekinteni, mint m darab
kapcsolodo regresszids problémat.

_ T

Yin = x; b1+ €
_ T

Yio = Tj P2+ €2
_ T

Yim = I; Bm + €im

Ezt tekinthetjiik egyetlen regresszios probléménak, ahol az eredmény egy sorvektor, és a reg-
resszios egylitthaté vektorok is egymasmellé vannak téve, a kévetkezd képpen:

o =oTB 4+

A B egyititthatoé matrix egy olyan méatrix, ahol az egyes regresszios probléméakhoz tartozo egyiitt-
hato vektorokat vizszintesen egymasra helyezziik:

5171 Bl,m
B—[(4)--(Bu)l =[] - || - |

Bra Bre.m

A teljes problémat matrixokkal irhatjuk fel:
Y = XB + E Itt az X méatrix k darab magyarazo6 valtozo értékeit tartalmazza, a megfigyelések
szama pedig n.

1 11 T12 T13 ... X1k
1 To1 T2 T23 ... Xk
X = 1 31 X322 I33 ... X3k
1 Tnl Tp2 Tpz ... Tpk

14
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5. Klasszikus regresszié bemutatasa

A regresszio mint kifejezés az angol "regression to the mean" kifejezésbdl szarmazik, amelynek
jelentése, visszatérés az atlaghoz. Els6 emlitése Francis Galton-t6l szarmazik, aki férfiak, és fiaik
magassaganak Osszefliggéseit vizsgalta. Az 6 meglatasa szerint, a magasabb apaknak a fiaik is
magasabbak lesznek, de nem ugyanannyival, és igy a gyerekek visszatérnek az atlagos testma-
gassdgahoz. A regresszidszamitas lényege az, hogy megvizsgaljuk, hogy az altalunk kivalasztott
eredményvaltozo hogyan fiigg a tobbi, Ggynevezett magyarazo valtozotol. Tehat keressiik a val-
tozokra vonatkozo adott tulajdonsagu fiiggvényeket, kapcsolatokat, és ezeket irjuk fel képlettel.
Tehét a regresszioszamitas lényege, hogy egy bizonyos valtozo (az eredményvaltozo) hogyan
fiigg mas valtozok alakulasatol (a magyarazo valtozoktol). Ez képlettel a kovetkezsképpen néz
ki linearis fiiggvénykapcsolat esetén:

y = Bo+ fix1 + Poxa + ... + Brxi + €

Ekkor € a hibatag.
y becslése:

Y= Bo+ i1 + Poxa + ... + Py

A megoldashoz Sy, £;... paraméterek kellenek, amelyeknek kapcsan tobb kérdés is felmeriil.
Jol valasztottuk meg a modelliinket? Helyesek a magyarazo valtozok? Meggy6zGen magya-
razzak az eredményvaltozot? Ezeknek a bizonytalansigoknak a szamszeriisitésére hasznaljuk
a hibakat. Megvizsgaljuk a reziduélisokat, azaz az illeszkedési hibakat azoknal a pontoknal,
amelyek alapjan a regressziot felirtuk. Ezek az alabbi formaban jelennek meg:

Gi:yz’—@‘

A rezidudlisokbol képzett mutatod, az eltérés-négyzetdsszeg

SSE = Zef = Z(yz — )

_\/SSE_\/Zeg
Se = n n

és az R? determinécios egyiitthatot, ami azt mutatja, hogy a modellben hasznalt magyarazo
valtozok, mekkora részét magyarazzak meg az y valtozo variancidjanak.

2 (i —7)?
=S P

Kiszamoljuk a rezidualis szorast

Ez az egyik legfontosabb informéacié a modell helyességérél. Ezutan hipotézisvizsgalattal tesz-
telhetiink minden magyaraz6 valtozot, amivel kiszirhetjiik, hogy melyek az igazan fontosak,
amik tényleg magyaraznak, és megbizhatoak.

Végiil globalis F-probaval az egész modellt teszteljiik.

15
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5.1. Példa klasszikus regresszidra

Ha tul sokat esziink, el fogunk hizni. Ennek szamszertsitésére végeznek kisérletet 12 emberrel,
akiknek a testtomegiik azonos. Egy honapig vizsgaltik a kilok noévekedését, ezek lesznek az
eredményvaltozok, a naponta bevitt energia és a napi mozgas a magyarazd valtozo, valamint
még egy valtozo, ami 1 vagy 0 attol fiiggden, hogy a vizsgalt ember hajlamos-e a hizasra, vagy
sem. A feladathoz tartozo adatokat egy méatrixba rendezziik, ahol az oszlopok rendre: szokasos
konstans egyes oszlop, napi bevitt energia (kaléria), mozgéssal toltott id6 (perc), hizasra valo
hajlam. Az y vektor az egy honap alatt bekdvetkezett valtozast mutatja.

2000 0 O
2200 15 0
2500 0 O
2600 15 0
2800 20 0O
3000 30 0O
1
1
1
1
1
1

[«
I

2000 O
2100 15
2500 0
2600 15
2600 20
2800 30

Elgszor kiszamitjuk a linearis regresszio paramétereinek becslését: E = (XTX)"'XTy

I
= b b b b e e

Ehhez sziikség van az (X7 X)~! matrixra, ami a kovetkezSképpen néz ki:

8.8292  —0.0038  0.0679  —0.4843
—0.0038 0.000002 —0.00004 —0.0001
0.0679 —0.00004 0.0001  —0.0029
—0.4843 —0.0001 —0.0029  0.3452

(XTx) 7 =

[; paraméterei a 3 vektorban vannak

—7.7272
0.0036
—0.0725
0.8044

EI (XTx)leTg —

Vagyis ezek szerint By = —7.7272, 1 = 0.0036, B> = —0.0725, B3 = 0.8044
Ezeket értelmezhetjiik:

B\o: A konstans tag

B\l: Ez mutatja meg, hogy ha napi egy kaloridval tobbet visziink be, akkor az a honap vé-
gén hany kilo pluszt fog okozni.

B\Q: Ebbdl az lathatod, hogy napi egy perc mozgas hogyan befolyasolja a sulyt.

16
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33: Azt mutatja, hogy ugyanannyi bevitt kaléria és ugyanannyi mozgas mellett a hizasra haj-
lamos emberek mennyivel tébbet hiznak, mint azok, akik nem hajlamosak hizasra.

Ezutan kiszamoljuk y értékét, az egyenletbe x-et irva.

—0.53 0
—0.89 -1
1.27 1
0.55 1
0.90 0
0.89 2
0.28 1
—0.45 -1
2.07 2
1.35 2

1

1

<)
I

|
I

0.98
0.98

7=0.75
Ekkor a determinécios egyiitthato: R? = 0.685

Ebbél azt latjuk, hogy a modell magyarazo ereje 68%.

17
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6. Bayesi regresszio

Ebben a fejezetben a bayesi regresszié keriil a koézéppontba. Ez a regresszionak egy olyan
fajtaja, ahol Bayes-kovetkeztetéseket épithetiink a statisztikdba. Ha a regresszios modell hibai
fiiggetlenek, és normalis eloszlast kdvetnek, valamint adott egy a priori eloszlas, akkor a modell
paramétereinek eloszlasara explicit eredményt kaphatunk.

A lineéris regresszié esetén a modelliink:

yi=zab+- - trabte =z f+e, i=1,...,n,

ahol z; = (z1,...,7i) " az i-edik megfigyeléshez tartozd magyardzo valtozok vektora, 3 =
(B1,...,Bc)" az ismeretlen egyiitthatok vektora, g; ~ N(0,0?) pedig fiiggetlen hibdk. Ekkor
y; ~ N(x] B3, 0?) fiiggetlenek i = 1,...,n esetén, melyet a kivetkezs alakban is irhatunk:

ylB, 0. X ~ N(XB,0°I),

ahol I az n X n-es identitds matrix.
Kérdés, hogy milyen a priori eloszlast valasszunk a (3, o) paraméterekre. Az egyik leggyak-
rabban hasznalt (neminformativ) valasztas a

p(B,0%) x o

improprius a priori eloszlas, ez annak felel meg, hogy a (3,logo) vektor stiriisége konstans.
Ekkor explicit formédban megadhat6 a paraméterek a poszteriori eloszlésa, melyet a kovetkezd
szorzat-alakban adunk meg:

p(B,0%y) = p(o®|y)p(Blo?,y).

Itt a masodik tényezd az egyiitthatok feltételes a poszteriori eloszlasa o?-re, ami egy tobbdi-
menzios normalis eloszlas: )
Blo®,y ~ N(8, Vza?),
ahol
B=XTX)'XTy, Vi=(X"X)L
Az elsé tényezs pedig a o2 a poszteriori eloszlasa, mely (skalazott) inverz-x? lesz:

JQ\y ~ IHV—XQ(TL -k, 32),

ahol .
st = m(y - XB)'(y - XP).
Az Inv — x*(v, s?) eloszlas ugyanaz, mint az Inv — Gamma(v/2,vs?/2) eloszlas.

Eszrevehetd, hogy ennél az a priori eloszlasnal a 3 paraméterek Bayes-becslése (az a posz-
teriori varhato érték) B, mely megegyezik a klasszikus lineéris regresszional levezetett becslé-
sekkel. Megjegyezziik, hogy a kapott a poszteriori eloszlas valodi eloszlas lesz (tehat véges az
integralja), amennyiben n > k, és az X matrix rangja k.

Milyen més a priori valasztas jon még szoba? Itt mér joval nehezebb egy konjugalt a priori
- a poszteriori eloszlaspart talalni a (3, 0?) paraméterekre, ezért csak az eredményeket foglaljuk
ossze. Erdekes modon éppen az elébb kapott a poszteriori eloszlasra hasonlé a priori lesz a jo
valasztas:

p(8,02) = p(o?)p(Blo?),
ahol 02 a priori eloszlasa inverz-x?, és 3 feltételes a priori eloszlasa o2-re tébbdimenzids nor-
malis. Ekkor az a poszteriori eloszlas is pontosan ilyen szorzat alaki, csak az inverz-y?, illetve
a normalis eloszlas paraméterei a minta alapjan moédosulnak.

Természetesen més a priori eloszlasok is szoba jonnek, az R-ben irt rstanarm csomagban
valaszthatunk példaul ¢, Cauchy, vagy exponencialis eloszlast is.

2
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6.1. Regresszid célja

A regresszi6o célja Bayesi esetben az lesz, hogy egy adott paraméter eloszlasat megtalaljuk a
megfigyelt minta esetében. Itt fontos a paraméterek értéktartomanyanak meghatarozasa, hogy
biztosan a megfigyeléseinket kapjuk.

A kovetkeztetés alapkoncepcidja a statisztikai kovetkeztetéshez hasonlo elvekbdl indul ki. A
statisztikai kovetkeztetés soran a kovetkeztetések bizonytalansiganak mértéke a valoszintiség
szamszertisitésével hatarozhato meg. Lényeg megértésének érdekében tekintsiik a kdvetkezd
példat: a klasszikus statisztikdAban nem lenne értelme koézvetlen moédon hozzarendelni egy ese-
ményhez annak valoszintiségét, ha tudjuk, hogy az az esemény csak egyetlen egyszer fordulhat
el6 (példaul egyetlen érmefeldobas eredménye).

Ugyanakkor azt érdemes megjegyezni, hogy minél t6bbszor ismételjiilk meg az érmefeldobést,
az eredményeink annal jobban fognak az 50%-os (fele-fele) aranyhoz kozeliteni. Ez a bayesi
statisztika 6 szdla, ez adja a modszer 1étjogosultsagat.

A statisztikai modellek altalanosan meghataroznak néhény statisztikai feltételezést és folya-
matot, amelyek a minta adatainak generalasanak modjabol adodnak. Ezen statisztikai mo-
delleknek szamos paramétere van, amelyek modosithatoak. Az érmefeldobos példat tekintve:
az kisérlet kimenete felfoghaté egy Bernoulli-eloszlast koveté mintaként, amely két lehetséges
kimenetet modellez. A Bernoulli-eloszlasnak egyetlen paramétere van, amely ebben az esetben
megfeleltethets az egyik lehetséges kimenetel valoszintiségének. A Bayesi kovetkeztetés soran
az adatok elemzéséhez kulcsfontossagi egy megfelel6 modell kidolgozasa. Az esetek tobbsé-
gében a modellek csak megkozelitik a valos folyamatot, de nem vesznek figyelembe bizonyos
tényezdoket, amelyek befolyasolhatjak az adatokat. A Bayesi kivetkeztetésekben a valdszintiség
hozzarendelhet$ adott modellek paramétereihez, a paraméterek pedig valoszintiségi valtozoként
kifejezhetéek. A Bayesi kovetkeztetések 1j bizonyitékok begytijtését kovetGen a Bayes-tétel
segitségevel frissitik /aktualizaljak a valosziniiségi mutatokat, ezzel segitve a pontosabb eredmé-
nyeket.
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6.2. Szabalyozas, méretek csokkentése

Akércsak a klasszikus regresszidoban, a bayesi esetben is fontos, hogy a magyaraz6 valtozokat
jol valasszuk meg.

Ez a gyakorlatban azt jelenti, hogy a nem megfigyelt valtozok egyiitthatoit nullava tehetjiik.
Valamint az el6zetes informécidinkat is bovithetjiik. Sok magyarazo valtozo esetén, ha ezeknek
a valoszintsége irrelevans, akkor a prior eloszlasat nulla kézéppontu t-eloszlasnak vehetjiik. Ez
alapjan modhatjuk azt, hogy a valtoz6 most nem fontos, de van egy elézetes informacioé benne,
ami viszont fontos.

Emellett fontos az adatok megfelelg alakba torténs atirasa. Példaul gyakran sziikséges le-
het az adatok atskaladzasa, hogy megfelel6 nagysagrendiiek legyenek. A maximum likelihood
vagy legkisebb négyzetek becslésénél, vagy ha linearis regressziot hajtunk végre neminformativ
egyenletes a priori eloszlassal a 3, egyiitthatok linearis transzformécioi nincsenek hatéssal a ko-
vetkeztetésekre. Bayes-i kornyezetben azonban transzformaciok - akar lineéris transzformaciok
is linearis modellben - fontosak lehetnek.

Harom fontos szempont jatszik szerepet a Bayesi szabalyozasban:

-Az eloszlas helye és nagysaga:
Egy koncentraltabb prior mellett a regularizacié fontosabb mint a kevésbé koncentralt esetben.

-Az eloszlas analitikus formaja:
A normalis eloszlas a becsléseket novelheti, példaul egy Cauchy eloszlas jobban regularizal az
atlag kozelében 16v6 becslésekben és kevésbé a messze 1évG becslésekben.

-Hogyan foglaljuk 0ssze a poszteriori kdvetkeztetést:

Egy olyan poszterior eloszlasnal, amely néhany variaciot elhagy, simabban (vagyis jobban szaba-
lyozva) nézhet ki, a fliiggvény, mint a teljes poszteriort tekintenénk, igy a szamunkra érdekesebb
informéaciok jobban nyomon kdvethetévé valnak.
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IV. rész

Megkozelitések osszehasonlitasa

Ha &ltalanossagban tekintiink a statisztikara, akkor lathatjuk, hogy nagyon nagy jelentGsége
van az elégséges statisztika fogalméanak. Akkor neveziink egy statisztikat elégségesnek egy pa-
raméterre, hogyha mindent amit megtudhatunk a paraméterrsl, azt a statisztikidbol valoban
meg is tudjuk.

Ehhez szorosan kapcsolodik a mintdk egyik legfontosabb tulajdonsiga, a likelihood fiiggvénye,
amelyre a kovetkez§ elvet ismerjiik:

Ha két kisérletnek ugyanaz a likelihood fiiggvénye (pozitiv konstans szorz6tol eltekintve), akkor
ugyanazt az evidencidt kell szolgéltatniuk, vagyis ugyanabbol a statisztikabol vannak.

A kovetkezd példa azt mutatja be, hogy a klasszikus statisztikaban ez hol sériil.
-Példa a likelihood elv megsértésére

Tegyiik fel, hogy fiiggetlen, 0 — 1 eseményeket n-szer megfigyeliink. Legyen ez az elsG ki-
sérlet. Ilyenkor az eloszlas binomidlis lesz.

P(k|p,n) = (Z) A

A masodik kisérletben azonban megallunk, miutan k-szor bekdvetkezett az 1-es esemény.
Igy ennek az eloszlasa negativ binomialis lesz.

P(nlp, k) = (Z B} D P —p)n*

Ha az els6 kisérletben k£ db egyes van, és a masodik kisérletben pedig n db kisérlet kellett
a k db egyeshez, akkor a két kisérlet likelihood fiiggvénye konstans szorzotol eltekintve meg
fog egyezni. De mivel a valoszintiségek nem egyeznek, ezért az ezekbdl adodo tesztek vagy
konfidencia intervallumok masok lehetnek.

A kovetkezd tablazatban Osszefoglalva is lathaté a lényegi eltérés a két modszer kozott.

Tulajdonsag Klasszikus statisztika Bayesi statisztika
Paraméter Rogzitett, P(X|0) X fiiggvénye,és 0 fix | V.v. P(X|0) 0 fiiggvénye, és X fix
Valoszintiség Objektiv Akar szubjektiv is lehet
Prior informacio Nincs, vagy csak kevés Van, és dontGen fontos
Minta Egy van, de tobbet feltételeziink Egy van, és csak azt értékeljiik
Intervallum Konfidenciaintervallum Credible intervallum

Természetesen ez a tablazat még igényel némi magyarazatot.
Az els6, és leginkdbb szembeting kiilonbség, hogy mig a klasszikus statisztika rogzitett para-
méterekkel dolgozik, addig a bayesi valoszintiségi valtozokként tekint rajuk ami lehet6vé teszi
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tobb informécid bevonasat is.

A masodik sorban mutatkozik meg, hogy a bayesi statisztika sokkal megengedébb a valoszi-
niiségekkel szemben, és jobban figyelembe tudja venni a szubjektiv értékeket is. Ezt abbol
lathatjuk, hogy MI hatarozzuk meg, milyen a priori eloszlasfiiggvényt hasznaljunk. Erre a ké-
s6bbiekben még ki fogok térni, hogy mikor milyen alakot érdemes hasznéalni

Nagyon fontos emellett, hogy itt mutatkozik meg, hogy mig a klasszikus statisztika fix X érté-
kekhez, vagyis a minta elemeihez keres 6 paraméter értéket, ami egy intervallumban lesz, addig
a Bayesi pont forditva gondolkodik, azaz fix # paraméter mellett hogyan alakul az X minta
bekovetkezésének a valdszintisége.

A harmadik sorban azt lathatjuk, hogy szintén vannak kiilénbségek, mert mig az elsG eset-
ben a kiils§ informéciok nincsenek, és a modellbe nehezen kédolhatoak, addig Bayesi megko-
zelitésben egyéb, a mintatol fliggetlen kiilsé tényezoket is figyelembe tudunk venni az eloszlas
meghatarozasakor. Pontosan emiatt gondoljak sokan szubjektivnek a Bayesi statisztikat, hiszen
altalunk el6re kozolt informéciokat hasznalunk az el6rejelzésben, de ha jobban belegondolunk,
a valdsadgban is nagyon ritka az, hogy semmilyen el6zetes informacidéval nem rendelkeziink ami
elGsegithetné a feladatunkat.

A kovetkez6 sora a tdblazatnak talan a legszemléletesebb bemutatasa az eltérésnek. Az altala-
nos esetben ugyanis csak egy mintank van, de tigy tekintiink ra, hogy ez a minta j6l reprezentalja
a teljes halmazt, és barmikor, akarhanyszor megismételve ugyanezt az eloszlast kapnank. Ez
természetesen ellentmond az altaldnos tapasztalatokkal, hiszen a mintak létrehozésa mindig
erGforrasokat igényel.

A Bayesi esetben viszont szintén egy minta van, de csak azt az egyet fogjuk értékelni, és nem
feltételezziik a megismételhetdségét. Csak annyit allitunk, hogy erre az egyedi mintara adott
prior mellett milyen a poszterior eloszlast kapunk, de ez egyediil nem reprezentalja a teljes
egészet, mivel ha mas mintaval szamolok, akkor més eredményt fogok kapni.

Az utols6 sorban lathatjuk, hogy mit kapunk az egyes modszerek végén. Klasszikus esetben,
egy konfidencia intervallumot. Ez sz6 szerinti értelmezésben annyit jelent, hogy barmi is a pa-
raméter értéke, a mintabol kiszadmolt intervallum adott eséllyel tartalmazni fogja a paramétert.
Ellentétben a Bayesi esettel, ahol egy olyan intervallumot kapok, amiben valahany % eséllyel
ténylegesen benne van a paraméter. Persze ehhez kell egy a prior eloszlas, vagyis elGzetes
informaciokat kell felhasznélni.
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V. rész
Gyakorlati példak, és R-es megoldasok

Ebben a fejezetben két feladaton keresztiil fogom az alkalmazasokat bemutatni. Az egyik egy-
valtozos, diszkrét eset, a méasik pedig 3 valtozos, folytonos eset. Mind a két feladat két részbol
fog allni, az elsé a klasszikus, a masodik pedig a bayesi irany. Igy lathatova valnak a kiilonbsé-
gek, amit az Osszefoglalasban fogok taglalni.

A megoldashoz az R programot fogom hasznalni, ami a statisztikiban az egyik leggyakrab-
ban hasznalt programozasi nyelv. Sokréti lehet6ségeket tartalmaz, amelyeket kiilénb6zé cso-
magokban lehet hozza letdlteni, és szidmtalan matematikai problémara megoldast kindlnak.
Szamomra most az rstanarm csomag az egyik legfontosabb. Ez a csomag kimondottan a Ba-
yes tipust problémakdr megoldaséara szolgal, beépitett fiiggvénykkel, amelyek lehetévé teszik a
szemléletes bemutatast is. A konkrét feladatok kodjai a fiiggelékben talalhatoak, az adatokat
tartalmazo tablazattal egyiitt.

7. I.Feladat

A mintank Chicago allambol van, és az adatok strukturaja az allam irdnyitészdmonkénti fel-
osztésat tartalmazza. Az els6 oszlopban az atlagos tiizesetek szamat latjuk 1000 lakasonként,
a masodikban pedig az atlagos lopasok szamat latjuk 1000 fére. Megvizsgalom klasszikus, és
Bayesi modszerekkel, hogy milyen Osszefiiggés van a két adat kozott, tehat hogy hogyan fiigg
Ossze a tilizesetek szdma, és a lopasok szama.

7.1. Klasszikus megkozelités

Ebben az esetben feltételezziik, hogy az adataink kozott linearis Osszefiiggés van.
A megoldés 1épései:

Adatok vizsgalata

Modell felirasa

Linearis modell illesztése

Eredmények értékelése

Az adatainkat a kdvetkezs grafikonnal szemléltethetjiik:

160 -

o
=]
'

lopasok szama/1000 f§
m

10 20 a0 40
tlzesetek szama/1000 lakas
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Ebbél a grafikonbdl az olvashato ki elsé ranézésre, hogy az adatok linearishoz hasonléan nove-
kednek amig a tiizesetek szama nem né tal nagyra. Amikor viszont a tlizesetek szadma megnd,
akkor a lopasok szama mar nem linearisan fog novekedni, s6t elég nagy visszaesés van. Egy
kiugré adatot latunk, ahol a tiizesetek, és a lopasok szdma is nagyon magas.

A linearis regressziot az R beépitett fiiggvényeként taldljuk meg, Im, vagy glm paranccsal,
majd a summary utasitassal kapunk bévebb informéciot.

Deviance Residuals:
Min 10 Median Elo] Max
-11. 251 -5.292 -3.882 4.122 21.811

coefficients:

Estimate std. Error t value Pr(=|t])
(Intercept) 4.90749 2.24983 2.181 (0.035101 =
Y 0.23125 0.05536 4. 177 D.0DDDL5S5 ##=®

signif. codes: © f***? g 001 "**' Q.01 *T 0.05 °.7 0.1° ' 1
(Dispersion parameter for gaussian family taken to be 66.7027)

Null deviance: 3832.0 on 41 degrees of freedom
Residual deviance: 2668.1 on 40 degrees of freedom
AIC: 299.55

Mumber of Fisher Scoring iterations: 2

Ez alapjan azt lathatjuk, hogy az Y egyiitthatoja szignifikans, tehat elég jol magyarazza az X
valtozot.

7.2. Bayesi megkozelités
7.2.1. Alapértelmezett priorokkal

Most a bayesi statisztikaval vizsgaljuk meg az adatokat. Ehhez az rstanarm csomagon kiviil a
bayesplot, a ggplot2, és readxl csomagokra is sziikség van.

A megoldés 1épései:

Adatok vizsgalata

Modell felépitése

Bayes-i modell illesztése

Priorok ellenérzése

Eredmények értékelése

Az adatok tovabbra is ugyanazok mint az el6z6 részben, tehéat futtathatjuk a bayes-i reg-
ressziot, elGszor alapértelmezett priorral.

Az eredmények a kovetkez6képpen néznek ki grafikus ellendrzéssel egyiitt:
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Model Info:

function: stan_gim

family: gaussian [identity]

formula: X ~ Y

algorithm: sampling

sample: 4000 (posterior sample size)
priors: see help('prior_summary")
observations: 42

predictors: 2

Estimates:

mean s
(Intercept) 4.9 2.3
X: 0.2 0.1
sigma 8.3 1.0

[N =N]

Fit Diagnostics: — Yy
mean sd  10% 50%  90% v
mean_PPD 12.7 [0 I 1 0 - B i L JrEp

The mean_ppd is the sample average posterior predictive distribution
of the outcome variable (for details see help(’summary.stanreg')).

mcMC diagnostics

mcse Rhat n_eff
(Intercept) 0.0 1.0 3360
Y 3348

mean_PPD 3623

0.0 1.0 . . y ;
sigma 0.0 1.0 3106 0 20 10 60
0.0 1.0
log-posterior 0.0 1.0 1703

Intercept (after predictors centered)
Specified prior:
~ normal(location = 13, scale = 2.5)
Adjusted prior:
~ normal (Tecation = 13, scale = 24)
Paraméterbecslések pontos értéke °°§‘;Zl$;$2§5pmr .
- . ~ normal (location = 0, scale = 2.5)
(Intercept) ¥ Adjusted prior:
4.9397363  0.2316333 ~ normal (lTocation = 0, scale = 1)
Auxiliary (sigma)
specified prior:
~ exponential(rate = 1)
Adjusted prior:
~ exponential({rate = 0.1)

Ebbdl azt latjuk, hogy ha az illesztett modellbdl szimulalunk z-adatokat (az adott y-ok mellett),
akkor a szimulalt adatok nem kovetik jol az eredetileg megfigyelt adatokat.

A prior eloszlas eredetileg normalis volt, és az R program automatikusan atskalazza, az adatok
nagysagrendjének, szorasinak megfelelGen. Az abran a "Specified" prior az alapértelmezett,
beépitett valtozat, és az "Adjusted prior" pedig az atskalazott prior, amit val6jaban a program
hasznal.

Hogyha szimulalt adataink nem kovetik az eredetieket, akkor érdemes lehet probalkozni mas a
priori eloszlasokkal is.

7.2.2. Lapos priorokkal

A konstans tagra, és az y egyiitthatdjara nézve konstans lesz a prior eloszlas.
Ebbdl a kovetkez6 adatokat kapjuk:
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Model Info:

function: stan_glm

family: gaussian [identity]
formula: X ~ Y

algorithm: sampling

sample: 4000 (posterior sample size)
priors: see help("prior_summary")
observations: 42

predictors: 2
Estimates:

mean sd 10% 50% 90%

(Intercept) 4.9 2.3 21 ALY 7.8
Y 0.2 0.1 0.2 0.2 0.3
sigma 8.3 1.0 7.2 B.3 9.5

Fit Diagnostics:
mean  sd 10%  50%  90%
mean_PPD 12.7 L0053 E27 15D

The mean_ppd is the sample average posterior
predictive distribution of the outcome variable

(for details see help('summary.stanreg’)). L

=

10 0

MCMC diagnostics
mcse Rhat n_eff
(Intercept) 0.0 1.0 3816
0 =

¥ ).0 1.0 3794 N P
sigma 0.0 1.0 3133 Priorok ellendrzése
MEArL RO, 4. 0o (L0 2303 Intercept (after predictors centered)
log-posterior 0.0 1.0 1602 S Flat

Paraméterbecslések pontos értéke CDe;T;Ei ents

(Intercept) Y

Auxiliary (sigma)
specified prior:
~ exponential(rate = 1)
Adjusted prior:
~ exponential(rate = 0.1)

4.8758613 0.2324736

Az eredmények hasonloak, de talan kicsit jobb képet mutat a modell diagnosztikaja. Itt (csak-
gy, mint az el6z6 modellben) a hiba szérdsara a prior eloszlas exponencialis, és azt lathatjuk,
hogy itt a vilagoskék gorbék jobban kozelitik a sotétkék gorbét, tehat jobb kozelitést kaptunk
mint a korabbiakban.

8. Il.Feladat

A miésodik feladat hattere az, hogy 3 allamban méréseket végeznek a radon légkori jelenlétére.
Majd ezeket a méréseket kell adatokként felhasznalni a regressziondl. A tablazatban meg van
adva, hogy az adott allamban az emeleten vagy pedig a foldszinten végeztek mérést. Ezen
adatokra fogom megnézni a klasszikus, és a bayesi statisztikat.

8.1. Klasszikus megkozelités

Itt egy tobbvaltozos linearis regressziot kell megoldani, ehhez a glm fliggvényt hasznalhatjuk.
Az eredmények a kovetkezdsk lesznek:
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call:
glm{formula = radon ~ emelet + Beallam + callam, family = gaussian,
data = radonadat)

Deviance Residuals:
Min 10 Median 30 Max
-8.223 -4.597 -1.276 3.177 34.003

Coefficients:
Estimate std. Error t wvalue Pri=|t]|)

{Intercept) 9.4968 2.2232 4,272 0.00013 www

emel et -2.9205 3.1270 -0.937 0.35491

Beallam -1.4212 3.0145 -0.471 0.64008

callam 0.2259 3.0424 0.074 0.94122

signif. codes: O ®#*=*=' 0,001 ‘**' Q.01 **" 0.05 .7 0.1 * ' 1

(Dispersion parameter for gaussian family taken to be 61.2462)
Null deviance: 2335.8 on 40 degrees of freedom

rResidual deviance: 2266.1 on 37 degrees of freedom

AIC: 290.86

Number of Fisher scoring iterations: 2

Ebbél azt lathatjuk, hogy a konstans tag az ami szignifikins az adatainkra nézve, tehat jol ma-
gyarazza a fliggd valtozdt. A tobbi magyarazo valtozo egyiitthatoja azonban nem szignifikans,
tehat nem talalunk szignifikins kiilonbséget aszerint, hogy emeleten mériink-e vagy sem, illetve
aszerint sem, hogy melyik adllamban tortént a mérés.

8.2. Bayesi megkozelités

8.2.1. Alapértelmezett priorokkal

Model Info:
function: stan_glm
family: gaussian [identity]
formula: radon ~ emelet + Beallam + Callam
algorithm: sampling
sample: 4000 (posterior sample size)
priors: see help('prior_summary')
observations: 41
predictors: 4 — v
Estimates: Yiep
mean sd 10% 50%  90%
(Intercept) 9.5 2.3 6.7 9.4 12.4
emelet -2.9 3.2 -7.0 -2.9 1.2
Beallam =1:5 3.0 -5.3 -1.5 2.4
callam 0.3 3.1 -3.7 0.3 4.2
sigma 8.0 1.0 6.8 7.9 9.3
Fit Diagnostics:
mean sd 10% 50%  90%
mean_PPD 8.5 1.8 6.3 8.6 10.8
The mean_ppd is the sample average posterior predictive distribution _//f

of the outcome variable (for details see he]p(”summary.gtahreg‘))

McMC diagnostics
mcse Rhat n_eff

(Intercept) 0.0 1.0 3487 Priorok ellendrzése

emelet 21, 190 3955 :

Beallam 0.1 1.0 3442 priors for model 'glm_postl’

callam 0:1: o0 3236 T i

sigma 0.0 1.0 3105 Intercept (after predictors centered)
mean_PPD 0.0 1.0 3984 specified prior:

log-posterior 0.0 1.0 1595 ~ normal(location = 8.5, scale = 2.5)

Adjusted prior:
~ normal (location = 8.5, scale = 19)

coefficients
specified prior:
~ normal(location = [0,0,0], scale = [2.5,2.5,2.5])
Paraméterbecslések pontos értéke Adjusted prior:
~ normal{location = [0,0,0], scale = [47.62,39.79,39.79])
(Intercept) emelet geallam callam Bt :
9.4493465 -2.8818192 -1.4569308  0.2951751 Auxiliary (sigma)
specified prior:
~ exponential(rate = 1)
Adjusted prior:
~ exponential(rate = 0.13)
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Itt azt lathatjuk, hogy a prior eloszlas normalis volt, ezt hasznalja a program is, csak atskaldzva.
A grafikon alapjan nem koveti igazan jol a vilagoskék a sotétkéket, de van néhany olyan gorbe,
ami egészen hasonl6 hozza, tehat alapvetGen nem rossz a megkozelités. De azért itt is érdemes
lehet megnézni, hogy egy mésik prior eloszlassal milyen eredményeket kapunk.

8.2.2. Lapos priorokkal

mModel Info:
function:
family:
formula:
algorithm:
sample:
priors:

observations:

predictors:
Estimates:

(Intercept)
emel et -

Beallam -1

callam
sigma

8

stan_glim
gaussian [identity]

radon ~ emelet + Beallam + Callam

sampling

4000 (posterior sample size)

see help('prior_summary"’

41

4

ean sd  10% 50%
23 055 Q5. 12
3.2 -7.1 -2.9 1
3.1 -5.3 -1.4 2
3.2 -3.8 0.3 4
1.0 6.9 T 9

Fit Diagnostics:
mean

mean_PPD 8.5

The mean_ppd is the sample
the outcome variable

sd 10% 50% 90%
15 ¢ TR i B 8.5

mcMC diagnostics

(Intercept)
emel et
Beallam
callam

sigma
mean_PFPD
log-posterior

m

]

0
0
0
0
0

cse Rhat n_eff
3191
4310
3540
2954
3690
3839
1712

[=R=-N=-N_l =]
R
coococooo

Paraméterbecslések értéke:

(Intercept)
9.4668357

emelet Beallam
2.9280907 -1.3537448

[P SV ]

)

average posterior predictive distribution of
(for details see help( summary.stanreg’)).

callam
0.2646434

Prior ellendrzése:

priors for model 'glm_post2’
Intercept (after predictors centered)
~ flat

coefficients
~ flat

Auxiliary (sigma)
specified prior:
~ exponential(rate = 1)
Adjusted prior:
~ exponential(rate = 0.13)

Itt konstans priorral dolgoztunk, és azt lathatjuk, hogy kozel sem koveti annyira a vilagoskék
a sotétet, mint az eléz6 felirasban. Most o-ra exponencidlis a priori eloszlast vettiink, és a
program is ezzel szamol. De mivel ez kevésbé jol magyarazza, ezért az els6 verziot tekinthetjiik

jobbnak.
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VI. rész

Osszefoglalas, eredmények kiértékelése

Osszességében tekintve elmondhaté, hogy a klasszikus, és a Bayesi megkozelités sok esetben na-
gyon hasonl6 eredményeket hoz ki. De nem elhanyagolhaté az a kiilonbség, ami a két modszer
k6zott van. Pont ez az, amiért mind a két modszernek van létjogosultsdga a statisztikiban, és
vannak olyan esetek, ahol a Bayesi gondolkoddsmdéd jobban leirja a minket koriilvevs vilagot.
Sajnos azonban gyakran nem lehet az aposzteriori eloszlast meghatarozni. Ennek a kikiiszobo-
lésére hasznalhatjuk a Monte-Carlo-modszert.

Monte-Carlo-modszerek Osszefoglald névvel illetiink szdmos eljarast, technikat, melyek k6zos
jellemz&je, hogy véletlenszam-sorozatok generaldsan alapulnak. A modszerek népszertiségének
oka rendkiviil egyszert: analitikusan kovethetetlen feladatok eredményeit vagyunk képesek tet-
sz6leges kozelitéssel meghatarozni veliikk. A robbandasszerd elterjedéshez a matematikai alapok
lefektetésén kiviil sziikség volt egy mésik Osszetevére, a véletlen értékeket generald, a szamité-
sokat gyorsan elvégz6 szamitogépekre.

A Monte-Carlo-moédszer egy olyan sztochasztikus szimulécids modszer, amely szamitéstechnikai
eszkozok segitségével elGallitja egy adott kisérlet végeredményét, ezek utan az eredményként
kapott numerikus jellemzéket feljegyzik és kiértékelik. Az eredmény hibajanak meghataro-
zasa szoéras kiszamitasaval torténik. Az alvéletlenszamokat, melyek a kisérletekben szerepld
valoszintiségi valtozok értékei, szamitogép allitja el6. Tobb programnyelv is tartalmaz ilyen
alvéletlenszam-generatort, példaul a C programnyelv. Hasonlo véletlenszamokat lehetne ge-
neralni a kaszinok kedvelt jatékaval, a rulettel is. Ezért nevezte el a modszer kifejlesztdje,
Neumann Janos ,Monte-Carlo”™-modszernek. Felhasznalasi teriilete méara mar majdnem min-
den természettudomanyos diszciplinara kiterjedt. Ennek a moddszernek az alapja is a Bayesi
kovetkeztetési rendszer, a valoszintiségi valtozok, és a szorésok.

Ez is jol mutatja, hogy Bayes tétele milyen nagyon sokréti, és sok helyen hasznalhato. Szé-
momra nagyon izgalmas volt, hogy ezzel a gondolkoddsmoéddal megismerkedhettem, mivel a
korabbi tanulmanyaim folyaman nem keriiltek elG ilyen mélységben a Bayesi modszerek. De
ez is csak azt mutatja, hogy a matematikiban mindig lesznek olyan teriiletek, amik tjabb és
ujabb lehetdségeket hoznak be a képbe, és minél komolyabb szidmitogépek allnak rendelkezésre
ezek megoldasaihoz, annal tobb lehet6ség van arra, hogy eddig megoldatlan problémakat is
megfejthessiink.
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Fuggelék

Az elsg feladathoz tartozd tablazat:

Tlzesetek szama 1000 lakasonkent | Lopasok szama 100 fore vetive [Tlzesetek szama 1000 lakasonkeént| Lopasok szama 100 fore vetitve
62 29 18,4 32
9.5 44 362 41
105 36 397
T 37 18,5 22
36 53 233 29
341 63 122 45
11 75 56 23
69 18 218 4
73 31 216 31
25 9 39
34 36 15
14 5 32
11 286 T
1M 174 32
22 11,3 34
16 3,4 airi
27 11,9 456
9 10,5 42
29 10,7 43
30 10,8 34
40 43 19

adatok_tuz_lopas <- read_excel(" "
view(adatok_tuz_lopas)
gplot(X,Y,data=adatok_tuz_lopas, xlab="tlizesetek szama/1000 lakas", ylab="lopdsok szama/1000 f&")

#1inedris regressziod
glm_1inxy =- glm(x~Y, data=adatok_tuz_lopas, family=gaussian)
summary (gIm_1inxy)

#bayes regresszid deafult priorokkal

glm_bayxy<-stan_glm(X~y, data=adatok_tuz_lopas, family=gaussian)
summary (gim_bayxy) #eredmények

pp_check{glm_bayxy) #grafikus ellendrzés
prior_summary(glm_bayxy) #prior ellendrzése
glm_bayxyicoefficients #paraméterbecslések pontos értéke

#masik bayes lapos a priori eloszlassal a konstans tagra, és a
gim_bay2xy =- stan_gim(X~-¥y, data=adatok_tuz_lopas, family=gaus
summary (glm_bay2xy) #eredm
pp—check (gim_bay2xy) #grafiku
prior_summary (glm_bay2xy)} #pri
gim_bay2xyicoefficients #paraméter

Z Y-ra
sian, prior=NULL, prior_intercept=NULL)
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A masodik feladathoz tartozoé téablazat

County Radon koncentracios eredmények f6ldszint 1.emelet

Blue Earth | 5.0, 13.0, 7.2, 6.8, 12.8, 9.5, 6.0, 3.8, 1.8, 6.9, 4.7, 9.5 14.3, 5.8
Clay 12.9, 2.6, 26.6, 1.5, 13.0, 8.8, 19.5, 9.0, 13.1, 3.6, 0.9, 3.5, 2.5, 6.9

Goodhue 14.3, 7.6, 2.6, 43.5, 4.9, 3.5, 4.8, 5.6, 3.5, 3.9, 6.7 6.9, 9.8

A maésodik feladathoz tartozé R kdédok

#II.feladat

radonadat <- read_excel("C:/Users/szabo/Onebrive/asztali gép/egyetem/szakdoga/regresszié adatok rendezve.xlsx")
view(radonadat)

# klasszikus linedris regresszid a feladatra:
gim_fit <- glm({radon-emelet+Beallam+Callam, data=radonadat, family=gaussian)
summary (gIm_fit)

# Bayes-1i regresszido a default a priori eloszlasokkal:

gim_postl =- stan_glm{radon-emelet+Beallam+callam, data=radonadat, family=gaussian) # regresszid futtatdsa
summary(gim_postl) # eredmények kiirasa

pp_check{gIm_postl) # egy grafikus modell-ellendrzé eljaras (diagnosztika): a halvany kékeknek

# i11ik kdzel lenni a feketéhez

prior_summary(glm_postl) #prior ellendrzése

gim_postlicoefficients

# egy masik beayes-i regresszid, itt a konstans tag és a sebesség egyiitthatdéjara is "lapos™ (flat)

# a priori eloszldst dllitottam be:

glm_post2 =- stan_glm{radon-emelet+Beallam+callam, data=radonadat, family=gaussian, prior=nuLL,
prior_intercept=NULL)

summary (gim_post2)

pp_check(gIm_post2)

prior_summary(glm_post2) # itt Tehet ellendrizni az a priorikat (a szdrasra maradt a default exponencidlis)

gim_post2icoefficients # igy lehet kinyerni az illesztésbdl a paraméterbecslések pontos értékét
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