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Köszönetnyilvánítás

Szeretnék köszönetet mondani témavezet®mnek, Grolmusz Vincének a szak-

dolgozat elkészítésében nyújtott segítségéért. A konzultációkon felmerült öt-

letek, észrevételek és a munka gondos felügyelete nélkül ez a dolgozat nem

készülhetett volna el.
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1. fejezet

Bevezetés

1.1. Konnektomika

Az agygráfok kutatása -a szakirodalomban elterjedt elnevezés szerint kon-

nektomika, connectomics- az utóbbi években egyre növekv® népszer¶ségnek

örvend. Agygráfnak, illetve konnektómnak nevezzük egy él®lény agyának kap-

csolati hálózatát. Ha a legalacsonyabb szinten tekintjük a kapcsolatrendszert,

akkor világos, hogy mi lesz a gráf: csúcsai az egyes idegsejteknek felelnek meg,

élet pedig akkor húzunk be két csúcs közé, ha a megfelel® két idegsejt között

van szinapszis. A tudományterület "Szent Grálja" az emberi agy ilyen szint¶

feltérképezése (lásd 2.1 ábra).

A jelenlegi helyzet viszont ett®l az ideális állapottól messze van: mindössze

egyetlen él®lénynek, a Caenorhabditis elegans féregnek létezik ilyen mélységben

feltárt konnektómja, neki 302 idegsejtje, és körülbelül 5000 szinapszisa van. Az

embernek ezzel szemben becslések szerint százmilliárd idegsejtje, és százbillió

szinapszisa van. Ennek feltérképezése jelenleg létez® eszközökkel lehetetlen,

továbbá már a féreg esetében is a konnektóm megléte pusztán egy kezd® lépés

az agym¶ködés megértése felé, nem önmagában álló magyarázat.

Az ember esetében tehát nem ezen a szinten vizsgáljuk a konnektómot, ha-

nem makro-szinten. Csúcsnak valamilyen agyterület felel meg. Az élek alapján

két f® típust különíthetünk el: strukturális konnektómnak nevezzük azokat a

konnektómokat, melyekben az élek a két agyterület közötti �zikailag meglév®

3



kapcsolatot jelentik. A funkcionális konnektóm élei ezzel szemben azt jelentik,

hogy két összekötött agyterület együtt aktivizálódik valamilyen tevékenység

közben.

Egy értelmes csúcshalmaz lehet az anatómiailag meghatározott nagyobb

agyterületek halmaza, ez jellemz®en 60-120 agyterületet jelent. Ez egy viszony-

lag alátámasztott választás, hiszen meghatározott funkcióval rendelkez®, lé-

nyegében egységként elkülöníthet® részek az anatómiai agyterületek. Azonban

foglalkoznak ennél �nomabb felbontású konnektómokkal is, ekkor már kevésbé

egyértelm¶, hogy milyen egy jó csúcsválasztás, több különböz® elven m¶köd®

algoritmus állít el® MRI-vel készült képek alapján csúcsokat, a fels® határ a

csúcsok számára körülbelül 1000. Jelenleg még nincs általánosan elfogadott

legjobb módszer, a különböz® módszereknek mind vannak el®nyei és hátrányai

is.

Egy ideális makro-konnektóm olyan lenne, ami egybefoglalja a strukturális

és funkcionális információkat, és irányultsági adatokat is tartalmazna (honnan

hova terjed az információ az agyban) - ez az e�ektív konnektóm. Ez egy irá-

nyított éleket tartalmazó konnektóm lenne, ami azon felül, hogy pontosabb

modellje lenne a valódi agytevékenységnek, bizonyos hálózati elemz® módsze-

reket is a jelenleginél hatékonyabbá tenne. Ilyen konnektóm nagyon kevés léte-

zik jelenleg. A konstruálás f® nehézségét az okozza, hogy oksági relációt nehéz

id®sorból kiolvasni.

1.2. Konnektómok készítése

Ebben a szakaszban ismertetem, hogy milyen folyamat során állítják el® a

konnektómokat, röviden bemutatva az egyes állomásokat is.

Adatgy¶jtés - MRI

A konnektómok el®állításának els® lépése a nyers adatok gy¶jtése az agy-

ról, ami els®sorban MRI-vel történik. Az MRI (nuclear magnetic resonance

imaging, mágneses magrezonancia képalkotás) egy nem-invazív, és ismereteink
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szerint káros hatással nem járó eljárás, mellyel jó min®ség¶ képek állíthatók

el® az agyról. Fizikai alapja a (nevében is szerepl®) magrezonancia jelensége.

A vizsgálat során a pácienst befektetik az MRI-készülékbe, mely er®s homo-

gén mágneses mez®t generál (tipikusan szupravezet® mágnest használnak). Az

emberi testben található hidrogén-atommagok (protonok) mágneses momen-

tumukból következ®en a generált mágneses tér iránya mentén rendez®dnek, és

az irány, mint tengely körül precesszálnak. Két állapotban lehetnek, vagy a tér

irányába állnak, vagy azzal ellentétesen. Egy pici többségben lesznek azok a

magok, melyek irányban állnak (ez alacsonyabb energiájú állapot). Ha megfe-

lel® hullámhosszú rádióhullámmal sugározzák be a testet (a gyakorlatban ezt

vékony rétegenként teszik), akkor az ered® mágneses vektor kibillen, és amikor

ez az impulzus leállítása után fokozatosan visszaáll, a protonok visszasugá-

rozzák az energiát, ezt méri az MRI rendszere, és ezeknek az információknak

alapján állítja el® a képet.

A di�úziós MRI, dMRI egy olyan MRI-eljárás, mellyel a strukturális

konnektómokat állítják el®. Az alapvet® mechanizmus, melyet kihasznál, a víz-

molekulák di�úziója az agyban. Az agyban az axonok kötegekben fordulnak

el®, a köteg pedig szerkezetéb®l adódóan er®sen gátolja a vízmolekulák oldal-

irányú di�úzióját: adott id® alatt nagyobb elmozdulás történik a köteg mentén,

mint oldalirányokban. Ezt tudja mérni az MRI-készülék, ezzel meg lehet be-

csülni, hogy az agyban hol és milyen irányban találhatóak axon-lefutások.

A funkcionális MRI, fMRI a funkcionális konnektómok el®állításában játszik

szerepet. Az fMRI vizsgálat során a páciens vagy nyugalomban fekszik (ez a

resting state fMRI), vagy megkérik, hogy végezzen ismételten valami egyszer¶

feladatot (érintse össze két ujját, lassan számoljon magában 10-ig, stb: ez a

task-fMRI). Az fMRI alapját képez® mechanizmus a hemodinamikus válasz.

Régóta meg�gyelték, hogy az agyi aktivitás és a vérellátás között összefüggés

van: ha egy agyterület aktív, akkor oda oxigéndús vér áramlik. Ezt a következ®

módon használja ki az MRI: az oxigénnel ellátott és oxigén nélküli hemoglobin

koncentrációja megváltozik az aktív agyterületen (illetve annak közelében).

Az oxigént hordozó, illetve nem hordozó hemoglobin mágneses tulajdonságai
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eltér®ek, ebb®l következ®en az oxigéndús illetve oxigénben szegény vér mág-

neses tulajdonságai is, a koncentrációváltozás tehát mérhet® változást okoz a

mágneses jelben, amit az MRI-készülék képes detektálni.

A továbbiakban a strukturális és funkcionális konnektómok MRI-felvételekb®l

való el®állításának f®bb lépéseit ismertetem. Kisebb, ám szintén fontos fázisok-

ról (pl. zajsz¶rés, fej mozgásából ered® hibák korrigálása, stb.) részletesen nem

ejtek szót, mivel a folyamat elvi megértéséhez nem elengedhetetlenül szükséges

a tárgyalásuk.

Strukturális konnektómok

1.1. ábra. A képfeldolgozás lépései. Forrás: [1] cikk

A képfeldolgozás els® f® lépése az agyi felvételek szegmentálása fehér- és

szürkeállományra. A fehérállomány a központi idegrendszer egyik f® alkotóré-

sze, els®sorban gliasejtekb®l és mielinált axonokból áll, melyek agykérgi terü-

leteket, illetve agykérgi- és alacsonyabb szint¶ agyi központokat köt össze. A

szürkeállomány a másik f® alkotórész, f®ként az idegsejtek sejttesteib®l, axo-

nokból, gliasejtekb®l és kapillárisokból áll, az agykérget, illetve bizonyos mé-

lyebben fekv®, körülhatárolt agyi magvakat alkotja. A szegmentálásnak kett®s

célja van: egyfel®l a szürkeállományt akarjuk régiókra osztani, hogy legyenek
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csúcsaink a gráfhoz, másfel®l meg kell becsülnünk a fehérállományban az axo-

nok lefutását, ebb®l kapjuk majd az éleket.

A második lépés az agykéreg (szürkeállomány) parcellációja, részekre osz-

tása. A nagyobb részekre osztás jellemz®en valamely digitális atlasz alapján

történik (atlasztól függ®en ez tipikusan 60-120 területet jelent). Az így kapott

területek kisebbekre való felosztására több módszer is lehetséges, az egyik mód-

szer vezérelve az, hogy a kis területek lényegében egyforma méret¶ek legyenek

(ez kis terület esetén azt jelenti, hogy egy terület körülbelül 1,5 cm2 nagy-

ságú lesz). Ennek hátránya, hogy nem vesz �gyelembe bizonyos információkat,

melyet a felvételek tartalmaznak. Másik lehet®ség a klaszterezés, valamilyen

megadott tartományhatáron belül (pl. a kapott tartományok száma legyen 400

és 500 között) hozzon létre kis klasztereket, ezzel több képi információt tartunk

meg, mintha megkövetelnénk egy egzakt számot a generálandó tartományok

számára. Ennek hátránya lehet, hogy csoportos vizsgálat során a különböz®

személyekhez tartozó gráfoknak eltér® csúcsszáma lesz, aminek következtében

az összehasonlítás nehezebbé válik.

A harmadik lépés a dMRI által el®állított di�úziós térkép (minden voxel-

hez, azaz térbeli pixelhez tartoznak a di�úzióra vonatkozó információk) fel-

használásával az axonok 3D-s lefutásának minél pontosabb megbecsülése, ezt

az eljárást traktográ�ának nevezik. A konkrét di�úziós technológiától is függ,

hogy milyen pontos becslést tudunk végezni, fejlettebb módszerekkel azt is le-

het észlelni, ha egy voxelen belül két axon-köteg metszi egymást, illetve több

f® di�úziós irányt is meg lehet határozni. A traktográ�a lehet determinisztikus

vagy sztochasztikus. A traktográ�a során az axonokról nyert térbeli elhelyez-

kedésre vonatkozó információnak a gráfokra vonatkoztatva nincsen jelent®sége,

ez a lépés azért fontos, hogy a területek közötti kapcsolatok er®sségét tudjuk

meghatározni.

Egy lehetséges traktográ�a: minden voxelre meghatározzák, hogy mely irá-

nyokban maximális a di�úzió. Ezt követ®en minden voxelb®l minden megha-

tározott irányban véletlenszer¶en választott pozíciókból elindítanak bizonyos

számú (pl. 30) szálat. A szálak ezután szomszédos voxelbe lépnek, és akkor
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folytatódnak, ha a most aktuális voxelben van olyan irány, hogy arrafelé foly-

tatva egy megadott szögnél kisebb hajlásszög¶ lesz a keletkez® törött-vonal.

Akkor is megáll a szál folytatása, ha mindkét irányban elérte a fehérállomány

határát.

Utolsó lépésben az el®z® lépések eredményeit felhasználva végül el tudjuk

készíteni a strukturális konnektómot. A második lépésben keletkezett régiók

lesznek a csúcsok, u és v régiókat akkor kötjük össze egy e(u, v) éllel, ha köztük

legalább egy (vagy küszöb megadása esetén valamely kis számú), a traktográ�a

során kapott szál található. Fel kell tüntetnünk azt is a gráfban, hogy milyen

er®sek a kapcsolatok (mennyi szálat találtunk két terület között), vagyis súlyoz-

nunk kell az éleket. Az anatómiai felosztáskor keletkez® területek különböz®

méret¶ek, ezzel a különbséggel is szokás normálni az élsúlyokat.

Funkcionális konnektómok

A funkcionális konnektómok készítésénél tipikusan fMRI-felvételekb®l in-

dulnak ki, a cél az, hogy a régiók közötti funkcionális kapcsolatokat térképezzék

föl. Ehhez a strukturális konnektómokhoz hasonlóan szükség van csúcsok, és

élek létrehozására. A csúcsok jellemz®en itt is agyterületeknek felelnek meg,

az élek pedig két agyterület együttes aktivitásának a mértékét fejezik ki.

A csúcsok létrehozásához használható egy ismert anatómiai atlasz, vagy a

régiók de�niálhatók közvetlenül az fMRI-felvételek adataiból. A pontos mód-

szer használata és a létrehozott csúcsok száma függ attól, hogy milyen vizsgá-

latot szeretnénk végezni, jelenleg nincs olyan kitüntetett eljárás, amit minden

esetben el®nyben kellene részesítenünk.

Az élek létrehozásához el®ször meg kell határozni minden egyes csúcshoz

egy, az adott csúcsot jellemz® id®sort. Ez megtehet® például úgy, hogy az

adott régióhoz tartozó voxelek id®sorait átlagoljuk. Ezután meg kell határozni

a területeknél kiszámolt jelek közötti statisztikai összefüggést, amely megte-

het® a korrelációs mátrix kiszámításával, de ennél jobb módszernek tekintik az

inverz-kovariancia mátrix meghatározását, mert az �gyelembe veszi a parciá-

lis korrelációkat is a változók között. A funkcionális konnektómokról és azok
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el®állításáról a [5] cikkben találhatóak további részletek.

A konnektóm elemzése

A képfeldolgozás során nyert konnektómokból szeretnénk nem triviális gráf-

elméleti információkat kinyerni, melyek segítségével megállapításokat tehetünk

az agyról, mint hálózatról. A törekvések közé tartozik annak megállapítása,

hogy milyen hatékonyan képes terjedni információ az agyban, milyen mérték-

ben összefügg® az egész hálózat; milyen kisebb részhálózatok alkotják a teljes

hálózatot, mik ezeknek az elemei; továbbá fontos csúcsok keresése, azaz olyan

területek azonosítása, melyek feltehet®en valamilyen fontos, akár központi sze-

repet játszanak információ továbbításában, illetve integrálásában. Fontos csúcs

lehet olyan, ami egy részhálózaton belül tölt be jelent®s szerepet, illetve olyan,

mely részhálózatok közötti kommunikációért lehet felel®s. Az ilyen módon

nyert információk (esetenként) összevethet®k más, például anatómiai úton,

vagy egyéb méréstechnikákkal már megismert tényekkel.
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2. fejezet

Vizsgálatok

A dolgozatban három vizsgálat eredményét írom le. Mindhárom analízis so-

rán korábban létrehozott, szabad hozzáférés¶ konnektómokat elemeztem. Az

els® vizsgálat gráfjainak forrása a [8] honlap, melyr®l a "Human cortex con-

nectivity dataset" bekezdés alatti linkr®l tölthet®ek le. Ebben az elemzésben

fontos csúcsok keresése történik.

A második, kiterjedtebb elemzésben konnektómok elemzésére eddig nem

használt módszereket próbáltam ki. Két csoportot hasonlítottam össze: az

egyik csoport tagjai hordoznak egy olyan génváltozatot, melyet összefüggésbe

hoztak id®skori Alzheimer-kórral, a másik csoport tagjai az ártalmatlan gén-

változatot hordozzák. Ezek a gráfok a [9] honlapon találhatóak meg, az

"UCLA_CCN_APOE_DTI" tanulmány tartalmazza ®ket. Célom az volt,

hogy valamely gráfparaméterre összefüggést találjak az életkor, és a beteg-

séggel kapcsolatos génváltozat között.

A harmadik vizsgálat során funkcionális konnektómokat elemeztem, ame-

lyeket ADHD-vel diagnosztizált, illetve egészséges gyerekekr®l és �atalokról

készült felvételekb®l állítottak el®. Különböz®, a második vizsgálatban nem

érintett gráfparaméterek, és az ADHD közötti kapcsolat felderítése volt a cé-

lom, ebben az elemzésben arra is kitértem, hogy az egyes paraméterek hogyan

viselkednek külön a bal-, illetve a jobb agyféltekében.
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2.1. Els® vizsgálat

Ebben a vizsgálatban az [1] cikk eredményeire támaszkodtam. A szerz®k

célja az volt, hogy hálózati elemz® módszerek segítségével lokalizálják a struk-

turális konnektóm központi részét (a strukturális magot), egy olyan részhálóza-

tot, melynek tagjai szorosan összefüggenek egymással, és az egész hálózatban

kiemelt fontosságú szerepet tölt be. A fontos csúcsok kereséséhez több olyan

módszert is találtam, melyet a cikk szerz®i nem próbáltak ki, ez adta az ötletet

arra, hogy megvizsgáljam a gráfokat ezek közül kett®vel: a PageRank algorit-

mussal, illetve sajátvektor-centralitással is. A cél annak kiderítése volt, hogy

ezek a módszerek mennyiben eltér® területeket eredményeznek azokhoz képest,

amelyeket a szerz®k találtak az általuk használt módszerrel, a betweenness-

centralitással. A cikkhez tartozó gráfok 998 csúcsúak, egy nagyobb agyterület

kisebb részeinek felelnek meg, címkéi egy agyterületb®l és egy számból állnak

(pl.: Precuneus 12).

A betweenness-centralitás értékét a gráf egy v csúcsára a következ® formula

adja meg:

CB(v) =
∑

s 6=v 6=t∈V

σst(v)

σst
,

ahol σst jelöli a legrövidebb st-utak számát, σst(v) pedig azon legrövidebb

st-utak számát jelöli, melyek áthaladnak a v csúcson.

A sajátvektor-centralitást a következ® módon határozzák meg: tekintsük a

sajátvektor-egyenletét a gráfnak, melyr®l feltesszük, hogy egyszer¶, és össze-

függ® (A az adjacencia-mátrix): Ax = λx. Ennek az egyenletnek több megol-

dása is lehet, de ha megköveteljük, hogy a vektor komponensei nem-negatívak

legyenek, akkor a Perron-Frobenius tételt felhasználva azt kapjuk, hogy λ a leg-

nagyobb sajátérték lehet csak. Ha azt is el®írjuk, hogy a sajátvektor úgy legyen

normálva, hogy a legnagyobb komponense 1 legyen, akkor egyértelm¶ vektort

kapunk. Az így kapott egyértelm¶ vektor lesz de�níció szerint a sajátvektor-

centralitások vektora, a centralitások pedig ennek a sajátvektornak a kompo-

nensei. Ez a mér®szám ki�nomultabb, mint a fokszámeloszlás, mivel nem csak

a kapcsolatok számát, hanem azoknak min®ségét is �gyelembe veszi (mennyi

11



fontos csúcshoz kapcsolódik egy adott csúcs).

A PageRank algoritmus egy valószín¶ségeloszlást határoz meg a csúcsokon,

mely azt fejezi ki, hogy egy véletlen bolyongás során milyen valószín¶séggel

jutunk el az egyes csúcsokba. Ezen kívül, hogy ne akadhassunk el a bolyongás

során (például egy olyan csúcsba érve, amelyb®l nem vezet ki él, vagy egy olyan

részgráfban, amelyb®l kis valószín¶séggel tudunk kijutni), minden lépésben

bizonyos valószín¶séggel tetsz®leges csúcsba véletlenszer¶en teleportálunk. A

következ® egyenlet határozza meg az i. csúcs PageRank-jét:

PR(pi) =
1− d

N
+ d

∑
pj∈M(pi)

PR(pj)

L(pj)
,

M(pi) azon csúcsok halmaza, melyekb®l mutat él a pi csúcsba, L(pj) azon

csúcsok halmaza, melyekre mutat él a pj csúcsból, N a csúcsok száma, a d

pedig egy konstans, tipikus értéke d = 0, 85. A PageRank algoritmus az alapja

a Google keres®rendszerének, továbbá el®nyös tulajdonsága, hogy elméletileg

igazoltan robusztus, hibat¶r®, így a gráf kisebb változásaira várhatóan kevésbé

érzékeny más módszereknél.

A vizsgálat során a Gephi [10] nyílt forráskódú hálózati elemz® programot

használtam. Lefuttattam a hat rendelkezésemre álló gráfra (az egyik alany-

ról két gráf készült) a két algoritmust, továbbá meghatároztam a fokszámel-

oszlást. Az algoritmusok kilistázták a csúcsokat fontosságuk szerinti csökken®

sorrendben. A célom az volt, hogy meghatározzam, mely nagy agyterületeket

találja legfontosabbnak a két algoritmus. Külön-külön megnéztem, hogy az al-

goritmusok melyik száz legfontosabb csúcsot találják meg az egyes gráfokban.

Táblázatba foglaltam azokat a nagy területeket, melyekb®l mindegyik gráfban

találtam legalább egy fontos kis területet, feltüntetve, hogy az egyes gráfokban

hány kis terület tartozik az adott nagy területhez. A táblázatok bal föls® sarká-

ban a vizsgált centralitás-mérték áll, az els® oszlop az anatómiai agyterületet

jelenti, az els® sor, hogy mely alanyokhoz tartoznak az értékek, a számok pedig

azt fejezi ki, hogy az adott személynél a megfelel® nagy agyterületb®l hány kis

terület található a legfontosabb száz csúcs között.
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Node Degree A1 A2 B C D E

precuneus 18 13 22 14 17 24

superiorfrontal 4 17 5 12 10 8

superiortemporal 11 4 17 10 7 5

superiorparietal 8 6 7 12 6 7

inferiorparietal 8 6 5 4 11 7

cuneus 5 3 4 9 2 7

posteriorcingulate 4 6 6 6 2 4

middletemporal 5 2 2 6 4 5

isthmuscingulate 4 4 5 2 1 1

lateraloccipital 2 4 2 1 4 4

caudalanteriorcingulate 3 3 1 2 1 3

rostralmiddlefrontal 2 1 1 3 3 1

inferiortemporal 2 1 1 3 3 1

2.1. táblázat. A fokszámeloszlás szerinti legfontosabb csúcsok

Eigenvector Centrality A1 A2 B C D E

precuneus 27 20 34 24 23 38

posteriorcingulate 12 10 13 7 10 7

isthmuscingulate 11 11 10 8 5 4

superiorfrontal 3 16 6 8 12 3

cuneus 9 4 8 10 2 9

superiorparietal 5 6 6 10 4 8

superiortemporal 6 2 3 11 4 3

2.2. táblázat. A sajátvektor-centralitás szerinti legfontosabb csúcsok
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PageRank A1 A2 B C D E

superiortemporal 18 11 15 4 7 8

middletemporal 5 8 5 12 12 10

superiorfrontal 4 6 6 12 7 5

precuneus 6 8 6 4 3 11

lateraloccipital 8 5 2 7 5 4

superiorparietal 2 2 1 11 8 7

inferiorparietal 10 5 6 1 3 5

pericalcarine 5 6 9 2 3 4

paracentral 2 2 3 4 8 8

medialorbitofrontal 6 7 4 7 1 1

lateralorbitofrontal 4 3 2 4 9 3

cuneus 5 4 2 6 3 3

bankssts 5 4 6 2 3 2

isthmuscingulate 3 7 2 1 3 3

parstriangularis 3 6 2 3 3 1

rostralmiddlefrontal 1 2 5 3 2 3

postcentral 2 1 4 1 5 2

caudalmiddlefrontal 1 2 4 3 1 3

posteriorcingulate 1 2 1 1 4 5

supramarginal 2 1 2 1 3 1

2.3. táblázat. A PageRank szerinti legfontosabb csúcsok

Figyelemre méltó eredményt adott a sajátvektor-centralitás: összesen hét

olyan anatómiai agyterületet talált, melyb®l legalább egy kis terület szere-

pelt mindegyik gráf száz legfontosabb csúcsa között. Ráadásul a megtalált

területek közül hat terület közös volt a fent említett cikkben talált nyolc, köz-

ponti fontosságúnak ítélt területtel (a strukturális magot alkotó területekkel),

ez alátámasztja, hogy a megtalált területek valóban igen fontosak. A precuneus

elnevezés¶ agyterületb®l került ki mindegyik gráf esetén a legtöbb csúcs a szá-
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zas listára: mind a fokszámeloszlás, mind a sajátvektor-centralitás alapján ez

t¶nik az egyik legközpontibb agyterületnek. A precuneus az agym¶ködésben

igen fontos szerepet tölt be: összefüggésbe hozzák az epizodikus memóriával, az

emberi önre�exióval és bizonyos tudatos funkciókkal is. Az anatómiai vizsgála-

tok eredményeit a kapott matematikai adatok is meger®sítik: valóban centrális

fontosságú, integratív szerep¶ agyterület.

2.1. ábra. Agyterületek, kiemelve a precuneus. Forrás: [13] honlap

A PageRank a sajátvektor-centralitással szemben elég sok agyterületet ki-

választott mindegyik gráfból, így kevésbé kimagaslóak a leginkább jelen lév®

agyterületek. Meg�gyelhet®, hogy az összes olyan agyterületet, melyet a sajátvektor-

centralitás megtalált, a PageRank is, viszont a PageRank 5 legfontosabbnak

ítélt területéb®l 3 egyáltalán nem szerepel a sajátvektor-centralitás fontos te-

rületei között. A kapott eredményeket nehéz olyan módon értelmezni, mint a

sajátvektor-centralitás eredményeit.

Végezetül kiszámoltam a kipróbált centralitás-mértékek korrelációit is, azt

találtam, hogy a fokszámeloszlás és a sajátvektor-centralitás nagyon er®sen

korrelál. Ennek ellenére nem értelmetlen a sajátvektor-centralitás, hiszen lé-

nyegesen kisebb listát eredményezett, mint a fokszámeloszlás, továbbá a lista

els® 20-30 elemébe a fokszámeloszláshoz képest minden esetben megnövelte a

precuneushoz tartozó területek koncentrációját. Rövidítések: degree: fokszám-
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eloszlás, eigen: sajátvektor-centralitás.

Korreláció A1 A2 B C D E

Degree-PageRank 0,61 0,55 0,57 0,52 0,46 0,52

Degree-Eigen 0,87 0,90 0,86 0,92 0,93 0,86

PageRank-Eigen 0,45 0,44 0,40 0,44 0,37 0,41

2.4. táblázat. A centralitás-mértékek korrelációi
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2.2. Második vizsgálat

A második vizsgálat alapját a [2] cikk és az ahhoz tartozó strukturális kon-

nektómok képezik [9]. Az elérhet® adatok súlyozott gráfok adjacencia-mátrixai

voltak, melyekben az élsúly az egyes területek közötti kapcsolatok er®sségét

jelentik. Mindegyik gráf 110 csúcsú, a csúcsok anatómiailag meghatározott

agyterületeknek felelnek meg.

55 személyt vizsgáltak, ezek közül 25-en az Alzheimer-kórral összefüggésbe

hozható génváltozatot (apolipoprotein E epsilon 4 allél, APOE-4) hordozták,

30-an pedig nem voltak hordozói ennek az allélnak (APOE-3). Rendelkezésre

álló adat volt még a génváltozaton kívül az életkor, nem, illetve a használt

MRI-készülék típusa (a teljes vizsgálat során két, különböz® típusú scanner-t

alkalmaztak). A nemre, illetve scanner-re vonatkozó adatokat a cikk példáját

követve a korrelációk számításakor �gyelembe vesszük, továbbá azt is külön-

külön megnézem, milyen hatással van a korrelációra a gráfok élszáma, illetve

az élek összsúlya, ez parciális korreláció kiszámolásával történik. A parciális

korreláció lényege, hogy két változó közötti korrelációt vizsgálunk úgy, hogy

bizonyos egyéb tényez®k (ezeket nevezem kontrollált tényez®nek) hatását ki-

sz¶rjük. Az elemzéshez az igraph [11] nyílt forráskódú program R-hez készült

változatát használtam, a parciális korrelációk számításához szintén az R-hez

készített ppcor csomagot [12]. A számításokhoz használt korrelációs formulák

az alábbiak:

-Két változó korrelációja:

ρ(X, Y ) =
cov(X, Y )

σXσY
=
E[(X − µ(X))(Y − µ(Y ))]

σXσY
,

ahol E a várható érték operátor, µ(X) az X változó várható értékét, σ(X) a

szórását jelenti, cov(X, Y ) pedig X és Y kovarianciáját.

-Az 1,2 változók parciális korrelációja úgy, hogy egy 3. változót kontrollálunk:

ρ12.3 =
ρ12 − ρ13ρ23√
1− ρ213

√
1− ρ223

.

Általában, N változó esetében a parciális korrelációja az els® két változónak,
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kontrollálva a többi N − 2-t rekurzívan határozható meg:

ρ12.34...N =
ρ12.34...(N−1) − ρ1N.34...(N−1)ρ2N.34...(N−1)√

1− ρ21N.34...(N−1)

√
1− ρ22N.34...(N−1)

.

A vizsgált gráftulajdonságok a következ®k voltak:

• Pontdiszjunkt utak: speciálisan az összes pontpárra nézve a pontdisz-

junkt utak számának minimuma (ezt nevezik a gráf kohéziójának is).

Kiderült, hogy egy (u, v) pontpárra nézve a pontdiszjunkt utak száma

az esetek túlnyomó többségében megegyezik a kisebb fokszámú csúcs

fokszámával, vagyis a kohézió értéke egyszer¶en azonos a gráf legkisebb

fokszámával. Emiatt az egyébként érdekes jelenség miatt ezt a számot a

további elemzés során nem vettem �gyelembe.

• Klikkszám (a gráf legnagyobb klikkjének mérete).

• Legnagyobb klikkek száma.

• Maximális klikkek (azaz nagyobbá nem kiegészíthet® klikkek) száma.

• A gráf átmér®je (minden pontpárra nézett legrövidebb utak közül a leg-

hosszabb hossza).

• A gráf függetlenségi száma (a legnagyobb független halmaz számossága,

megegyezik a gráf komplementerének a klikkszámával).

• Maximális folyam (azaz minimális vágás) nagysága: a legnagyobb maxi-

mális folyam (minimális vágás) értéke az összes lehetséges forrás-nyel®

párra nézve.

Ezeket a paramétereket minden gráfra meghatároztam, majd mind a két cso-

portra kiszámítottam a korrelációt az életkor és az egyes paraméterek között.

Táblázatban feltüntetem az eredményeket, a korrelációk értékét a paraméte-

rek és az életkor között el®ször egyéb tényez®k �gyelembe vétele nélkül, majd

parciális korrelációkat is:

• Kontrollálva a nemet és a scanner típusát.
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• A következ® paramétereket ezen felül élszámmal is kontrolláltam, mivel

függenek attól: klikkszám, legnagyobb klikkek száma, maximális klikkek

száma, függetlenségi szám.

• Végül a nemen és scanner-en felül élszám helyett élsúllyal kontrolláltam

az átmér®t, illetve a legnagyobb maximális folyam nagyságát.

A táblázatban az APOE-3 jelenti az ártalmatlan génváltozatot, az APOE-4 a

betegségre hajlamosítót. Az alkalmazott rövidítések jelentése: klikk: klikkszám,

nagyklikk: legnagyobb klikkek száma, maxklikk: maximális klikkek száma,

diam: átmér®, ftln szám: függetlenségi szám, �ow: legnagyobb maximális fo-

lyam értéke.

2.2. ábra. Korreláció az életkor és a paraméterek között
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2.3. ábra. Parciális korreláció az életkor és a paraméterek között, kontrollálva

a nemet és a scanner-t

2.4. ábra. Parciális korreláció az életkor és a paraméterek között, kontrollálva

a nemet, scanner-t és élszámot

A leg�gyelemreméltóbb eredmény az átmér® korrelációja az életkorral az

APOE-4 hordozók között: minden esetben nagyon er®s negatív korreláció �-

gyelhet® meg, míg az allélt nem hordozók között elhanyagolható a korreláció.

Szintén érdekes a klikkszám er®s negatív korrelációja a betegséggel abban

az esetben, amikor nemre, scanner-re és élszámra is kontrolláltunk. A többi

esetben a korreláció csak közepesnek mondható (szintén negatív). A korreláció

jelentéktelen az APOE-3 csoportban.

Közepes er®sség¶ negatív korreláció �gyelhet® meg a legnagyobb klikkek
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2.5. ábra. Parciális korreláció az életkor és a paraméterek között, kontrollálva

a nemet, scanner-t és élsúlyt

számánál az APOE-4 csoportban.

A maximális klikkek esetén a kontrolláló tényez®k �gyelembe vételével az

APOE-4 csoportban kezdetben meg�gyelhet® nagyon er®s pozitív korreláció

fokozatosan elt¶nik, az összes tényez® �gyelembe vételekor már jelentéktelen

lesz a különbség a két csoport között.

A függetlenségi számnál a közepesen er®s negatív korreláció a kontrolláló

tényez®k �gyelembe vételével gyakorlatilag teljesen megsz¶nik, míg az APOE-3

csoportban gyenge pozitív korrelációt tapasztaltunk a kontrolláló tényez®kkel.

A legnagyobb maximális folyam értékének korrelációja az életkorral egyéb

tényez®k �gyelmen kívül hagyásával elhanyagolható, és nem túl érdekes akkor

sem, ha kontrollálunk a nemmel és a scanner-rel is. Ha az élsúlyt is �gye-

lembe vesszük, akkor közepesen er®s, illetve er®s pozitív korreláció tapasztal-

ható mindkét csoportban.
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2.3. Harmadik vizsgálat

A harmadik vizsgálatban funkcionális konnektómokat elemeztem R-ben az

iGraph csomag [11] segítségével, az adatok a [9] adatbázisból származó,

"ADHD200_CC200" címkével ellátott gráfok. Az adathalmaz 520 konnektó-

mot tartalmaz, ezek mindegyike egységesen 190 csúcsú gráf, a csúcsok agyterü-

leteknek felelnek meg. A gráfokat ADHD-s, illetve egészséges gyerekek, �atalok

agyáról készült fMRI felvételekb®l állították el®.

Az 520 konnektómból 330 tartozik egészséges, 190 pedig ADHD-val diag-

nosztizált személyhez. Az ADHD-nak több fajtája van, ezek a típusok fel van-

nak tüntetve az egyes gráfoknál, a vizsgálatban viszont a különböz® típusokat

egyetlen csoportban kezeltem, tehát két csoportba különítettem a gráfokat:

ADHD-s és egészséges csoportokba.

A vizsgálat célja az volt, hogy összefüggéseket találjunk bizonyos gráfpa-

raméterek, illetve az ADHD között. A gráfparaméterek és az egyes csoportok

összefüggését külön-külön megnéztem a teljes agygráfokban, illetve a bal- és

jobb agyféltekére külön-külön. A konnektómok élsúlyozott teljes gráfok voltak,

vagyis az összes korrelációt tartalmazták az agyterületek között, a pozitív és

negatív értékeket is.

Az adatok el®feldolgozása során el®ször kisz¶rtem a nem-pozitív éleket,

majd ritkítottam a gráfokat, hogy csak er®sebb korrelációkat (nagyobb súlyú

éleket) tartalmazzon. Ehhez nagyság szerint növekv® sorrendbe rendeztem a

megmaradt éleket, az így kapott listának a fels® 40%-át -a legnagyobb súlyú

éleket- megtartottam, így körülbelül 20%-os éls¶r¶ség¶ gráfokhoz jutottam.

Ezután a gráfokból el®állítottam a bal- és jobb agyféltekéhez tartozó csúcsok

által feszített részgráfokat, végül töröltem az élek eltávolítása során keletkezett

izolált csúcsokat. Az ADHD csoportban az egyik gráfhoz nem volt de�niálva

az alany neme, egy másiknál pedig a számítások során nem értelmes adatok

keletkeztek, ezeket kihagyva összesen 518 gráfon készült az elemzés. Négy gráf-

paraméter értékét határoztam meg a teljes konnektómra, illetve a bal- és jobb

agyféltekékre külön-külön. Ezen paraméterek vizsgálatához az ötletet a [6] cikk

adta.
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• Ho�man-korlát, HK

Legyen λmin, λmax a G gráf szomszédsági mátrixának legkisebb, illetve

legnagyobb sajátértéke. Ekkor a Ho�man-korlátot az alábbi képlettel

kapjuk: 1 + λmax

λmin
. Említésre méltó, hogy a Ho�man-korlát alsó becslést

ad G kromatikus számára.

• Normalizált legnagyobb sajátérték, NLS

Az általánosított szomszédsági mátrix olyan nxn-es mátrix, amelyben a

sorok és oszlopok a csúcsoknak felelnek meg, a mátrix egy aij eleme 0,

ha az i és j csúcs között nincs él, egyébként pedig a két csúcsot össze-

köt® él súlya. A normalizált legnagyobb sajátértéket ebb®l a mátrixból

kapjuk: a legnagyobb sajátértékét, λmax-ot elosztjuk az átlagos fokszám-

mal. Mivel a legnagyobb sajátérték az átlagos fokszám és a maximális

fokszám közé esik, ezért tekinthet® egyfajta "átlagos foknak". Ebb®l az

következik, hogy egy s¶r¶bb gráfnak lehet nagyobb λmax legnagyobb sa-

játértéke azért, mert nagyobb átlagos fokszáma van. Ezért kell leosztani

a legnagyobb sajátértéket az átlagos fokszámmal.

• Az átmenetmátrix sajátérték-hézagja, SH

Egy csúcs általánosított foka a csúccsal szomszédos élek összege. Ennek

segítségével határozható meg az átmenetmátrix, amelyet úgy kapunk,

hogy az általánosított szomszédsági mátrix minden sorát elosztjuk a sor-

hoz tartozó csúcs általánosított fokával. Amikor egy véletlen bolyongást

hajtunk végre egy gráfon, az i, j csúcsokra az átmenetmátrix megfelel®

eleme az i csúcsból j csúcsba átlépés valószín¶ségét írja le. Az átmenet-

mátrix legnagyobb, és második legnagyobb sajátértékének a különbsé-

gét nevezzük sajátérték-hézagnak. Ez az érték jellemzi a gráf expander-

tulajdonságát: minél nagyobb a sajátérték-hézag, annál jobb expander a

gráf.

• Feszít®fák számának logaritmusa, FSL

Jelölje A a G gráf adjacencia-mátrixát, D azt a diagonális mátrixot,

melynek dii eleme az i csúcs fokszáma. Jelölje L = D − A a G Laplace-
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mátrixát. Kircho� tétele alapján a Laplace-mátrix segítségével meghatá-

rozható a gráf feszít® fáinak száma: legyenek λ1, λ2, . . . , λn−1 L nem-nulla

sajátértékei. Ekkor a feszít®fák száma a következ®képpen adható meg:

t(G) = 1
n

∏n−1
i=1 λi. A vizsgálat során az így kapott érték logaritmusát

használtam.

Elemzés

A csoportok és gráfparaméterek közötti összefüggés elemzéséhez az ANOVA

(analysis of variance) módszert használtam. A nullhipotézis az volt, hogy a

gráfparaméterek nem különböznek a két csoportban. Az összes vizsgált érték

száma 12 volt (4 paraméter a teljes agygráfokra, és a féltekékre külön-külön

kiszámolva). Ezek közül a következ® attribútumoknál találtam szigni�káns el-

térést:

• Ho�man-korlát a jobb agyféltekére nézve

• Legnagyobb normalizált sajátérték a jobb agyféltekére nézve

• Feszít®fák számának logaritmusa a jobb agyféltekére nézve

A következ® táblázat tartalmazza ezeket a paramétereket, és a kiszámolt ada-

tokat:

paraméter átlag (ADHD) átlag (egészséges) p érték

HK, jobb agyfélteke 5,284 5,160 0,00278

LNS, jobb agyfélteke 1,226 1,209 0,0503

FSL, jobb agyfélteke 256,232 255,002 0,0279

2.5. táblázat. Szigni�káns különbségek
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3. fejezet

Következtetések

Az els® vizsgálatban 998 csúcsú strukturális konnektómok fontos csúcsait

vizsgáltam, összehasonlítva az eredményeket az [1] cikk adataival.

Azt tapasztaltam, hogy a sajátvektor-centralitás szerinti fontosság-sorrend

alapján megtalált hét agyterület közül hat azonos a cikkben talált nyolc agyte-

rülettel, ezzel azt mutattam meg, hogy ez a mérték önmagában nézve is igen jól

használható fontos területek megtalálásához. A PageRank-kel talált területek

nem mutattak jelent®s egyezést, a tapasztalatok alapján a PageRank ezekben

a gráfokban más hálózatot talál jelent®snek.

Fontos megjegyezni, hogy a PageRank igazán irányított gráfokon m¶ködik

jól, és a konnektómok jelenleg irányítatlanok. Érdekes lenne megvizsgálni vala-

milyen módon megirányított konnektómon is a PageRank viselkedését, ez egy

hasznos további kutatás tárgya lehet.

A második vizsgálatban, melynek alapja a [2] cikk, és az azokhoz tartozó

konnektómok voltak, eddig �gyelmen kívül hagyott, ám érdekes gráfparaméte-

reket vizsgáltam. 55 személyr®l készültek konnektómok, közülük 25 az APOE-4

génváltozatot hordozza, melyet összefüggésbe hoztak az id®skori Alzheimer-

kórral, 30-an pedig az ártalmatlan változatot hordozzák. Célom az volt, hogy

találjak olyan, a szakirodalomban eddig jellemz®en nem vizsgált gráfpara-

métert, mely jelent®s mértékben összefügg az életkor el®rehaladottságával az

Alzheimer-kórra hajlamosító gént hordozók csoportjában.

A vizsgált mértékek a következ®k voltak: klikkszám, a legnagyobb klikkek
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száma, maximális klikkek száma, a gráf átmér®je, függetlenségi szám, illetve

a legnagyobb maximális folyam nagysága. A vizsgálat során ügyeltem arra,

hogy sz¶rjem bizonyos tényez®k (nem, az MRI-készülék típusa, élszám, élsúly)

okozta korrelációs hatást. Az életkor el®rehaladásával legjelent®sebben össze-

függ® gráfparaméterek a gráf átmér®je, illetve a klikkszám voltak. Az er®s ne-

gatív összefüggés az életkor és a paraméterek között arra enged követni, hogy

ezek a mér®számok fontos kapcsolatban állnak az APOE-4 hordozók konnek-

tómjával, további kutatási lehet®ség lenne ezeket, és a többi mértéket egyéb

adathalmazokon megvizsgálni, és jobban megérteni a m¶ködésüket.

A harmadik vizsgálatban újabb paramétereket tanulmányoztam egészséges,

illetve ADHD-val diagnosztizált �atalok funkcionális konnektómjaiban azzal a

céllal, hogy összefüggést találjak a paraméterek és az ADHD között. Ezút-

tal a teljes konnektómon kívül azt is megnéztem, hogy külön-külön az egyes

agyféltekékben milyen viselkedése van a paramétereknek.

Ebben az elemzésben a következ® paraméterek szerepeltek: Ho�man-korlát

(HK), normalizált legnagyobb sajátérték (NLS), az átmeneti mátrix sajátérték-

hézagja (SH), illetve a feszít®fák számának logaritmusa (FSL). Az ANOVA

módszert használva azt találtam, hogy az említett paraméterek közül a jobb

agyféltekében három szigni�kánsan különbözik az ADHD-val diagnosztizáltak

csoportjában: HK, NLS, FSL.

Az elkövetkez® néhány évben várhatóan továbbra is nagy fontosságúak lesz-

nek a kisebb, körülbelül száz csúcsot tartalmazó konnektómok. A tapasztalat

azt támasztja alá, hogy az ilyen mérettartományon meghatározható a klikk-

és a függetlenségi szám, mely feladatok általában nehezek (NP-teljes problé-

mák), ezért nagy hálózatokon nem vizsgálhatóak, de ezen a mérettartományon,

új kísérletekben megvizsgálható lesz a viselkedésük.
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