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Bevezetés

A rendszámfelismerő szoftverek gyakran nehézségekbe ütköznek, amikor olyan rendszám-

mal találkoznak, ahol némelyik vagy akár mindegyik karakter félig árnyékos. Ez azért

van, mert a legtöbb rendszámfelismerő szoftver kihasználja, hogy a rendszám háttere

homogén, ahogyan maguk a karakterek is azok. Az árnyék ezt a homogenitást szünteti

meg, megnehezítve a szoftverek munkáját.

A féligárnyékos rendszámok problémája látszólag nem egy mindennapos probléma,

azonban ha az Egyenlítőhöz közeledünk, egyre gyakrabban fordul elő, mivel itt sokkal

hosszabban süt közel merőleges szögben a nap. Személyautókon a hátsó rendszámtábla

mélyített kialakítása, teherautókon más kiálló részek miatt a tábla sokkal többször lesz

árnyékos. Ha teljes árnyékot képez, akkor nem okoz olyan nagy problémát, hiszen a tábla

minden pontjának egyenletesen változatja meg az intenzitásértékeit.

Ebben a szakdolgozatban elsősorban féligárnyékos karakterekkel rendelkező rend-

számtáblákat szeretnénk megtalálni, ezzel segítve meglévő rendszámfelismerő szoftverek

munkáját. Megjegyezzük, hogy előfordulnak olyan rendszámtáblák, ahol a karakterek

háttere tervezetten nem homogén, hanem valamilyen kép vagy rajz szerepel rajta. Bár

ilyen eseteket nem vizsgáltunk, de lehetséges, hogy a módszerünk ezek megtalálását is

segítheti.

A szakdolgozat képfeldolgozási részének alapját egy C++ program képezi [1], ami

JPG formátumú képet olvas be pixelenként és eltárolja a hozzájuk tartozó RGB szín-

hármasokat. Az adatbányászattal foglalkozó 4. fejezetben ezzel szemben Python prog-

ramokat használtunk, ezen belül is az 𝑠𝑘𝑙𝑒𝑎𝑟𝑛 adatbányászati eszközöket tartalmazó

osztályt hívtuk meg. A szakdolgozat 1. fejezetében bemutatjuk a megoldandó feladatot,

és néhány hasonló témában írt cikkről is beszélünk. A 2. fejezetben képfeldolgozási

műveletekről és azok alkalmazásáról lesz szó. A 3. fejezetben képekből a rendszámtábla

feltételezett lejtésével párhuzamosan kivágva egy pixel vastagságú letapogatási vonalakat

(avagy 𝑠𝑐𝑎𝑛𝑙𝑖𝑛𝑒-okat) azt vizsgáltuk, hogy milyen jellemzői vannak ezek közül azoknak,

amik a rendszámot metszik és milyenek azoknak, amik nem metszik azt. Ezt követő-

en a 4. fejezetben a scanline-okra alkalmazott függvények eredményeit adatbányászati

eszközökkel vizsgáljuk.
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1. A feladat

A kitűzött feladat, hogy az egyenletes megvilágítású rendszámtáblákon túl olyanokat is

megtaláljunk, ahol a karakterek némelyike, esetleg mindegyike félig árnyékos lehet. A

célunk az, hogy egy kapott képről megmondjuk, hogy hol van rajta a rendszám(tábla).

Akkor tekintjük ezt sikeresnek, ha sikerül megtalálnunk egy olyan régiót a képen, ami

tartalmazza a rendszámtáblát vagy legalább az árnyékvonal egyik oldalán lévő karakter-

részeket.

Az ötletünk a következő: a képből egy előfeldolgozás után a rendszám feltételezett

lejtésszögével párhuzamosan kimetszünk sorokat, majd ezeket különböző adatbányászati

módszerekkel vizsgáljuk. Ezek kimeneteként a kimetszett sorokra kapunk egy-egy való-

színűséget ami minden sorra megmondja, hogy mekkora eséllyel metszi a rendszámtáblát.

Ezekből pedig megkeressük azon csoportosulásokat, ahol viszonylag nagyobb valószínű-

ségek fordulnak elő és előállítjuk a rendszámtábla körülbelüli helyzetét. A kimenet egy,

a keresett blokkmérettől függő egész szám lesz, a rendszámnak feltételezett blokk első

sorának sorszáma.

Maga rendszámtábla lokalizáció ismert és megoldott probléma, ha nem kimondottan

a félig árnyékos rendszámokról van szó. Ahogyan erről később is lesz szó, az árnyék és

annak vonala olyan változásokat idéz elő a képen, amik megnehezíthetik az általánosan

használt módszerek működését. Az ezen szakdolgozatban bemutatott módszer célja,

hogy más rendszámfelismerő algoritmusokkal egyszerre használva egymást tudják majd

segíteni, így ezzel növelhetjük már meglevő programok hatékonyságát, például árnyékos

vagy más, mintával rendelkező rendszámok esetén.

1.1. Kapcsolódó eredmények

Azért, hogy lássuk, hogy hogyan működik általában a rendszámtábla lokalizációja, rövi-

den összefoglalunk néhány, a témában írodott cikkben alkalmazott módszert.

A rendszámlokalizáló eljárásokat három csoportba szokás sorolni, az alapján, hogy

hogyan közelítik meg a problémát. Vannak szín-alapú módszerek, amelyek felhasználják,

hogy tudják a tábla hátterének és a rajta levő karaktereknek a színét; vannak él-alapú
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1. ábra. Néhány példa árnyékos rendszámokra

módszerek, amelyek a karakterek éleit és azok keretét keresik és vannak textúra alapú

módszerek, amelyek mintázat specifikációkat alkalmaznak.

1.1.1. A kép preprocesszálásának lépései

A kép előkészítésre alkalmazott technikák lényege, hogy a kép minőségét javítják, így

segítik a módszer sikerességét. Azon eljárások, amelyek a kép fényesség információ-

it használják, először általában szürkeárnyalatos képet hoznak létre az eredetiből. Ezt

követően a zajok eltüntetésére különböző filtereket használnak, ilyen a például a Wiener-

filter, vagy a medián-filter. Ez utóbbi a kép szürke pixelein a szomszédok színárnyalatai-

nak megkeresi a mediánját és arra cseréli az adott pixel árnyalatát. Az általunk használt

Gauss-filter is idesorolható és később ismertetjük is pontosan a működését.

A kép minőségének javítására lehetőséget nyújt például a Muhammad H Dashtban,

Zahra Dashtban és Hassan Bevrani által írt cikkben [6] is szereplő hisztogram kiegyen-

súlyozó módszer. Ennek lényege, hogy a kontraszt fokozásával az él-alapú módszerek

élkeresőinek eredményei javulnak. Ehelyett más cikkekben, például az Abo Samra és
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2. ábra. A mediánfilter

Khalefah által írtban [5] az eddigi szürkeárnyalatos képből binárisat készítenek, így ki-

emelve a karaktereket és elnyomva a hátteret. Ennek természetesen hátránya, hogy

fontos információkat veszíthetünk. A binarizációs módszerek közül mindenképpen fon-

tos megemlíteni az úgynevezett Otsu dinamikus binarizációt. Ez régiókra bontja a képet

és az egyes területeken külön-külön számol küszöbértékeket. Ahogyan erről később is

szó lesz, a binarizáció során a küszöbértéknél ketté vágjuk a színértékeket és ezután már

csak fekete és fehér pixelek lesznek a képen. Mivel a küszöbérték függ a megvilágítástól

és más körülményektől, előfordulhat, hogy nagyon alacsony lesz és ezáltal zajossá válik

a kép.

3. ábra. A hisztogramkiegyenlítés hatása

Az előkészítés következő lépése az élkeresés, amelynek lényege, hogy az intenzitásér-
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tékek éles váltásait emeli ki a képen. Kiemelhetjük csak a vízszintes éleket is, például a

később szintén bemutatásra kerülő Sobel élkereső használatával. Az élkereső módszerek

hátránya lehet, hogy nemkívánt éleket is megtartanak. Abo Samra és Khalefah [5] ennek

kiküszöbölésére az élkeresőket együtt használják bonyolult morfológiai transzformációk-

kal.

4. ábra. Két élkeresett kép

1.1.2. Egy szín-alapú módszer

Satadal Saha, Subhadip Basu, Mita Nasipuri és Dipak Kumar Basu indiai tudósok cik-

kükben [7] egy színvizsgálat alapú eljárást mutatnak be, amely az Indiában használt

sokféle rendszámtípus egyikére1 lett paraméterezve. A módszer további hátránya amel-

lett, hogy csak sárga alapon sötét karaktereket próbál megtalálni, hogy a kép készítésekor

uralkodó időjárási, illetve fényviszonyok is befolyásolják a felismerés sikerességét.

Az algoritmus lényege, hogy sok hasonló rendszámtáblából generáltak egy tanítóadat-

halmazt, ami bemenetként szolgált egy erre a feladatra kialakított mesterséges neurális

hálónak. A táblák mind sárga hátterűk voltak, sötét karakterekkel. A betanított hálózat

potenciális rendszámtábla régiókat jelöl meg a kapott képeken, akár többet is. Ezután

további ellenőrzésre van szükség és sajnos az is előfordulhat, hogy a képen szereplő rend-

szám nincs is a megjelölt régiók között. A módszer körülbelül 80%-os pontossággal

1Mivel Indiában nincsenek egységesítve a rendszámtípusok, különböző tartományokban különböző

színű, formájú sőt különböző karakterkészletű táblákkal is talákozhatunk.
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működik, mivel a képek minősége, vagy akár a táblára sütő nap is befolyásolhatja a

táblák felismerését.

A vizsgálandó képet még tovább nehezítheti az árnyék megjelenése, hiszen ekkor

megváltoznak a színek, sőt ha a rendszám féligárnyékos, akkor valószínűleg nem jelenik

majd meg a lehetségesnek jelölt régiók között sem.

1.2. Egy él-alapú módszer

Satadal Saha, Subhadip Basu, Mita Nasipuri és Dipak Kumar Basu egy másik cikkük-

ben [3] egy él-alapú módszert is prezentáltak. A képet szürkeárnyalatossá tették, majd

medián filtert alkalmazva eltüntették a zajok egy részét. A szintén említett hisztogram

kiegyenlítéssel növelték a kontrasztot, majd Sobel élkeresővel kiemelték a képen levő

vízszintes éleket. Ezután a vízszintesen elhelyezkedő élek statisztikai eloszlása alapján

kerestek tovább vizsgálandó régiókat. A kiemelkedő vízszintes élek alapján ezt tovább

finomították és a táblát határoló keretet a régió zajmentesítésével keresték meg. Ez előző

módszerükhöz képest ennek sikeressége már 89%, azonban csak kevésbé zajos képeken

működik.

A tábla keretének megkeresése sajnos nem minden országban működik, egyes ázsiai

országokban (például Malajziában) egyáltalán nincs keret, csak a karakterek látszódnak,

vagy az is előfordulhat, hogy a keret nem téglalap alakú. Amerikában pedig előfordulnak

mintás rendszámtáblák, ezek kerete szintén nem feltétlenül téglalap alakú.
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2. A kép előfeldolgozása

Ebben a fejezetben áttekintünk néhány előfeldolgozási lépést és ezek működését. Ahogy

a bevezetésben említettük, a dolgozat alapját egy C++ program képezi, amelynek első

lépése, hogy beolvassa a kiválasztott képet. A bemeneti képek általában színesek voltak,

és mind tartalmaztak megkeresendő rendszámtáblát, sőt néha más szövegeket is. Ha

esetleg a programunk ezutóbbit találja meg, mint rendszámot, azt nem tartjuk prob-

lémának, mivel más karakter/rendszámfelismerő algoritmusokkal együtt használva ezt

remélhetőleg ki tudjuk szűrni.

A bemeneti JPG formátumú képet egy jpeg-compressor nevű könyvtár2 segítségével

olvastuk be pixelenként, azaz minden pixel RGB-értékeit eltároltuk egy tömbbe. Egy

pixel egy színértéke egy 8 biten ábrázolt szám, ezáltal minden pixelhez egy [0; 255] ×

[0; 255] × [0; 255]-beli számhármas tartozik. Ezt kicsit átalakítva kaptuk vektorok egy

olyan vektorát, amelynek minden eleme egy további 3 hosszú vektor volt, amely a piros,

zöld és kék értékeket tartalmazta minden pixelre, soronként illetve oszloponként. A képet

a továbbiakban ilyen formában kezeltük, minden függvény/parancs ezzel számolt.

5. ábra. Az átlagolás hatása

Legelső lépésként a színes képekből is szürkeárnyalatosat készítettünk, erre a megol-

dás a következő volt: a 3 színértéket átlagoltuk. Ennek eredménye az 5.ábrán látható.

Mi súlyozás nélküli átlagot számoltunk, de előfordulhat, hogy bizonyos színeket jobban ki

szeretnénk emelni, ekkor súlyozott átlagolással célszerű számolnia. Az átlagolás helyett

vehetjük a három érték kettesnormáját is, amivel hasonlóan szép képet kapunk, azonban

2https://code.google.com/p/jpeg-compressor/
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akkor négyzetre emelést és gyökvonás műveletet is végeznünk kell, amiket azonban sze-

rettünk volna elkerülni költségességük miatt. A kapott szürkeárnyalatos kép egy adott

pontbeli intenzitásértékét ezután egy [0; 255] beli egész szám fogja jelölni. Ennek értéke

minél magasabb, annál világosabb az adott képpont, hasonlóan minél alacsonyabb az

érték, annál sötétebb a képpont.

Ezután eleinte különböző módszerekkel próbálkoztunk, ilyen volt például az egybe-

függő fekete részek körberajzolása. Ez a képpontok éles határai miatt nem hozott túl

szép eredményt, valamint az is kiütközött elég hamar, hogy a szemünk kevésbé érzékeli

a képpontok színeinek kis különbségeit, ezért sem volt olyan látványos az eredmény. A

következő lépés azonban már sokkal hasznosabbnak bizonyult.

2.1. Az élkereső módszerek

A képen lévő alakzatok kontúrjait az alapján érzékeljük, hogy kontúrok egyik és má-

sik oldala között mekkora az intenzitáskülönbség. Minél nagyobb a különbség, annál

élesebbnek látjuk a váltást. Azon helyeket szeretnénk tehát megkeresni, ahol az intenzi-

tásfüggvény nagyot változik, ezt pedig a függvény deriváltjának vizsgálatával kereshetjük

meg. Mivel itt azonban nem folytonos függvényekről beszélünk, a képnek pontbeli gradi-

enseit inkább differenciákkal számoljuk (közelítjük). A képfüggvény ráadásul valójában

kétdimenziós, ezért ezek parciális deriváltak illetve parciális differenciák. A két dimenziót

alkothatja a függőleges és a vízszintes tengely, vagy más, célszerűen merőleges iránypárok

is.

Ezen parciális deriváltakból álló gradiensvektor hossza lesz a változás nagysága, míg

iránya megmutatja a legnagyobb változás irányát. Az úgynevezett gradiensképet a pont-

beli gradiensek hosszából fogjuk előállítani, de ezenkívül minden pontról eltároljuk a

pontbeli gradiens irányát is [9]. Az így kapott gradiensképünk a 6 ábrán látható, a rajta

megjelenő világos vonalakat éleknek nevezzük.

Az élkereső módszerek alapját két maszk képezi, melyek célszerűen egymásra merő-

leges irányokat képviselnek. Az (𝑖, 𝑗)-edik pixel értékének kiszámolásához a szürkeár-

nyalatos értékeket tartalmazó képből kivágunk egy (𝑖, 𝑗) közepű3, a maszkkal megegyező

3A 2× 2-es esetben a bal felső sarok lesz az (𝑖, 𝑗), nagyobb páros dimenziójú maszkok esetén szintén

lehet az egyik sarok, vagy egy másik meghatározott elem.
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6. ábra. A szürkeárnyalatos kép és az élkeresettje

méretű négyzetet és az egymásnak megfelelő elemeket egymással összeszorozva a kapott

értékeket előjelesen összeadjuk. Ez lesz az adott pixelhez tartozó gradienshossz egyik

komponense, míg a másikat a másik masszkal kapjuk.

Ezt úgy is megfogalmazhatjuk, hogy a gradienskép komponensei a szürkeárnyalatos

kép konvolúciói az adott maszkokkal.

Ha 𝐺𝑥 és 𝐺𝑦 jelöli a két maszkot, amivel 𝜕𝑓
𝜕𝑥
-et és 𝜕𝑓

𝜕𝑦
-t közelítjük, akkor a gradiens

vektorunk a következő lesz:

∇𝑓 =

⎡⎣x irányú változás

y irányú változás

⎤⎦ =

⎡⎣𝐺𝑥

𝐺𝑦

⎤⎦
Ebből a gradiens hossza:

||∇𝑓 || =
√︁
𝐺2

𝑥 +𝐺2
𝑦,

amit közelíthetünk |𝐺𝑥|+ |𝐺𝑦|-kel, aminek kisebb a számításigénye.

A gradiens irányát szintén 𝐺𝑥-ből és 𝐺𝑦-ból számoljuk ki, az 𝑎𝑟𝑐𝑡𝑎𝑛 függvény, vagy

annak a kétparaméteres általánosított verziója, az 𝑎𝑟𝑐𝑡𝑎𝑛2 segítségével. Ez egy vektor

irányszögét azaz az 𝑥 tengellyel bezárt szögét adja meg egy síkvektor koordinátáiból4.

Az 𝑎𝑟𝑐𝑡𝑎𝑛2 pontos kiszámításának definíciója a következő:

4A (0, 0) vektorra nincs értelmezve.
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arctan 2(𝐺𝑦, 𝐺𝑥) =

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎨⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎩

arctan(𝐺𝑦

𝐺𝑥
) ha 𝐺𝑥 ≥ |𝐺𝑦|

𝜋
2
− arctan(𝐺𝑥

𝐺𝑦
) ha 𝐺𝑦 ≥ |𝐺𝑥|

𝜋 + arctan(𝐺𝑦

𝐺𝑥
) ha 𝐺𝑥 ≤ −𝐺𝑦 ≤ 0

−𝜋 + arctan(𝐺𝑦

𝐺𝑥
) ha 𝐺𝑦 ≤ 𝐺𝑥 < 0

−𝜋
2
− arctan(𝐺𝑥

𝐺𝑦
) ha 𝐺𝑦 ≤ −|𝐺𝑥|

Ez alapján a gradiens szöge, vagyis az általunk keresett érték:

𝛼 = arctan 2 (𝐺𝑦, 𝐺𝑥) + 𝛼0.

Az 𝑎𝑟𝑐𝑡𝑎𝑛2 a fent említett módon az 𝑥-tengelyhez viszonyítja a vektor szögét.

Amennyiben a módszerünk által használt maszkok a vízszintes és a függőleges irányokra

reagálnak, 𝛼0 = 0. Olyan esetekben, amikor a módszer 𝛼0 irányra reagál, akkor ezt még

hozzá kell adnunk a kapott 𝛼-hoz. Ahogy a következő alfejezetben láthatjuk: a Roberts

élkeresőnél 𝛼0 = 45∘.

2.1.1. A Roberts élkereső

A Roberts élkereső 2× 2-es maszkpárt alkalmaz, amely a következő:

𝑔𝑥 =

⎛⎝ 1 0

0 −1

⎞⎠ és 𝑔𝑦 =

⎛⎝ 0 1

−1 0

⎞⎠ .

A kisebb maszkméret miatt ez a módszer gyors és könnyen használható, azonban kis

mérete miatt igen érzékeny a zajokra. Gyakorlati alkalmazása a következőképpen törté-

nik: a szürkeárnyalatos képünk minden (𝑖, 𝑗) pixelén (ahol ez értelmes) végigmegyünk és

a három megfelelő szomszéd segítségével kiszámoljuk az alábbiakat: 𝐺𝑥 = 𝑓𝑖,𝑗 − 𝑓𝑖+1,𝑗+1

és 𝐺𝑦 = 𝑓𝑖+1,𝑗 − 𝑓𝑖,𝑗+1. Itt 𝑓𝑖,𝑗 az (𝑖, 𝑗) koordinátájú pont értékét jelenti, azaz amit

előzőleg kiszámoltunk az átlagolással.

Amire kiváncsiak vagyunk, az a változás nagysága, ami jelen esetben pont a (𝐺𝑥, 𝐺𝑦)
𝑇

vektor hossza, vagyis
√︀

𝐺2
𝑥 +𝐺2

𝑦. Ahogy fent említettük, a drága műveleteket szeretnénk

elkerülni, ezért ezt közelítjük: |𝐺𝑥|+ |𝐺𝑦|-nal.
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A Roberts operátor láthatóan nem a függőleges és vízszintes hanem az ezekkel 45∘-os

szöget bezáró élekre reagál, így a kapott gradiensek szögét is ehhez viszonyítja. Tehát ha

ezzel számolunk, a kapott gradiensszög értékhez hozzá kell adnunk mindig 𝛼0 = 45∘-öt

2.1.2. Gradiens maszkok tervezése

A különböző élkereső módszerek különböző maszkokat használhatnak, de a megfelelő

tulajdonságokat ellenőrizve magunk is tervezhetünk megfelelő maszkot [9] [10].

Az olyan élkereső maszkoknak, amik a függőleges élekre szeretnének reagálni, három

feltételt célszerű teljesítenie, amiket szemléltetünk egy 𝑛× 𝑛-es, általános példán:

𝑔𝑥 =

⎛⎜⎜⎜⎜⎜⎜⎝
𝑎1,1 𝑎1,2 · · · 𝑎1,𝑛

𝑎2,1 𝑎2,2 · · · 𝑎2,𝑛
...

...
. . .

...

𝑎𝑛,1 𝑎𝑛,2 · · · 𝑎𝑛,𝑛

⎞⎟⎟⎟⎟⎟⎟⎠
∙ Szimmetria: 𝑎1,𝑗 = 𝑎𝑛,𝑗, 𝑎2,𝑗 = 𝑎𝑛−1,𝑗, . . . (𝑗 = 1, . . . , 𝑛)

∙ Antiszimmetria: 𝑎𝑖,1 = −𝑎𝑖,𝑛, ahol 𝑎𝑖,1 < 0, hasonlóan 𝑎𝑖,2 = −𝑎𝑖,𝑛−1, . . .

∙ Konstans régióra való nem reagálás:
𝑛∑︀

𝑖=1

𝑛∑︀
𝑗=1

𝑎𝑖,𝑗 = 0

Ezeknek megfelelő 3× 3-as maszkpár a következő:

𝑔𝑥 =

⎛⎜⎜⎜⎝
−𝑝 0 𝑝

−𝑞 0 𝑞

−𝑝 0 𝑝

⎞⎟⎟⎟⎠ 𝑔𝑦 =

⎛⎜⎜⎜⎝
𝑝 𝑞 𝑝

0 0 0

−𝑝 −𝑞 −𝑝

⎞⎟⎟⎟⎠
2.1. Megjegyzés. Látható, hogy előfordulhatnak esetek, amikor nagyobb értéket ka-

punk, mint 255. Ha⎛⎜⎜⎜⎝
𝑓𝑖−1,𝑗−1 𝑓𝑖−1,𝑗 𝑓𝑖−1,𝑗+1

𝑓𝑖,𝑗−1 𝑓𝑖,𝑗 𝑓𝑖,𝑗+1

𝑓𝑖+1,𝑗−1 𝑓𝑖+1,𝑗 𝑓𝑖+1,𝑗+1

⎞⎟⎟⎟⎠ =

⎛⎜⎜⎜⎝
0 𝑥 𝑥

0 0 𝑥

0 0 𝑥

⎞⎟⎟⎟⎠ ,

akkor 𝐺𝑥 = (2 · 𝑝 + 𝑞) · 𝑥, és 𝐺𝑦 = 𝑞 · 𝑥. Elég nagy (𝑝-től és 𝑞-tól függő) 𝑥-re ez már

nagyobb lesz, mint 255. Például 𝑝 = 1, 𝑞 = 2, 𝑥 = 255 esetén ez 510. Az ehhez hasonló,
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255-nél nagyobb értékeket megtartjuk, mivel fontosabb éleket jelezhetnek. Annak, hogy

már nem [0; 255] intervallumból származó számaink lesznek, csak az ábrázoláskor van

jelentősége. Ekkor viszont a kapott értékeket lineárisan transzformálhatjuk a [0; 255]

intervallumba vagy egyszerűen a 255-nél nagyobb értékeket 255-nek vehetjük.

2.1.3. Sobel élkereső

A Sobel-operátor 3 × 3-as maszkkal dolgozik és ezért az (𝑖, 𝑗) koordinátájú képpont

mind a 8 szomszédját felhasználja. A fenti általános képletből ezt a 𝑝 = 1, 𝑞 = 2

helyettesítéssel kapjuk. Hasonlóan a Roberts-élkeresőhöz itt is két irányban nézzük az

intenzitásfüggvény változását, majd közelítjük a gradiens hosszát a két abszolútérték

összegével.

A két parciális differenciát továbbra is 𝐺𝑥 és 𝐺𝑦 jelöli, és az ehhez a módszerhez

tartozó maszkok a következőek:

𝑔𝑥 =

⎛⎜⎜⎜⎝
−1 0 1

−2 0 2

−1 0 1

⎞⎟⎟⎟⎠ és 𝑔𝑦 =

⎛⎜⎜⎜⎝
1 2 1

0 0 0

−1 −2 −1

⎞⎟⎟⎟⎠ .

A Sobel-élkereső előnye, hogy a pontszerű zajokat eltünteti a nagyobb maszkméret

miatt és átlósan is érzékel. Hátránya is a maszkméretből származik: a meredekebb

éleket vastagabban jelzi. (Vagyis a már kész élkeresett képen ezek vastagabb éllel fognak

megjelenni.) Ezen azonban lehet segíteni utólagos élvékonyítással.

Ha az általánosított képletben 𝑝 és 𝑞 helyére is 1-et írunk, akkor a Prewitt élkeresőhöz

jutunk, ha 𝑝 = 1, 𝑞 =
√
2, akkor pedig a Frei-Chen élkeresőhöz.

2.1.4. Számításigények az alkalmazott módszerek esetén

A Roberts élkereső előnyeként soroltuk fel a gyorsaságát. Mivel az egyes módszereket

sok képen alkalmaztuk, mindegyiken többször is, valóban fontos, hogy egy-egy használt

algoritmus a kép méretének függvényében hány műveletet végez. Ha a maszk mérete

𝑘 × 𝑘-as, akkor minden pixelt 𝑘2-szer fogunk érinteni.

Jelöljük a továbbiakban a kép méretét (tehát a magasságának és a szélességének a

szorzatát) 𝑁 -nel. Egy egységnek fogjuk számolni egy képpont értékének elérését.
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A Roberts élkereső 2 × 2-es maszkméretei miatt 4𝑁 számot vizsgál maszkonként,

azonban a gyakorlatban ezek közül mindig csak 2-vel foglalkozik, hiszen a másik kettő

0-s szorzóval szerepel. A két maszk alkalmazásakor tehát minden képpontot összesen

4-szer vizsgálunk, vagyis 4 ·𝑁 műveletet végeztünk.

A Sobel élkereső ezzel szemben 3× 3-as mérete miatt 9 alkalommal érint minden pi-

xelt, de ismét minden lépésben vannak 0-s szorzók. Ha azt számoljuk, hogy egy lépésben

hány pixelt érintünk, és ezt összegezzük a teljes képen, akkor az ugyanaz, mintha azt szá-

molnánk, hogy egy pixelt hányszor érintettünk. Egy pixel értéke pont azon szomszédai

esetén számolódik 0-s szorzóval, mint amelyik szomszédai a saját értékének számolásakor

kapnak 0-s szorzót.(Önmagát is beleértve a szomszédok közé.) Így egy maszk alkalmazá-

sával minden képpontot 6-szor érintettünk, tehát a teljes maszkpár használatával 12 ·𝑁

műveletet végzünk.

Ez láthatóan nagyobb, mint a Roberts élkereső szorzója, azonban a képpontok szá-

mában ugyanúgy lineáris.

A Prewitt módszer, valamint a Frei-Chen módszer is ugyanígy lineáris számításigényű

maszkok ilyen módon számolva.

2.2. Canny módszer

A fenti két módszerrel szemben a Canny módszer összetett(ebb) és összesen akár 5 lé-

pésből is állhat. Az akár itt azt jelenti, hogy az egyes lépések közül el is hagyhatunk,

ha nem érezzük őket szükségesnek. Maga az algoritmus magába foglal egy úgyneve-

zett Gauss-filteres előkészítést, egy hagyományos élkeresést, egy élvékonyítást, egy dupla

küszöbölést és szükség esetén még hiszeterézises élkiegészítést is.

2.2.1. A Gauss-filter

A Gauss-filter fő célja, hogy eltüntesse a felesleges információk, az úgynevezett zajok egy

részét a képről, ezért egy simítást végez a képen. Ennek működésére láthatunk példát

a 7. ábrán. Ezt egy maszkkal teszi meg, ami a gradiensmaszkokhoz hasonlóan működik,

és a leggyakrabban használt verziója egy 5 × 5-ös méretű maszk. Megjegyezzük, hogy

létezik képlet tetszőleges (2𝑘+1)× (2𝑘+1)-es méretű maszk tervezéséhez, de általában
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csak speciális alkalmazásokhoz használnak 5× 5-ösnél nagyobb méretű maszkot.

Eddig nem foglalkoztunk a kérdéssel, hogy mi történjen a kép szélén lévő sávokkal,

ahol olyan pixelek vannak, amiknek nincsen elegendő számú szomszédja a számoláshoz.

Ahogy a másik módszereknél tettük, itt is meghagyhatjuk az ottani intenzitás értéket

vagy például alkalmazhatunk rá kisebb maszkos simítást. Ennek az egy illetve két pixel

szélességű sávoknál még nincs olyan nagy jelentősége, de ha tetszőleges (2𝑘+1)× (2𝑘+

1)-es esetet néznénk, akkor valószínűleg célszerű lenne a kép szélein kisebb maszkot

használni.

Egy másik megoldás lehet, ha a képet kiegészítjük egy megfelelő méretű virtuális

keretettel. Ha az ezen lévő pixeleknek a valós keret megfelelő pixeleihez tartozó érté-

keit adjuk értékül, akkor az eredeti képen végighaladva meglesznek a megfelelő számú

szomszédaink.

A fent leírt maszkhasználathoz hasonlóan itt is szükség van minden egyes simított

pixel számolásánál a már átlagolt kép értékeiből álló 5 × 5-ös szomszédos értékekből

álló mátrixra. (A kép (𝑖, 𝑗)-edik pixelének értékét 𝑓𝑖,𝑗 jelöli továbbra is.) A maszkot

meghatározó mátrix mellett a módszerhez tartozik még egy 𝑘 konstansszorzó, ugyanis az

előző két módszertől eltérően ez a maszk csak pozitív egészeket tartalmaz. Ezért tehát

miután kiszámoltuk és összeadtuk az megfelelő számpárok szorzatát, ezt normáljuk,

vagyis elosztjuk a mátrix elemeinek összegével, a mi módszerünkhöz ezáltal a 𝑘 = 1
159

tartozik. Ha az (𝑖, 𝑗)-edik pixelre kapott simított értéket 𝐵𝑖,𝑗-vel jelöljük, akkor ennek a

𝐵𝑖,𝑗-nek a kiszámítása:

𝐵𝑖,𝑗 =
1

159
·

⎛⎜⎜⎜⎜⎜⎜⎜⎜⎜⎝

2 4 5 4 2

4 9 12 9 4

5 12 15 12 5

4 9 12 9 4

2 4 5 4 2

⎞⎟⎟⎟⎟⎟⎟⎟⎟⎟⎠
*

⎛⎜⎜⎜⎜⎜⎜⎜⎜⎜⎝

𝑓𝑖−2,𝑗−2 𝑓𝑖−2,𝑗−1 𝑓𝑖−2,𝑗 𝑓𝑖−2,𝑗+1 𝑓𝑖−2,𝑗+2

𝑓𝑖−1,𝑗−2 𝑓𝑖−1,𝑗−1 𝑓𝑖−1,𝑗 𝑓𝑖−1,𝑗+1 𝑓𝑖−1,𝑗+2

𝑓𝑖,𝑗−2 𝑓𝑖,𝑗−1 𝑓𝑖,𝑗 𝑓𝑖,𝑗+1 𝑓𝑖,𝑗+2

𝑓𝑖+1,𝑗−2 𝑓𝑖+1,𝑗−1 𝑓𝑖+1,𝑗 𝑓𝑖+1,𝑗+1 𝑓𝑖+1,𝑗+2

𝑓𝑖+2,𝑗−2 𝑓𝑖+2,𝑗−1 𝑓𝑖+2,𝑗 𝑓𝑖+2,𝑗+1 𝑓𝑖+2,𝑗+2

⎞⎟⎟⎟⎟⎟⎟⎟⎟⎟⎠
A simítástól nem vártunk nagyon látványos eredményt és a Canny módszer fő erős-

ségének nem is ez bizonyult a kipróbáláskor. Később annak eldöntésére, hogy mikor

célszerű alkalmaznia filtert, egy függvényt készítettünk, amely a gradiensképen levő vilá-
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gos pontok arányából számol. Tapasztalataink szerint akkor célszerű használni a Gauss-

filtert, ha a kép nagyon zajos, ami pedig azzal jár, hogy viszonylag sok élpontot talál az

élkeresőnk. Ezek arányát vizsgálva tehát eldönthetjük, hogy érdemes-e újrafuttatni az

algoritmust a bemeneten - ezúttal Gauss-filterrel.

7. ábra. A szürkeárnyalatos és a Gauss-filterrel kezelt kép

Ha tetszőleges képen Gauss-filtert alkalmazunk, azzal amellett, hogy hasznos infor-

mációk elvesztését kockáztatjuk (a filter lényege, hogy a zajokat eltüntesse, azonban a

nekünk számító élpontokat ugyanúgy el tudja tüntetni), a programunkat is lelassítjuk.

Láthatjuk, hogy az itt használt maszk 5 × 5-ös, tehát minden pixelre (például vir-

tuális keret alkalmazásával) 25 szorzást végzünk el. A korábbi maszkoknál a képpontok

értékeinek elérését számoltuk, így az összehasonlítás kedvéért most is azt fogjuk. Mivel

a Gauss-filter maszkjában sehol nem szerepel 0, itt mind a 25 szomszéd értékére szükség

van minden pixel új értékének kiszámításához. Így összesen 25·𝑁 műveletet végzünk, ami

a korábbi 4 ·𝑁 -hez és 12 ·𝑁 -hez hasonlóan ez ugyanúgy lineáris a képpontok számában,

azonban a egyiknek több, mint 6-szorosa, a másiknak több, mint 2-szerese.

A fontos élpontok eltüntetése mellett ez is szerepet játszott abban, hogy ne minden

képen használjuk a filtert.

2.2.2. Hagyományos élkeresés

A Canny módszer magába foglal egy hagyományos élkeresést, ehhez használhatjuk a

korábbi két élkereső bármelyikét, esetleg teljesen másikat is, ez nincs megszabva. A
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program készítése során a Canny módszert a Sobel élkeresővel is futtatuk.

2.2.3. Élvékonyítás

Az élkeresés után kapott képen általában maguk az élek nem egy pixel szélességűek. Azt

is megjegyeztük, hogy a Sobel élkereső módszer a meredekebb éleket vastagabban jelzi,

azaz ezek az élkeresés után több pixel szélességben jelennek meg. Ez először nem tűnik

problémának, a fontos információk ugyanúgy megvannak a képen, csak többszörösen.

Ha viszont megpróbáljuk bejárni az éleket, azok vastagsága miatt nem feltétlenül

az él hosszirányában fogunk haladni. Amikor visszalépéses kereséssel próbálkoztunk,

ez igen gyakori problémának bizonyult.5 Ezen kívül a vastag él nem tartalmaz több

információt, mint a vékony, sőt ha kizárólag 1 pixel vastagságú éleink vannak, az a

későbbiekben tágyalt módszerünk hatékonyságát is segítheti.

A Canny módszer által alkalmazott élvékonyítási technika a nem maximumok elha-

gyása. Ahogyan korábban már volt erről szó, az élkeresés során nemcsak a pontbeli

gradiensek hosszát, hanem azok irányát is meg tudjuk határozni. A pontbeli gradiens

iránya megmondja, hogy melyik irányban a legnagyobb az intenzitásfüggvényben bekö-

vetkező változás. (Ebből könnyen kinyerhetjük a gradiensre merőleges irányt is, ami

ezáltal az él irányát jelenti.) Az él vékonyításához tehát az élpontok pontbeli gradi-

ensének hosszára és irányára is szükség van. Minden élpontról megvizsgáljuk, hogy a

gradiensének irányában lévő szomszédai közül ő-e a legnagyobb hossz értékű. Ha igen,

meghagyjuk élpontnak, ha pedig nem, akkor a továbbiakban nem tekintjük élpontnak.

Ezt megtehetjük akár úgy is, hogy az értékét még alacsonyabbá tesszük, vagy ha egy

listában tároljuk az élpontokat akkor csak kihagyjuk onnan ezeket a pontokat.

2.2.4. Kettős küszöbölés

A küszöbölés a képfeldolgozás egyik lehetséges lépése. A küszöbölés első lépéseként kivá-

lasztunk egy adott küszöböt és ezután a kép egyes pixeleihez tartozó gradiens értékeket

ezzel hasonlítjuk össze. Attól függően, hogy az értékek melyik tartománya fog érdekelni

5Sajnos más problémák is voltak a visszalépéses keresés alkalmazásakor, ezért is vetettük el azt az

ötletet.
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minket a továbbiakban, a nemfontos információkat el is felejthetjük, például az elég kis

értékeket (a küszöbnél alacsonyabbakat) mind 0-ra cserélhetjük, vagy a nagyokat mind

255-re. A kép megjelenítésekor továbbra is a [0; 255] intervalumból vannak értékeink,

azonban mivel az élkeresett kép létrehozásakor a közelítésnél kaphattunk nagyobb érté-

keket is, ezekkel is számolhatunk.

Végezhetünk küszöbölést úgy is, hogy kizárólag kétféle színt kapjunk: ekkor a küszöb-

nél nagyobb értékeket mind 255-re, a nála kisebbeket mind 0-re cseréljük. Ezt nevezik

bináris küszöbölésnek. Természetesen úgy is küszöbölhetünk, hogy nem változtatjuk

meg magát a gradiensértéket, hanem beállítunk minden pixelhez egy bool6 változót ami

igazat értéket tárol ha teljesül a küszöbölésnél kitűzött feltétel és hamisat, ha nem.

A kettős küszöbölés alkalmazásakor két küszöbszámot választunk és a pixelekhez

tartozó értékekről megvizsgáljuk, hogy a két szám által három részre osztott interval-

lumunk melyik részére esnek. A Canny módszer a küszöbölésnek ráadásul egy olyan

fajtáját alkalmazza, amely kizárólag az élpontokat vizsgálja.

Legyen a két választott7 küszöbszámunk 𝐴 és 𝐵, amelyekre 𝐴 < 𝐵. Egy élpontról azt

mondjuk, hogy egy erős élhez tartozik, ha a hozzá tartozó érték nagyobb vagy egyenlő,

mint 𝐵. Egy élpont gyenge élhez tartozik, ha a 𝐴 és 𝐵 közé esik az értéke. Ezekre

beállíthatunk konkrét (különböző) értékeket vagy eltárolhatjuk ezt az információt külön,

meghagyva az értéküket. Ha egy élponthoz tartozó érték kisebb vagy egyenlő, mint 𝐴,

akkor elhagyjuk az élpontok közül.

Ezután több lehetőség is van arra, hogy mit kezdünk a gyenge-erős élpontokkal.

Megtarthatjuk csak az erős élpontokat, ekkor egy sima küszöbölést végeztünk tulaj-

donképpen. Megtarthatjuk mindkét fajta élpontot, akár közös értékre hozva is. Vagy

alkalmazhatjuk a módszer utolsó lépését, a hiszterézises élkiegészítést.

2.2.5. Hiszterézises élkiegészítés

Feltéve, hogy már minden élpontunkat besoroltuk gyenge vagy erős élpontnak, a gyenge

élpontoknak megvizsgáljuk a környezetét. Ha találunk egy gyengének mondott élpont

6Változótípus, két lehetséges értéke az igaz és a hamis.
7Különböző képeken azonos értékek hatékonysága igencsak különböző lehet, de feltesszük, hogy ta-

lálunk olyan küszöböket, amik jók.
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8 szomszédja között erős élpontot, akkor belőle is erőset csinálunk. Ezt addig csináljuk

amíg minden gyenge élpontra teljesül, hogy vagy erős élpontot csináltunk belőle, vagy

beláttuk, hogy egy olyan gyenge él egy pontja, amely nem csatlakozik sehol sem erős

élhez. Két különböző paraméterű hiszterézises élkiegészítést láthatunk a 8. ábrán.

8. ábra. 50-70 és 40-100 paraméterű élkiegészített kép

2.2. Megjegyzés. Ezt azért tehetjük meg, mert általában a zajok, vagyis a pontok,

amik nem tartalmaznak értékes információt, nem kapcsolódnak erős élpontokhoz.

Miután mind a három módszert kipróbáltuk több képen is, arra jutottunk, hogy a ké-

sőbbi műveletekhez leghasznosabb, ha a Canny módszert alkalmazzuk a Sobel élkeresővel

párosítva. Így elég gyorsan kaptunk egy képet, amin egy pixel szélességben megjelentek

az élek. Minden pixelhez hozzárendeltük a pontbeli gradiensének irányát és hosszát,

továbbá azt az információt, hogy él-e.

A következő fejezetben megvizsgáljuk, hogy mi történik, ha egy ilyen előkészített

képet a rendszám lejtésszögével elmetszünk egy adott magasságban.
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3. Párhuzamos metszetek

Ebben a fejezetben a képek lejtésszöggel párhuzamos letapogatási vonalaival, azaz

scanline-jaival foglalkozunk. A következő észrevételt tehetjük, ha ránézünk egy, a fen-

ti módon elkészült gradiensképre: ha a rendszámtábla lejtésszögével párhuzamosan el-

metsszük a képet, akkor attól függően, hogy a rendszámtáblát érintjük-e, más metsze-

teket kapunk. A rendszámtábla alsó és felső vonalában főként élpontokból áll az így

kapott sor, míg azon sorok, amelyek közvetlenül a karakterek feletti vagy alatti részről

származnak csak kevés élpontot tartalmaznak. Az élvékonyítás hatásaként ha magukat

a karaktereket metszük el, egy-egy élpont és rövidebb-hosszabb homogén, azaz élpont

nélküli szakaszok követik egymást. Mivel a karakterek vonalának szélessége is közel azo-

nos, a rendszámtáblán körülbelül azonos hosszú homogén szakaszokból sokkal fogunk

találkozni.

Ugyan néhány karakter közepén is vannak keresztben élek (A,H,. . .), illetve a karakte-

rek teteje és alja is tartalmaz hosszabb élpontokból álló szakaszokat, ezek párhuzamosak

lesznek a rendszám lejtésével, így a pontbeli gradiensük irányának segítségével ezeket be-

azonosíthatjuk. Ahol a rendszámtáblán nagyobb összefüggő élponthamazzal találkozunk,

az maga az árnyékvonal, azonban reméljük, hogy az csak 1− 2 sorban fog megjelenni és

ezáltal változásokat előidézni.

Mindezt a következőképpen szeretnénk megvalósítani: ha egy képről tudjuk a rajta

levő rendszám lejtésszögét, akkor azzal párhuzamosan kivágunk sorokat az egész kép-

ből. Ezek közül vesszük azokat, amelyek elérnek egy bizonyos hosszúságot, például a

kép átlójának felét, ezzel elkerülve a szélsőséges eseteket. Az így megmaradó sorokon

elvégzünk bizonyos transzformációkat, majd az így kapott értékeket odaadjuk egy taní-

tóalgoritmusnak. A sorokról egyenként meghatározzuk azt is, hogy belemetszenek-e a

rendszámtáblába és ezt a tanítóalgoritmus látni fogja a tanító adathalmaz képein. Ez-

után egy másik képhalmazon ugyanezeket a műveleteket (sorok kivágása, majd azonos

transzformációk) elvégezzük és megvizsgáljuk, hogy a képek mekkora részén találta el a

tanított programunk, hogy az adott egyenes belemetsz-e a rendszámtáblába. Felmerült

az az ötlet is, hogy ha az egymás alatti sorokat együtt kezeljük, plusz információkat is

kinyerhetünk, hiszen a karakterek vonalában az egymás alatti sorok nem változnak sokat.
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Kezelhetjük ezeket valóban együtt, blokkonként, amelyek akár egymásba is lóghatnak,

de az is elképzelhető verzió, hogy még a képből való kivágáskor a szomszédos sorok pi-

xeleiről is eltárolunk információt az adott pixelhez. Erre példa, hogy megszámoljuk egy

élpont gradiens irányú élpontszomszédjait, vagy például, hogy megszámoljuk, hogy a

lehetséges 8 szomszédja közül mennyi a további élpont.

Ahogyan a bevezetésben is említettük, ez a módszer másik karakterfelsimerő prog-

ramok segítésére szolgál főleg. Természetesen ha azt is megvizsgáljuk, hogy a kapott

rendszámsorokban honnan indulnak a hosszabb élpontokból álló szakaszok (a tábla te-

tejének illetve aljának vonala), akkor valószínűleg azt is be tudnánk határolni, hogy a

soroknak melyik része tartamazza a táblát.

3.1. Párhuzamos metszetek kivágása

A párhuzamos metszetekről tett megfigyeléseinket a következőképpen szeretnénk felhasz-

nálni: ha már megvan a rendszám lejtésének szöge, akkor azon szög mentén pásztázzuk

a sorokat végig. Innen két irányban lehet haladni: az egyik, hogy egyesével a sorokról

megállapításokat teszünk, és ezek alapján később egy kapott sorról megjósoljuk, hogy az

a rendszám része-e, esetleg azt is hogy melyik része a rendszámnak.

A másik irány, hogy az egymást követő sorokat együtt kezeljük, valamilyen függvényt

alkalmazunk rájuk és ezekről, mint blokkokról teszünk megállapításokat. Ezek közül

mindkét módszert szeretnénk a későbbiekben használni, és azt látni fogjuk, hogy nem

állnak messze egymástól.

A megvalósítás: egy egyenest (szakaszt) illesztünk a képre, majd ezt egyenlő sza-

kaszokra bontva, az osztópontoknak megfelelő pixelekben vizsgáljuk a szín értékeket.

Felmerülhet a kérdés, hogy mi történik, ha ezek az osztópontok nem egész koordináták-

ra esnek: ez valós probléma, igazából az a ritkább eset ha pont egész koordinátákra esik.

Eleinte ennek feloldására bevezettünk 𝑓𝑙𝑜𝑎𝑡8 pixeleket, amikor is a megfelelő szomszé-

dokat arányosan vettük és egy súlyozott átlagot tekintettünk a 4 szomszédos pixelen. A

floatpixelek alkalmazásakor a pixel a közepén vette fel azt az értéket, amit eddig az adott

pixelhez társítottunk. Innen kimozdulva először meghatároztuk, hogy melyik a három

8Lebegőpontos szám, ami nem feltétlenül egészértékű.
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szomszéd, ami részt vesz az átlagolásban, majd a 4 pixelen súlyozott átlagot vettünk.

Ez a megvalósítás valamennyire torzított az eredményeken, hiszen az élvékonyítás

során kapott 1 pixel vastagságú éleink néhol megvastagodtak. Ez akkor nyert bizonyítást,

amikor a kivágott scanline-okat egymás alá tettük és összeraktunk belőlük egy képet.

Ezután az átlagolt pixelértékek helyett inkább az osztóponthoz legközelebbi pixelnek

megfelelő értékeket tároltuk el és ezekből a kivágásokból újra összeraktunk egy képet.

Megállapítottuk, hogy így már az eredeti tervezetnek megfelelően megmaradtak az 1

pixeles élek, sőt a rendszámtábla immár vízszintes lett és a kép többi is része ehhez

igazodott. Ezt jelenítjük meg a 9. ábrán.

9. ábra. Az eredeti és a kivágott metszetekből összerakott kép

Felmerül a kérdés, hogy mi történik, ha a képet rögtön a beolvasás után elforgatjuk és

csak azután végezzük el rajta a transzformációkat. Ekkor könnyebbség ugyan, hogy víz-

szintesen kell kivágnunk a sorokat, viszont figyelnünk kell arra, hogy a rendszámtábláről

meglevő koordináta információinkat (amit az ellenőrzéshez használunk) módosítani kell.

Kipróbáltuk ezt a verziót is, de látványos javulást nem hozott és a későbbi adatbányászati

eredményeken sem javított.

Mivel szeretnénk majd felhasználni a pontbeli gradiens irányokról megszerzett infor-

mációinkat is, ezeket is célszerű egy hasonló eljárással kinyerni az értékekkel együtt. Az

intenzitásértékekkel ellentétben itt nem volt olyan változat, ahol átlagoltuk a szomszédos

pixelek értékeit, inkább a legközelebbi (egész)pixelhez tartozó értéket tároltuk el mindig.

Ezek közül rögtön kiszűrhetjük a sötét képpontokhoz tartozókat, mivel csak az élpontok
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gradiensének iránya érdekel minket.

3.1.1. A rendszám lejtésének szöge

A szakaszillesztés első lépéseként meg kell határoznunk a lejtészöget. Ahogyan korábban

is említettük, a gradienskép megalkotásakor kiszámolhatjuk minden pixelre a pontbeli

gradiens szögét, ezeket átagolhatjuk, vehetjük a mediánjukat, esetleg a móduszukat.

A gyakorlatban az ehhez hasonló rendszámtábla lokalizáló programok azonban már

tudják a lejtésszöget. Azonos kamerából, azonos helyen, azonos beállítással készült ké-

peken majdnem azonos lesz a képeken a rendszámtábla lejtésszöge, amit a felhasználó

tud beállítani a kamera beállításával. Ezt felhasználva feltehetjük, hogy tudjuk magát a

lejtésszöget minden képre.

Az program bemenetéhez tartozott minden képhez egy azonos nevű .𝑡𝑥𝑡 fájl is, ami a

rendszámtábla 4 sarkának koordinátáit tartalmazta. Ezekből a koordinátákból számol-

tuk ki a lejtést: a tábla vízszintesnek megfelelő oldalainak szakaszait vektorrá transzfor-

máltuk a koordinátáik alapján és a fentebb említett 𝑎𝑡𝑎𝑛2 függvénnyel megkaptuk ezen

oldalaknak a vízszintes tengellyel bezárt szögét. A két oldalnak megfelelő szöget ezután

átlagoltuk és a későbbiekben ezzel az átlagolt szöggel számoltunk. Azért, hogy lássuk,

hogy a valóságban előforduló kisebb-nagyobb eltéréseket hogyan kezeli a program, Gauss

eloszlásból származó mesterségesen generált hibákat adtunk a kapott átlagszöghöz.

Ha már tudjuk a rendszámtáblán használandó lejtésszöget, akkor attól függően, hogy

az 𝑎𝑡𝑎𝑛2 függvény eredménye pozitív vagy negatív lett, megállapíthatjuk, hogy a tábla

lejt vagy emelkedik. Ha lejt, akkor a kép felső és bal széléről származnak majd a kivágott

metszetek kezdőpontjai, ha pedig emelkedik, akkor a kép bal valamint alsó széléről.

Ezen pontok közül nem mindet fogjuk használni kiindulópontnak, inkább csak azokat

amik egy adott, a képtől függő paraméternél hosszabbak. Erre csak a szélsőséges esetek

kiszűrése miatt van szükség, hiszen enélkül például az egy (sarok)csúcsból álló scanline-

on előfordulhatna 100%-os élpontarány.
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3.2. A kivágott metszetek függvényei

A kivágás megvalósítása után a sorok értékeit vektor formában tároljuk tovább. Ismét

felmerült a kérdés, hogy meghagyjuk-e az eredeti értékeket, vagy például bináris küszö-

böléssel csak kétfélét tároljunk. Ahogyan ezt a következő alfejezetekben látni fogjuk, a

kapott értékeken használt függvényeken is múlhat, hogy milyen vektort célszerű kezdeti

értékként adni neki, ezért mi végül az eredeti értékeket is megtartottuk, de azoknak egy

egyszerűsített (küszöbölt) verzióját is használtuk.

Mivel ezek a vektorok a képek különbözősége miatt nem feltétlenül egyforma méretű-

ek, sőt egy képen belül is előfordulhatnak különböző hosszúságú kivágott metszeteknek

megfelelő vektorok, igyekszünk olyan függvényeket alkalmazni rájuk, aminek eredménye

nem függ a vektor hosszától. Ezeket a függvényértékeket vektoronként csoportosítva tá-

roljuk és az így keletkező vektorok halmazát (listáját) adjuk majd át az adatbányászat

során használt klasszifikációs eljárásoknak.

3.2.1. Az egyszerűsített vektorok függvényei

Az egyszerűsített vektor azt jelenti, hogy a fenti módon leírt scanline kivágása után

a vektort küszöbölésnek vetjük alá. Az egyszerűsített vektorainkat transzformáljuk a

következőképpen: tartalmazzanak 0-kat ott, ahol a kivágás után sötét (vagy fekete) pixel

volt és 1-eseket ott ahol világos (vagy fehér). Ha tudjuk, hogy 1-essel vagy 0-val indul

a vektor, akkor ezekből könnyen készíthetünk akár olyan felsorolást is, ami azt mondja

meg, hogy az élpontokból illetve a homogén pontokból álló szakaszok milyen ütemben

követik egymást. Ezt ugyan nem fogjuk használni, azonban ha ellenőrizni szeretnénk

valamit egy adott vektorral kapcsolatban, akkor segíthet.

A már csupa egyest és nullát tartalmazó vektorból ezután készíthetünk hisztogram-

vektort is, ami azt mondja majd meg, hogy milyen hosszú élpontokból álló szakaszból

mennyi van, vagyis a vektor 𝑖-edik eleme a pontosan 𝑖 hosszú élpontokból álló szaka-

szok száma (hasonlóan a homogén szakaszokra). A hisztogramvektorból könnyebben

számolható az egybefüggő szakaszok hosszának átlaga, mediánja vagy szórása. Magát

a hisztogramvektort előállíthatjuk a homogén szakaszokra is, sőt célszerű is mindkettőt

használni. A hisztogramvektoraink a scanline hosszához képest nem sok helyen tar-
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talmaznak majd nullától különböző értékeket, így ezeket rendezett pár formájában is

tárolhatjuk.

Egymás utáni (egymás alatt kivágott) scanline-okra a függvényértékek remélhetőleg

nem fognak sokat változni, hiszen a Canny-élkereső módszer alkalmazása után megálla-

pítottuk, hogy a karaktereket metsző élpontsorozatok egy pixel hosszúak általában és a

homogén szakaszok közül a karaktereknek megfelelőek körülbelül azonos hosszúságúak.

Mivel azonban a beolvasott képek különböző nagyságúak lehetnek, és a rajtuk elhelyez-

kedő rendszámtáblák mérete sem biztosan azonos, ezeket az értékeket, vagy legalább egy

részüket lehet, hogy célszerű arányokra cserélni. Például a sorban levő élpontok száma

helyett ezek sorhosszhoz képesti arányát fogjuk használni.

A hisztogramból azt is könnyen kinyerhetjük, hogy mekkora egy adott paraméternél

hosszabb élpontokból álló szakaszok száma egy scanline-on. Ezeknek vehetjük az össz-

hosszát és megnézhetjük annak arányát a scanline hosszához képest, vagy akár csak az

élpontokhoz képest is. Ennél a függvénynél akár az adott paraméternél hosszabb sza-

kaszok számának, mint nemarányosított értéknek is lehet értelme. Ezt természetesen a

homogén és élpontokból álló szakaszok esetén is meghatározhatjuk.

Egy másik általunk alkalmazott függvény a sor első, illetve utolsó homogén szakaszá-

nak hossza, valamint ezeknek aránya a teljes sorhosszhoz képest. Általában ha minden

zajt sikerült eltüntetni a képről az előfeldolgozás során, akkor ezeket az értékeket minél

nagyobbnak szeretnénk. Itt nyilván nincs sok értelme az élpontokkal is számolni, hiszen,

ha homogén ponttal kezdődik a sor, akkor nem kezdődhet élponttal és fordítva. Fontos

megjegyeznünk, hogy ezen felsorolt függvények nem mind lesznek teljesen függetlenek

egymástól, hiszen például az első homogén szakasz hosszának aránya (a teljes sorhoz

képest) nyilván legfeljebb akkora, mint a leghosszabb homogén pontokból álló szakasz

hosszának aránya. A könnyebb átláthatóság kedvéért táblázatba foglaltuk ezeket a függ-

vényeket.

3.1. Megjegyzés. A hasznosság oszlopban a következő fejezetben kifejtett döntési fa

klasszifikációs algoritmus által meghatározott, a függvényekhez tartozó 𝑓𝑒𝑎𝑡𝑢𝑟𝑒-ökből ki-

számolt hasznosságok szerepelnek, %-os formátumban. Ezek összege a többi táblázatban

levő hasznossággal együtt100%.
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Függvény neve Bemenet Paraméter Kimenet Hasznosság

Élpontok aránya nullegy [0,1] 0.92

Homogén szakaszok maximumának aránya nullegy [0,1] 5.03

xnel1 hiszt x=5 [0, 𝑠𝑜𝑟ℎ𝑜𝑠𝑠𝑧
2𝑝

], egész 5.7

xnel1 feherhiszt x=5 [0, 𝑠𝑜𝑟ℎ𝑜𝑠𝑠𝑧
2𝑝

], egész 0.28

xnel2 hiszt x=5 [0,1] 2.01

xnel2 feherhiszt x=5 [0,1] 0.86

xnel3 hiszt x=5 [0,1] 2.04

xnel3 feherhiszt x=5 [0,1] 0.38

Első homogén szakasz hossza hiszt [0,sorhossz], egész 3.36

Első homogén szakasz aránya hiszt [0,1] 3.56

Utolsó homogén szakasz hossza hiszt [0,sorhossz], egész 1.65

Utolsó homogén szakasz aránya hiszt [0,1] 3.6

Szakaszok hosszának mediánjának aránya hiszt [0,1] 0

Szakaszok hosszának mediánjának aránya feherhiszt [0,1] 0.01

Szakaszok hosszának móduszának aránya hiszt [0,1] 0.42

Szakaszok hosszának móduszának aránya feherhiszt [0,1] 0.02

Szakaszok hosszának átlagának aránya hiszt [0,1] 4.79

Szakaszok hosszának átlagának aránya feherhiszt [0,1] 0.03

Szakaszok hosszának szórása hiszt sorhosszfüggő 12.56

Szakaszok hosszának szórása feherhiszt sorhosszfüggő 11.56

1. táblázat. Az egyszerűsített vektorok függvényei

3.2. Megjegyzés. A bemenet vektorok jelölése a következőt jelenti: a 𝑛𝑢𝑙𝑙𝑒𝑔𝑦 vektor

az egyszerűsített, nullákat és egyeseket tartalmazó vektor, a ℎ𝑖𝑠𝑧𝑡 a homogén szaka-

szok hosszaiból előállított hisztogramvektor, hasonlóan az 𝑒𝑙ℎ𝑖𝑠𝑧𝑡 az élpontokból álló

szakaszok hosszainak hisztogramvektora.

3.3. Megjegyzés. Az xnel1 függvény az x-nél, mint paraméternél hosszabb szakaszok

száma, xnel2 függvény az x-nél hosszabb szakaszok számának aránya szakaszok számához

képest és az xnel3 pedig az x-nél hosszabb szakaszok összhosszának aránya a teljes sorhoz

képest.

3.4. Megjegyzés. Ha egy függvénynél nem tüntetünk fel mást, akkor az arányt az adott

sor hosszához képest számoljuk.
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3.2.2. A nem transzformált scanline-ok függvényei

Az egyszerűsített vektorok használatakor több információt is elvesztünk, úgy mint a

pontbeli gradiens iránya, vagy az élpontszomszédok száma. Ha még a letapogatás során

eltároljuk az egyes pixelekhez a fontosnak tűnő információkat, akkor ezeket is fel tudjuk

majd használni.

A rendszámtáblán levő karaktereket keresztben elmetszve például egy 𝐼 betű élpont-

jainak gradiense pont a rendszámtábla lejtésszögével lesz közel azonos, hiszen a gradiens

iránya definíció szerint merőleges az élre. Ha egy karakter vízszintes szakaszait nézzük,

akkor ezek pedig merőlegesek lesznek egy lejtésszög irányú vektorra. A ferde éleket tar-

talmazó karaktereknél ezen megállapítások egyike sem lesz igaz, azonban az egymáshoz

viszonyítás ott is segíthet. Azt szeretnénk tehát értékelni, hogy egy élpont közvetlen kör-

nyezetében, a gradiensre merőleges irányú szomszédok közül mekkora azon élpontoknak

a száma, amiknek a gradiense hasonló9. Az értékelés jelen esetben azt jelenti, hogy egy-

egy scanline-on megszámoljuk a kívánt tulajdonságokkal rendelkező élpontokat, majd a

kapott összegett lenormáljuk, hogy ne függjön a kivágott scanline hosszától.

Az egyik legfontosabb tárolandó információ tehát az egyes élpontok gradiensének

iránya. Mivel tudjuk a képen található rendszámtábla lejtésszögét, ezzel, mint szöggel

összehasonlítva az élpontok gradiensének irányát minél kisebb eltérést szeretnénk ta-

pasztalni feltéve, hogy a karakterek élei közül a függőlegeseket keressük. A vízszintes

élek miatt azt is értékelhetjük ha a két szög nagyjából merőleges egymásra. Ezeket

az összehasonlításokat többféleképpen kezelhetjük, alkalmazhatunk valamilyen folyto-

nos súlyfüggvényt, diszkrétet, vagy egyszerűen két külön függvényként is tekinthetünk a

„nagyjából párhuzamos” illetve „nagyjából merőleges” szögek keresésére. A hasonlóságot

a gyakorlatban a két szög különbségének vizsgálatával definiáltuk: ha a pontbeli vizsgált

szög és a tábla lejtésének szöge legfeljebb 2 fokkal tér el, akkor közel azonosak. (Ez

természetesen lehet egy előre megadott paraméter is, sokkal nagyobb vagy sokkal kisebb

értékkel is.)

A kivágott metszethez tartozó gradiensirányok közül csak az élpontokhoz tartozó-

kat véve egy olyan halmazhoz jutunk, ahol (ismét) vizsgálhatunk átlagot, illetve egy

9Sem a szöge, sem pedig az iránya nem tér el, vagy csak kevéssé.
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sorbarendezés után mediánt is. A módusz számolásához valószínűleg kerekítésre lenne

szükség, vagy például skatulyákba osztásra: például 3 fokonként csoportosítjuk a szöge-

ket és megnézzük, hogy melyik csoportba jutott a legtöbb. A módusz számolás ellen szól

még az is, hogy ha többféle leggyakoribb elem van (vagy több legtöbb elemet tartalmazó

csoport), akkor ezek mindegyike módusz a definíció szerint és ezután még egy másik

művelet (például átlagolás) kell, hogy újra egy eredményhez jussunk.

Ezeket az értékeket osztályozhatjuk is: az alapján, hogy mennyire vannak közel a

rendszámtábla lejtésszögéhez súlyozott értékekkel is számolhatunk.

Függvény neve Bemenet Paraméter Kimenet Hasznosság

Sorra merőleges gradiensű élpontok aránya élpontok gradiensei, lejtésszög eltérés≤ 2 [0,1] 9.81

Élpontok gradiensirányainak átlaga élpontok gradiensei [0,180) 2.43

Élpontok gradiensirányainak mediánja élpontok gradiensei [0,180) 3.06

Élpontok gradiensirányainak szórása élpontok gradiensei [0,180) 10.3

2. táblázat. A nem transzformált scanlineok függvényei

3.2.3. Több scanline-t használó függvények

Ahogyan megállapítottuk korábban: az egymás alatti scanline-ok elég hasonlóak lesz-

nek a rendszámtábla környékén. A Canny-élkereső módszer használatával elértük, hogy

az éleink a 1 pixel szélességűek, hiszen a pontbeli gradiens irányában elhagytuk a nem

maximális értékű szomszédokat, és a karaktereket elmetszve maguknak a karaktereknek

megfelelő nem élpontokból álló szakaszok hossza is közel azonos. Amikor egy scanline-

on belül kerestük a hisztogram segítségével az azonos hosszú, vagy legfeljebb 1 − 2 él-

ponthossznyira eltérő nem élpontokból álló szakaszokat, akkor tulajdonképpen ezeket

a karakterrészeket szerettük volna megtalálni. Ha azonban nem csak egy scanline-on

vizsgáljuk ugyanezt, akkor lehet hogy még sikeresebbek leszünk.

Ennek a megvalósítására több lehetőség van: összefésüljük a két (vagy több) egymás

alatti, tehát közvetlen szomszédságban álló scanline hisztogramját és ebből számolunk

móduszt vagy akár a fent leírt csoportosítást, vagy egy adott scanline-ból kiszámolt

homogén szakaszokhoz tartozó móduszt is tovább adhatunk a szomszéd scanline-on szá-

moló függvénynek. Ezután az így kapott számokat meghagyhatjuk ilyen formátumban,

vagy arányosíthatjuk, például az adott sorban lévő szakaszok, vagy a homogén szakaszok
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számához képest. (Ez azt jelenti, hogy a most megkapott értéket elosztjuk ezen kettő

valamelyikével, így kapva 0 és 1 közötti számot belőle.)

Az egymás alatti scanline-ok hasonlóságának osztályozására az alábbi, egyszerűsített

vektorokból számoló függvényt használtuk. Feltéve, hogy a két vektor hossza megegye-

zik, az egymás alatti értékeket, és azok szomszédait összehasonlítjuk, mivel szeretnénk

azt is valamennyire jó esetnek tekinteni, ha csak egy kicsit mozdul el az élpont a szom-

szédos scanline-okon. Legjobb eset az lenne, ha minél többször élpont kerülne élpont

alá, ezért csak azt értékeljük. Itt jön jól, hogy a sort átváltottuk nulla-egy értékekre:

ha két egymásfeletti értéket szorzunk, akkor csak az 1 × 1 esetben fogunk 1-et kapni.

A szomszédok azonosságát kisebb szorzóval véve és ezt az egész vektorra összegezve ka-

punk egy pozitív számot. Legjobb eset az lenne, ha végig fehér lenne a két sor amit

összehasonlítunk, ezért ennek az értékével, a vektor hosszának 4-szeresével10 normáljuk

a kapott értéket.

Természetesen ezt a függvényt meghívhatjuk úgy is, hogy mindkét bemeneti értéke

ugyanaz a vektor, így ugyanúgy egy 0 és 1 közötti számot kapunk a scanline és a hozzá

tartozó vektor értékelésére, ami az élpontokat és az élpontokból álló szomszédságokat

értékeli pozitívan.

Az összehasonlító függvények közé sorolhatjuk még a következő, szintén szomszédos

scanline-okon számoló függvényt. Ha kettő helyett három szomszédos scanline-t vizs-

gálunk egyszerre, akkor a középső scanline minden pontjának ismerni fogjuk minden

szomszédját. A középső scanline pontjai közül az élpontokat véve, megszámoljuk ezek

szintén élpont szomszédjait, sőt értékelhetjük is ezeket. Innen kiszámolhatjuk, hogy egy

scanline-on egy élpontnak átlagosan mennyi szintén élpont szomszédja van, sőt megte-

hetjük mindezt súlyozva is. Erre egy lehetőség az általunk választott súlyozás, ami a

következő: egy élpont minden közvetlen, tehát nem átlós élpontja 2 pontot ér, míg az

átlós szomszédok 1-et. Ezáltal minden élpontot egy 0 és 12 közötti számmal értékelünk,

ezeket összeadjuk és elosztjuk a vektorban lévő élpontok számával, ekkor megkapjuk,

hogy a fenti értékelés szerint mekkora egy élpont átlagos értékelése. Ezekból képezhe-

tünk 0 és 1 közötti számokat is, de inkább meghagytuk ebben a formában, hiszen ez nem

102-es szorzóval vettük az adott pontot és 1-1-gyel a szomszédokat.
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függ a vektor hosszától.

Ennek a függvénynek egy továbbfejlesztett verziója lehet, ha az átellenes élpontszom-

szédok együttes meglétét értékeljük csak, vagy azokat jobban értékeljük. Ekkor ha egy él

vége éppen a vizsgált pontra esik, akkor kisebb érték fog hozzá tartozni, mintha keresztül

megy rajta az él, viszont a Canny-élkereső miatt az igen ritka, hogy egy ponton több

különböző irányú él egyszerre átmenjen.

Függvény neve Bemenet Paraméter Kimenet Haszn.

Ismétlődésszam nullegy távolság=5, eltérés<=1 [0, 𝑠𝑜𝑟ℎ𝑜𝑠𝑠𝑧
2·𝑡𝑎𝑣 ] 0.09

Összehasonlít nullegy, nullegy𝑓𝑒𝑛𝑡𝑖 [0,1] 0.91

Élpontszomszédok átlagos száma nullegy𝑓𝑒𝑛𝑡𝑖, nullegy, nullegy𝑙𝑒𝑛𝑡𝑖 [0,1] 0.53

3. táblázat. A több scanline-t használó függvények

3.5. Megjegyzés. Az ismétlődésszámot meghatározó függvényben a távolság a két él-

pont között elhelyezkedő

3.6. Megjegyzés. A nullegy𝑓𝑒𝑛𝑡𝑖 és nullegy𝑙𝑒𝑛𝑡𝑖 jelölések a középsőnekk számító vektor

fenti illetve lenti szomszédait jelölik.

A csak néhány szóban megemlítettekkel együtt összesen végül 26 függvényt alkal-

maztunk a scanline-okból készített vektorainkra. A kapott értékek általában 0 és 1

közöttiek voltak az arányosítások miatt, azonban ahogy közben is említettük, néhány

értéket meghagytunk a kapott alakban.
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4. Az adatbányászati eszközök használata

Ahogyan a korábbi fejezetben leírtuk, a kivágott scanline-okhoz próbáltunk olyan függ-

vényeket (feature-öket) találni, amik mégha kicsit is, de másképpen viselkednek akkor,

ha egy rendszámtáblát metsző scanline-ról van szó. Miután minden scanline-ról kiszá-

moltuk a rendszámtábla pontos helyzete alapján, hogy van-e metszete a rendszámmal,

elkezdhettük az adatbányászatot. Ennek folyamatát mutatjuk ebben a fejezetben.

Összesen 500 darab képen futtatuk le a korábbi fejezetekben leírt képfeldolgozási el-

járásokat, majd ezekből vágtuk ki a scanline-okat. Ezeken elvégeztük az említett függvé-

nyeket és minden sor elejére fűztünk még három oszlopot: a scanline kezdőkoordinátáit

illetve egy {0; 1} értékű változót, ami annak az eredményét tükrözi, hogy metszi-e az

adott scanline a képen található rendszámtáblát. Megjegyezzük, hogy a kapott képek

között volt néhány, amelyen több rendszámtábla is szerepelt, ezeket a következőképpen

kezeltük: az elsőként felsorolt rendszámtábla lejtésszögét használtuk fel a metszetek elké-

szítésekor, és a többi rendszámtáblát akkor tekintettük elmetszettnek, ha a függőlegesnek

megfelelő mindkét oldalának szakaszát metszette a scanline.

Az összes kép minden követelményünknek megfelelő scanline-jából származó függ-

vényértéket soronként (mint egy-egy listát) egy .𝑐𝑠𝑣 fájl-ba írtunk, aminek ezáltal 439724

sora lett. Mivel a Canny-élkereső módszer alkalmazásakor két hiszterézis értékpárt is vá-

lasztottunk, mind a kettőből származó értékeken elvégeztük mindezt, tehát kettő ugyan-

ekkora méretű .𝑐𝑠𝑣 fájlhoz jutottunk.

Ezek után osztályozó vagyis klasszifikációs eljárásoknak vetettük alá a kapott adat-

halmazainkat. A klasszifikáció célváltozója a scanline és a rendszámtábla metszetének

igazságtartalma volt. Az adathalmazt minden klasszifikációs eljárás esetén tanító és

teszt adatokra bontottuk eleinte fele-fele arányban, majd inkább növeltünk a tanítóhal-

maz méretén. Azért, hogy ne függjön a konkrét soroktól az eredmény, több különböző

vágást (ez itt most a tanító és a tesztadatokra való vágást jelenti) is vizsgáltunk.

Mivel a sorok között igen kevés olyan volt, amely rendszámot metszett, a tanító

adathalmazt kicsit feldúsítottuk. Azon scanline-okat, amelyek rendszámot metszettek,

megtükröztük, valamint mindegyiknek az elejéről levágtunk egy darabot amit a végére

illesztettünk. Az így kapott generált scanline-okra is kiszámoltunk minden feature-t,
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ezzel a tanítóadathalmazban a rendszámot metsző scanline-okat megháromszoroztuk.

Ezt azért tehettük meg, mert ezekkel a transzformációkkal azon karakterisztikák, amik

egy scanline-ról meghatározzák, hogy metsz-e rendszámot, lényegében nem változnak.

Az osztályozó algoritmusok közül először egyszerűbbeket próbáltunk ki: a döntési fát

és a véletlen erdőket, majd az úgynevezett adaboost módszert. Ezek működését az álta-

lunk generált adatokon egyrészt egymáshoz hasonlítottuk, másrészt egy véletlen alapon

osztályozó algoritmushoz. Ezeket már nem C++-ban valósítottuk meg, hanem Python

programozási nyelv segítségével, az adatbányászati 𝑠𝑐𝑖𝑘𝑖𝑡𝑙𝑒𝑎𝑟𝑛 osztály meghívásával [13].

Miután kiválasztottunk jobbnak ítélt eredményeket (módszereket), egy az eredeti

adathalmazon kívüli képen futtattuk le a hozzá tartozó tesztet, és a kapott valószínűségek

alapján olyan régiókat kerestünk a képen, ahol csoportosultak a rendszámnak feltételezett

sorok.

4.1. A helyesség mérése

Egy lehetséges definíció [11] az osztályozó algoritmusokra:

4.1. Definíció. Az osztályozás egy olyan 𝑓 célfüggvény (target function) megtanulásá-

nak a feladata, amely attribútumértékek minden egyes halmazához előre definiált osz-

tálycímkék valamelyikét rendeli hozzá.

A mi esetünkben ez a következőt jelenti: a célfüggvényünk egy olyan igaz/hamis ér-

ték, ami megmondja, hogy az adott scanline metsz-e rendszámtáblát. A tanítóadathal-

maz minden eleméről az osztályozó eljárás ismeri ezen információt is és ezt felhasználva

szeretné a tesztadatok mindegyikéről megmondani, hogy az adott scanline-hoz tartozó

többi információ alapján az metsz-e. Ezeket a tippeket, predikciókat végül összehasolít-

ja a valós értékkel. Annak megállapítására, hogy mennyire helyes előrejelzéseket adott,

definiáljuk a konfúziós avagy tévesztési mátrixot.

Valós érték

Pozitív Negatív

Jóslat
Pozitív Valós pozitívak Hamis Pozitívak

Negatív Hamis Negatívak Valós Negatívak
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Egy adat akkor tartozik a Valós Pozitív osztályba, ha a hozzá tartozó scanline rend-

számtáblát metsz és az osztályozó eljárás ezt eltalálta. Valós Negatív egy elem, ha nem

metsz és ez is volt a hozzá tartozó predikció, míg Hamis Pozitív akkor, ha metszett de

ezt nem találta el az algoritmus és Hamis Negatív, ha nem metszett de az algoritmus

előrejelzése szerint igen. A mátrixban általában az adott osztályba tartozó elemek szá-

mát tárolják és gyakran a mátrix mellett a sorok és oszlopok összegét is feltüntetik, hogy

könnyebben tudjunk viszonyítani ezekhez. A konkrét elemszámok mellett fontos lehet

azok aránya a teljes adathalmaz méretéhez képest, így ezt is fel szokás tüntetni mellette.

Mivel jelen esetben általában a képek nem túl nagy részét foglalja el maga a rend-

számtábla, az egyes scanline-ok közül viszonylag kevés lesz olyan, ami valójában metsz.

Éppen ezért nem lesz elég a Valós elemeket számolni annak eldöntésére, hogy az algorit-

mus mennyire adott pontos eredményeket, így a módszerek alkalmazásakor a következő

3 mértéket számoltuk ki az egyes osztályok arányából:

∙ Helyes predikciók aránya: |𝑉 𝑃 |+|𝑉 𝑁 |
|𝑉 𝑃 |+|𝑉 𝑁 |+|𝐻𝑃 |+|𝐻𝑁 |

∙ Precizitás: |𝑉 𝑃 |
|𝑉 𝑃 |+|𝐻𝑃 |

∙ Felidézés: |𝑉 𝑃 |
|𝑉 𝑃 |+|𝐻𝑁 |

A helyes predikciók aránya megmutatja, hogy az összes tesztadaton mekkora volt a

helyes predikciók aránya. Ez gyakorlatilag a Valós pozitív és a Valós negatív osztályok

elemszámának aránya az összes tesztadathoz képest. A precizitás (𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛) azt mutatja

meg, hogy az összes pozitívnak jósolt sornak mekkora hányada volt valóban pozitív. A

felidézés (𝑟𝑒𝑐𝑎𝑙𝑙), vagy más néven érzékenység pedig azt jelenti, hogy az összes helyes

predikciónak mekkora része a Valós pozitív osztály.

Ezen három érték mind a [0, 1] intervallumból származik, ha értelmes11 és mindig azt

szeretnénk, ha minél nagyobbak lennének. mivel tulajdonképpen százalékokat jelölnek,

később 0 és 100 közötti számokként fogunk rájuk hivatkozni.

11Sajnos előfordultak esetek, amikor |𝑉 𝑃 |+ |𝐻𝑁 | = 0 volt.
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4.2. A döntési fa és a véletlen erdők

Ezek eredeti elnevezése 𝐷𝑒𝑐𝑖𝑠𝑖𝑜𝑛𝑇𝑟𝑒𝑒 illetve 𝑅𝑎𝑛𝑑𝑜𝑚𝐹𝑜𝑟𝑒𝑠𝑡, azonban magyar nevükön

is szokás használni őket, így ennél maradunk. A döntési fák lényege, hogy a gyökérből

kiindulva minden lépésben úgy bontjuk ketté (vagy több felé) az adott pontnak meg-

felelő adathalmazt12, hogy kiválasztjuk azt a feature-t, ami a legjobb vágást biztosítja.

Minden vágással azt szeretnénk elérni, hogy a vizsgált célváltozónak megfelelő értékek a

vágás után minél inkább úgy helyezkedjenek el, hogy a különböző értékek a fa különböző

gyerekekeinek megfelelő adathalmazokban legyenek.

A vágások osztályozására több mértéket szoktak használni, ezek közül a két leggyako-

ribb az entrópia és az úgynevezett gini-index. Az 𝑓 halmaz 𝑚 részre való szétvágásakor

a vágásnak megfelelő gini-indexet a következő képlettel kaphatjuk meg:

𝐼𝐺(𝑓) =
𝑚∑︁
𝑖=1

𝑓𝑖 · (1− 𝑓𝑖),

míg az entrópiát:

𝐼𝐸(𝑓) = −
𝑚∑︁
𝑖=1

𝑓𝑖 · log2(𝑓𝑖),

ahol 𝑓𝑖 a kapott osztályok 𝑖-edikének aránya a teljes halmazhoz képest. Minden lépésben

a lehetséges feature-ök közül kiválasztjuk azt, ami alapján a vágás mértéke a legkisebb

és ezzel vágunk. Egy pontnak megfelelő adathalmazt nem vágunk tovább, ha elérjük a

maximális famélységet, vagy ha a pontnak megfelelő adathalmaz mérete kisebb, mint az

erre adott korlát.

4.2. Definíció. [12] Véletlen erdőnek nevezzük azt az osztályozó algoritmust amely dön-

tési fák halmazából áll, amelyek többségi szavazással döntenek (minden fa egy-egy sza-

vazatot adhat le a célváltozó osztályára).

A jó véletlen erdő tulajdonságai:

∙ A generált döntési fák száma nagy

∙ Kicsi a különböző fák közötti korreláció

∙ Az egyes döntési fák pontossága nagy

12A gyökérnek az egész vizsgált adathalmaz felel meg.

36



A véletlen erdő előnyei: viszonylag pontos jó beállítások mellett, gyors és nagy adat-

halmazokon is használható. Ezutóbbi számunkra különösen fontos volt, a .𝑐𝑠𝑣 fájl fen-

tebb említett paraméterei miatt. Emellett a döntési fákhoz hasnolóan meg tudja be-

csülni, hogy melyik változó (feature) mennyire fontos, amivel hozzájárul, hogy tovább

javítsuk a kapott eredményeket, akár más módszer eredményeit is. Az előző fejezetben

a táblázatokban ez alapján töltöttük ki az egyes függvények hasznosságának oszlopát.)

A véletlen erdő természetesen rendelkezik az őt tartalmazó döntési fák alaptulajdon-

ságiaval, így a döntési fákhoz hasonlóan itt is meghatározhatjuk, hogy az egyes belső

pontokban történő vágások esetén milyen mérték alapján válassza meg a fa a következő

attribútumot.

4.2.1. Alkalmazás az adathalmazon

Az alkalmazáshoz mind a két klasszifikációs eljárás esetén a Python programozási nyelvet

használtuk és azon belül is az adatbányászatra alkalmas 𝑠𝑘𝑙𝑒𝑎𝑟𝑛 osztályt. Ahogyan

említettük korábban is, a célváltozó minden esetben a metszet volt, az adathalmazt

pedig ketté osztottuk tanító és tesztadatokra.

Az 𝑠𝑘𝑙𝑒𝑎𝑟𝑛 osztály meghívásával az egyes osztályozó eljárások paramétereinek be-

állítására is lehetőséget kapunk. Természetesen minden változóra van egy 𝑑𝑒𝑓𝑎𝑢𝑙𝑡, az-

az alapértelmezett érték is, így ha csak néhányat határozunk meg, akkor a többi az

alapértelmezett értéket kapja [14]. Ezt kihasználva végül öt általunk fontosabbnak vélt

paraméter különböző beállításait próbáltuk ki, ezeket a 4. táblázatban foglaltuk össze.

Paraméter 1. paraméterezés 2. paraméterezés 3. paraméterezés

Döntési fák száma 20 40 50

Vágási feltétel gini gini gini

Vizsgált függvények számának maximuma 20 20 20

Levágott elemek számának minimuma 10 20 20

Osztályok súlyozása kiegyensúlyozott kiegyensúlyozott kiegyensúlyozott

4. táblázat. A véletlen erdők paraméterei

Az egyik legelső paraméter az alkalmazott döntési fák száma. Ez megmondja, hogy

hány darab fát generáljon a módszer. A vágási feltétel lehetséges értékei a fentebb

említett vágási mértékek, tehát a gini-index illetve az entrópia. A vizsgált függvények
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maximális száma azt mondja meg, hogy mennyi feature mentén való vágást hasonlítson

össze a módszer a vágási mérték szerint, amikor keresi a legjobbat. A levágott elemek

számának minimuma azt jelenti, hogy a vágáskor létrejövő gyerekpontoknak megfelelő

adathalmazok mérete mekkora legyen legalább. Az osztályok súlyozása lehetőséget ad,

hogy kiegyensúlyozottnak válasszuk az osztályokat, azaz mivel a jelen használat során

sokkal kevesebb rendszámot metsző sorunk van, ezeket az adatokat a módszer máshogyan

fogja súlyozni.

A fentebb említett pontossági mértékeket mindhárom futáskor kiszámoltuk, ezeket

láthatjuk az 5. táblázatban.

Mértékek Adathalmaz 1. paraméterezés 2. paraméterezés 3. paraméterezés

Helyes predikciók aránya 1 94.4 94.1 94.1

Precizitás 1 44.8 41.6 41.9

Felidézés 1 27.3 30.7 31.2

Helyes predikciók aránya 2 94.1 94 94

Precizitás 2 40.3 41.7 41.5

Felidézés 2 25.4 34.6 34.3

5. táblázat. A véletlen erdők eredményei

4.3. Megjegyzés. Az 1. adathalmaz az 50− 70-es paraméterű élkiegészített képekből

származó adathalmazt jelenti, míg a 2. adathalmaz a 40− 100-as paraméterű élkiegészí-

tett képekből származó adathalmazt.

4.3. Az Adaboost

Az adaboost név az 𝑎𝑑𝑎𝑝𝑡𝑖𝑣𝑒 𝑏𝑜𝑜𝑠𝑡𝑖𝑛𝑔 kifejezés rövidítése, ami abból ered, hogy a mód-

szer alkalmazkodik (𝑎𝑑𝑎𝑝𝑡𝑖𝑣𝑒) és fokozatosan javítja az eredményeket (𝑏𝑜𝑜𝑠𝑡𝑖𝑛𝑔). Ezt

úgy teszi meg, hogy minden lépésben meghív egy másik, gyengébb klasszifikációs el-

járást13 és minden iteráció végén a tévesen osztályozott adatok fontosságát megnöveli.

Ez alapján frissíti a mintavételezésben a rekordok kiválasztási valószínűségét, majd a

következő iterációban ezt felhasználva épít új fát.

13Amely jobb, mint egy véletlen osztályozó algoritmus, általában ez az egy mélységű döntési fa.
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4.3.1. Alkalmazás az adathalmazon

Az általunk használt verzióban a gyengébb eljárás a döntési fa volt. Az sklearn osztály

meghívásakor megadható emellett az is, hogy ezekkel mennyi iterációt végezzen a mód-

szer, és mekkora legyen a tanulási gyorsasága. [15] (Ha a tanulási gyorsaság túl nagy,

akkor instabillá válhat a módszer.) Az alkalmazott javító algoritmust is mi választhat-

juk meg, a beépített kettő az úgynevezett 𝑆𝐴𝑀𝑀𝐸 illetve a 𝑆𝐴𝑀𝑀𝐸.𝑅. Az első egy

diszkrét javító algoritmus, a második viszont gyorsabban konvergál és kevesebb iteráció

alatt alacsonyabb hibához vezet. A 6. táblázatban látható három paraméterezése az

eljárásnak.

Paraméter 1. paraméterezés 2. paraméterezés 3. paraméterezés

Belső klaszzifikáció eljárás Döntési fa Döntési fa Döntési fa

Iterációk száma 40 30 20

Tanulási gyorsaság 1.5 0.5 0.8

Boosting algoritmus SAMME SAMME SAMME.R

6. táblázat. Az adaboost paraméterei

Ezen futások eredményeit foglalja össze a 7. táblázat. Látható, hogy a második

beállításhoz nem tartozik precizitás érték egyik adathalmaznál sem és a felidézés értéke

is 0. Ez azért van, mert a módszer ezen beállítások mellett a tesztadat egyetlen sorát

sem jósolta rendszámnak.

Mértékek Adathalmaz 1. paraméterezés 2. paraméterezés 3. paraméterezés

Helyes predikciók aránya 1 93.8 94.7 94.2

Precizitás 1 6.2 - 2.3

Felidézés 1 1.2 0 0.2

Helyes predikciók aránya 2 93.5 94.7 93.9

Precizitás 2 0.56 - 1.4

Felidézés 2 0.1 0 0.2

7. táblázat. Az adaboost eredményei

4.3.2. A gradient boosting algoritmus alkalmazása

A Gradient boosting klasszifikációs algoritmus nagyon hasonló az adaboost-hoz, szintén

felhasznál egy gyengébb klasszifikációs modellt. Az adaboosthoz képest különbség, hogy
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lehetővé teszi tetszőleges (differenciálható) veszteségfüggvény optimalizálását. A vesz-

teségfüggvény megválasztásakor az sklearn két lehetőséget kínál, ezek az exponenciális

veszteségfüggvény és a deviancia.[16] Az exponenciális esetben magát az adaboost el-

járást kapjuk, míg a deviancia esetén logisztikus regressziófüggvény szerint történik az

optimalizáció. A gradient boosting általában gyengébb módszerként szintén a döntési fát

használja, így a mi beállításainkban is ez szerepelt. Az adaboosthoz képest itt megvá-

laszthatjuk még a döntési fák mélységének maximumát is de az összes az adaboost esetén

felsorolt paramétert szintén lehetőségünk van állítani. Három kipróbált paraméterezést

láthatunk a 8. táblázatban.

Paraméter 1. paraméterezés 2. paraméterezés 3. paraméterezés

Veszteségfüggvény deviancia deviancia deviancia

Iterációk száma 50 100 100

Tanulási gyorsaság 0.1 0.1 0.1

Maximális famélység 7 7 10

8. táblázat. A gradient boosting paraméterei

Ezekkel a beállításokkal a 9. táblázatban látható eredményeket kaptuk a tesztadato-

kon.

Mértékek Adathalmaz 1. paraméterezés 2. paraméterezés 3. paraméterezés

Helyes predikciók aránya 1 95 94.8 94.7

Precizitás 1 56.4 50.5 47.9

Felidézés 1 21 13.5 9.5

Helyes predikciók aránya 2 94.7 94.3 94

Precizitás 2 48.1 39.6 32.1

Felidézés 2 19.7 15.9 13

9. táblázat. Az gradient boosting eredményei

4.4. Véletlen klasszifikáció

Ahogyan a fejezet elején említettük, a módszereket nem csak egymáshoz hasonlítottuk,

hanem egy véletlen klasszifikációs eljáráshoz is. Erre lehetőségünk volt szintén az sklearn

osztály meghívásával 𝐷𝑢𝑚𝑚𝑦𝐶𝑙𝑎𝑠𝑠𝑖𝑓𝑖𝑒𝑟 néven.[17] Ennek szintén vannak paraméterei,

de mi a legegyszerűbb verzióját választottuk, így csak a stratégiát állítottuk be. Esze-

rint a módszer a célfüggvény tanítóadatokon vett eloszlása alapján jósol a tesztadatokon.
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Külöböző futtatásaikor nem pont ugyanazokat az eredményeket adja, ezért 3-szor fut-

tatuk az adathalmazokon paraméterállítások nélkül, ezek eredményei látahatóak a 10.

táblázatban.

Mértékek Adathalmaz 1. futás 2. futás 3. futás

Helyes predikciók aránya 1 83.5 83.8 83.7

Precizitás 1 4.3 5.5 5.2

Felidézés 1 10.2 13 12.2

Helyes predikciók aránya 2 84.1 83.9 84.2

Precizitás 2 6.1 5.3 6.1

Felidézés 2 14.1 12.2 14

10. táblázat. Az véletlen klasszifikáció eredményei

A véletlen klasszifikáció eredményeire csak azért volt szükség, hogy lássuk, hogy a

módszerünkhöz kipróbált klasszifikációs eljárások jobbak-e mintha véletlenszerűen osz-

tályoznánk a tesztadat sorait. Ha ezt összevetjük a korábbi táblázatokban szereplő érté-

kekkel, láthatjuk, hogy az első három eljárás közül a véletlen erdők mindig egyértelműen

jobban teljesítettek, mint a véletlen módszer. A gradient boosting 3. beállításánál mind-

két halmazon a felidézés kicsit rosszabb volt, és az adaboost mindhárom beállításakor a

felidézés és a precizitás is rosszabb volt, mint a véletlen módszernél. Megjegyezzük azon-

ban, hogy ez a scanline-ok egyesével történő vizsgálata volt, holott a végső eredményben

az egymás alatti sorokat együtt fogjuk kezelni.

4.5. Különböző módszerek eredményeinek összehasonlítása

Miután több paraméterbeállítással kipróbáltuk a módszereket, kiválasztottunk módsze-

renként egy általunk legjobbnak vélt beállítást és egy, az eddigiektől független képen

teszteltük őket. Ezt megtehettük újabb tanítások nélkül is, hiszen a tanítás eredményei

elmenthetőek és később tetszőleges mennyiségű adaton újra futtathatóak. A különböző

módszerek közül a legjobbnak választottak eredményeit most megismételjük egy közös

táblázatban. Lásd: 11. táblázat.

Meg kell említenünk, hogy amikor kiválasztottuk, hogy melyik módszer a legjobb

a felsoroltak közül, akkor ezt a következőképpen tettük. Ha egy módszer mindhárom

mérték szerint jobb volt a másik kettőnél, akkor azt választottuk. Ha egy módszer

41



Mértékek Adathalmaz Random forest 1. Adaboost 1. Gradient boosting 1.

Helyes predikciók aránya 1 94.4 93.8 95

Precizitás 1 44.8 6.2 56.4

Felidézés 1 27.3 1.2 21

Mértékek Adathalmaz Random forest 2. Adaboost 3. Gradient boosting 1.

Helyes predikciók aránya 2 94 93.9 94.7

Precizitás 2 41.7 1.4 48.1

Felidézés 2 34.6 0.2 19.7

11. táblázat. A legjobbnak választott eredmények

mindhárom mérték szerint rosszabb volt, a másik kettőnél, akkor a másik kettő közül

azt választottuk, amelyik két mérték szerint volt maximális a három közül. Másfajta

eloszlás esetén választottunk volna egy legfontosabb mértéket a három közül.

Ezután kiválasztottunk egy, az eddigiektől független képet és ezen is elvégeztük

ugyanazokat a preprocesszálási lépéseket, kivágtuk a scanline-okat és kiszámoltuk rá-

juk az összes feature-t és megvizsgáltuk, hogy a kép mely sorait mondták rendszám-

metszőnek az algoritmusok. A módszerek tehát minden sorra mondtak egy, a [0, 1]

intervallumból származó számot, ami azt mondta meg, hogy mekkora valószínűséggel

metsz rendszámot az adott sor. Ennél a képnél az algoritmus nem kapta meg ellenőrzés

céljából sem a rendszámtábla koordinátáit.

Fontos azonban szem előtt tartanunk, hogy a végső cél a rendszám lokalizációja,

így valójában nem egy, legvalószínűbb sort keresünk, hanem egy olyan sorokból álló

blokkot, ahol mindegyik sor valószínűsége viszonylag nagy. Mivel a rendszámot metsző

sorok egymás közvetlen szomszédai, ezért gyakorlatilag olyan sor-sorozatokat keresünk,

ahol egymás alatt minél több, minél valószínűbb rendszámsor van.

Egy ilyen blokk keresésére több lehetőség is van, mi ezek közül az egymás utáni sorok

valószínűségeinek összegét vizsgáltuk és ezek között kerestünk maximumot. Emellett azt

is kipróbáltuk, hogy az egyes valószínűségek logaritmusának összege hogyan viselkedik

a blokkokon. Mivel a logaritmus függvény szigorúan monoton nő ezeknek ugyanúgy a

maximumát kerestük, viszont kiderült, hogy ez a módszer csak kevés alkalommal mond

mást, mint az összeadást használó. Leginkább csak a gradient boosting algoritmusból

származó valószínűségeknél látszott ez a különbség.

Az, hogy mekkora blokkot keresünk, a képtől és azon belül a rendszámtábla méretétől
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is mindenképpen függ, így ez egy újabb, a képtől függő paraméter lesz. A lejtésszöghöz

hasonlóan erre is igaz, hogy a kamerabeállítás általában meghatározza, így feltehetjük,

hogy tudjuk mekkora régiót keresünk. A szakdolgozat írása során igyekeztünk egy ké-

pen megjeleníteni a különböző folyamatokat, ezen 80 pixel magasságú blokkot kerestünk.

Természetesen választhatunk jóval nagyobb intervallumot, ekkor sokkal nagyobb a való-

színűsége, hogy valóban tartalmazza a rendszámtáblát, ám minél nagyobb intervallumot

vizsgálunk, annál kevésbé lesz értelme a kapott eredmények. Hasonlóan sokkal kisebb in-

tervallumot is kereshettünk volna, ekkor azonban a kiugró valószínűségértékek esetleges

megjelenése térítheti el a keresést.

4.5.1. Az eredmények megjelenítése

Hogy pontosan lássuk a sorokról, hogy milyen valószínűség érték tartozik hozzájuk, a

scanline-okból összerakott kép segítségével előállítottunk egy olyan félig csíkos képet,

ahol a kép felén soronként a valószínűségnek megfelelő szürkeárnyalatok jelentek meg.

Először is a kapott valószínűségeket, mint a [0, 1] intervallumból származó számokat

megszoroztuk 255-tel és ezeknek vettük az egészrészét. Ezáltal minden sorra kaptunk egy

[0, 255] intervallumból származó egész számot, amit, mint szürkeárnyalatot értékül ad-

tunk a sorok második felének minden pixelének. Mivel a [0, 255] közötti szürkeárnyalatok

között a 0 felel meg a feketének, és a 255 a fehérnek, ez azt jelenti, hogy minél valószí-

nűbb, hogy egy sor rendszámot metsz, annál világosabb lesz az adott sornak megfelelő

szín.

4.4. Megjegyzés. Ha az így kapott sorok mind nagyon sötétek vagy nagyon világosak

lettek és ezáltal nem különültek el a különböző valószínűségek, akkor a láthatóság kedvé-

ért a legnagyobb és a legkisebb érték segítségével transzformálhatjuk az értékeket. Ekkor

a [0; 1] helyett létrejövő [𝑀𝐼𝑁 ;𝑀𝐴𝑋] intervallum [0; 255] intervallumra képzésére egy

lehetőség a következő:

𝑥 ↦→
[︂
𝑥−𝑀𝐼𝑁

𝑀𝐴𝑋
· 255

]︂
,

ahol a [.] az egészrész függvényt jelöli.

Az előző alfejezetben említett módon a tesztképre kiszámoltuk a sorok valószínűségeit

a különböző módszerekkel, létrehoztuk belőlük a féligcsíkos képeket és megkerestük azt
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az 80 sort, ahol a valószínűségek összege maximális volt. A féligcsíkos képen ezután az

így kapott 80 sor két közvetlen szomszédságában lévő sort pedig megváltoztattuk élénk

színűre, hogy látszon, hogy a módszer hova jósolja a rendszámot.14

Az első adathalmaz által betanított módszerek, azaz az 50−70-es paraméterű élkiegé-

szített képekből származó scanline-okon alkalmazottak segítségével a következő eredmé-

nyeket kaptuk. Ahogy említettük, a valószínűségek vagy azok logaritmusának összeadása

közötti különbség a gradient boosting használatakor jelentett csak 1−2 pixelnél nagyobb

eltérést, így alapvetően az összeadásból származó képeket mutatjuk be.

10. ábra. Az első és a harmadik paraméterezésű véletlen erdők eredményei

Az elsőként alkalmazott módszer a véletlen erdők módszere volt. Itt az első beállítást

találtuk legjobbnak, ennél a második csak a harmadik mértékben, azaz a felidézésben volt

jobb, azonban látványosan jobb eredményt hozott a tesztképen, hiszen az árnyékvonal

feletti részt megtalálta. Ez látható a 10. ábrán.

Ezután az adaboost eljárásról volt szó, itt az első paraméterezés egyértelműen jobb-

nak bizonyult a másik kettőnél a második két mértékre nézve. Meglepő módon az első

és a harmadik paraméterezés ugyanazt az eredményt hozta, a második kicsit eltérőt, de

egyik sem találta meg a rendszámot. Ez láthatjuk a 11. ábrán.

A gradient boosting eljárás esetén az első paraméterezést gondoltuk legjobbnak, mi-

vel itt mindhárom mértékre nézve maximális értékek voltak. Ráadásul az összes kapott

eredmény közül a pontosság és a precizitás maximuma is ennél a paraméterezésnél volt.

14Mivel a képek a szakdolgozatba nem eredeti méretükben kerültek, utólag a láathatóság kedvéért

ezen vonalakat megvastagítottuk.
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11. ábra. Az első és a második paraméterezésű adaboost eredményei

Ennek megfelelően a következő ábrán láthatjuk a tesztkép 50 − 70 paraméterű élkiegé-

szítettjének vizsgálatakor tapasztalt legjobb eredményt.

4.5. Megjegyzés. A 12. ábrán a valószínűségek logaritmusainak összegeiből szárma-

zó maximumokat tüntettük fel. Megvizsgáltuk az valószínűségek összegeiből származó

maximumot is, de ezek jobbnak bizonyultak.

12. ábra. Az első és a második paraméterezésű gradient boosting eredményei

A második adathalmaz által betanított módszerek tesztképen elért eredményei lát-

hatóak a 13, a 14 és a 15. ábrákon.

Látható, hogy ezek közül egyiknek sem sikerült a gradient boosting 1. adathalmazon

elért eredményét produkálnia, de természetesen más képeken előfordulhat, hogy sokkal

pontosabbak lennének.
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13. ábra. A második és a harmadik paraméterezésű véletlen erdők eredményei

14. ábra. Az első és a második paraméterezésű adaboost eredményei

15. ábra. A második és a harmadik paraméterezésű gradient boosting eredményei
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5. Összefoglalás

A szakdolgozatban a féligárnyékos karakterek problémájának felvázolása után alapve-

tő képfeldolgozási műveleteket mutattunk be és alkalmaztunk különböző rendszámokat

tartalmazó képeken. Ezután a rendszámtábla feltételezett lejtésszögével párhuzamosan

végigpásztáztuk a képeket és általunk scanline-nak nevezett metszeteket vettünk a ké-

pekből. Ezekről különféle szabályszerűségeket feltételezve feature-ökből álló vektorokat

hoztunk létre, amikről aztán klasszifikációs eljárások segítségével próbáltuk megállapíta-

ni, hogy közülük melyik metsz rendszámtáblát.

A véletlen klasszifikációt használó módszerhez képest az általunk legjobbnak válasz-

tottak az Adaboost eljárást kivéve mind egyértelműen jobbnak bizonyultak a felismerés

során. Az egyes sorokra kiírt valószínűségek alapján meghatározott régiók pontossága a

gradient boosting eljárás esetén volt a legjobb, ezt láthattuk egy tesztképen is.

A leírt eljárások optimalizálásáról nem esett szó, de erre lehetőséget kinálhat például

egy evolúciós algoritmus. Ennek segítségével mind a képfeldolgozással foglalkozó feje-

zetben, mind pedig a scanline-okhoz tartozó függvényekről szóló alfejezetben megjelenő

paramétereket megválaszthatnánk úgy, hogy még pontosabb eredményeket kapjunk vé-

gül. Ezen kívül a klasszifikációs eljárások paramétereinek megválasztásakor alkalmazva

azok eredményeit is tovább javíthatnánk.

Egy másik lehetőség a folytatásra, hogy a teljes rendszámtáblakeret helyett csak

a karaktereket közvetlenül befoglaló téglalap koordinátáival tanítsuk be az eljárásokat.

Mivel a feature-ök a karaktereket metsző scanline-ok tulajdonságaira épültek, a tábla

keretének alsó és felső oldala, (ami a scanline-okon egy-egy hosszú élpontokból álló so-

rozat), valamint a közvetlenül a karakterek felett és alatt elhelyezkedő homogén rész

zavarhatja tanító az algoritmust. Mivel ilyen tartalmú bemenetként szolgáló fájlokkal

nem rendelkeztünk, ezt nem tudtuk kipróbálni, azonban ez valószínűleg javítaná a kapott

eredményeket.
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Szürkeárnyalatos kép

Sobel élkereső
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16. ábra. Az algoritmusunk teljes folyamata
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