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Aleksziev Rita Antónia
Alkalmazott matematikus MSc
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2.2. A mély tanulásról általában . . . . . . . . . . . . . . . . . . . . . . . 17
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Előszó

A mesterséges neurális hálózatok a tudomány egyre több területén oldanak meg kü-

lönféle problémákat. Ezen feladatok nagy része invariáns a bemenet bizonyos transz-

formációira. Jelen dolgozat célja, hogy bemutassa a mesterséges neurális hálózatok

alapjait, majd tárgyaljon olyan példákat, amelyek az emĺıtett invarianciákat kihasz-

nálják, vagy az azokat adó transzformációk paramétereit kinyerik az adatból. A dol-

gozat végén bemutatok két saját hálózatot, amely különböző mértékű eltolásokkal

transzformált kézzel ı́rott számjegyet ábrázoló képeket kezel. Feladatuk a számjegy-

felismerés, a minta centralizálása, és az eltolás paramétereinek visszaadása.
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1. Bevezetés

A gépi tanulás a mesterséges intelligencia egyik ága, amely olyan rendszerekkel fog-

lalkozik, melyek tanulni képesek, azaz tapasztalatok alapján fejlődik a működésük.

A hagyományos programozásban lebontjuk a feladatokat kisebb, prećızen definiált

részfeladatokra, és utaśıtásokkal ”megmondjuk” a számı́tógépnek, hogy hogyan oldja

meg őket. Ezzel szemben gépi tanulás esetén a megoldás pontos lépéseinek megadá-

sa helyett megfigyelt adatokat, példákat biztośıtunk a számı́tógépnek, amelyből az

generál egy modellt. Tanulás alatt a következő, Mitchell ( [16]) által adott fogalmat

értjük.

1.1. Defińıció. Adott A számı́tógépes program, E és T halmazok, és egy P valós

értékű függvény. E elemeit tapasztalatoknak, T elemeit feladatoknak nevezzük. Ekkor

A tanul feladatoknak egy T halmazára nézve E tapasztalatokból, ha a T-n nyújtott,

P -vel mért teljeśıtménye E hatására nő.

A gyakorlatban ez azt jelenti, hogy a rendszer tańıtó adatok, minták alapján

képes (önállóan vagy emberi seǵıtséggel) szabályszerűségeket felismerni. A fenti de-

fińıció megengedi bármilyen E és T halmazok, illetve P függvény használatát, még

P értelmezési tartománya sem rögźıtett. Amikor egy konkrét probléma megoldására

keresünk tanuló algoritmust, akkor ezeket kell pontosan megadnunk. Egy olyan A

program esetén például, amelytől azt várjuk, hogy tanuljon meg sakkozni, T egyetlen

eleme a sakkozás, a tapasztalatok halmaza emberek elleni játszmákból áll, P pedig a

megnyert játszmák aránya az összeshez képest. Egy önvezető autó vezérléséhez hasz-

nált algoritmus feladathalmaza a különböző útvonalakon való szabályos közlekedés,

tapasztalatait képsorok (és más szenzorok bemenetei), illetve hozzájuk tartozó keze-

lési parancsok adják, teljeśıtményét pedig a hibátlanul megtett út átlagos hosszával

mérjük.

Általában a program teljeśıtményét nem, vagy nem csak E elemein mérjük, erre

egy másik, E′ tesztelő halmaz szolgál. Két különböző halmaz fenntartása azért indo-

kolt, hogy az esetleges túltanulást észrevegyük. Azaz nemcsak azt várjuk a program-

tól, hogy az általa már ismert adatokra illetve helyzetekben megfelelően működjön,

hanem azt is, hogy új bemenetre jól tudjon általánośıtani: egy új stratégiával játszó

ellenfél ellen is nyerjen sakkban, vagy ismeretlen utakon is tudjon közlekedni. Jel-

lemző még, hogy nem az összes tapasztalat hatásának bekövetkezése után végzünk

először mérést, hanem felváltva látjuk el A-t tapasztalatokkal és mérjük az addig

nyújtott teljeśıtményt E-n vagy E′-n. Ekkor tanulásnak tekintjük, ha az utolsó telje-

śıtményérték az elsőnél (számottevően) nagyobb, nem várjuk el, hogy minden egyes

iterációban az előzőhöz képest nőjön.
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A mesterséges neurális hálózat egy tańıtáshoz használatos modell, amelynek

biológiai inspirációja az élőlények idegrendszere, és bemenő értékek együtteséből

kimenő értéket álĺıt elő. Meghatározott sorrendben egymáshoz kapcsolt feldolgo-

zó (számoló) egységekből áll, ezek felelnek meg a biológiai neuronoknak, és együtt

képesek tanulásra a köztük lévő kapcsolatok változtatásával. A modell kiemelkedő

eredményeket hozott olyan területeken, mint a számı́tógépes látás, a beszédfelismerés

és a nyelvfeldolgozás, ahol a megoldandó problémák az emberi agy számára egysze-

rűek, azonban nehéz őket formálisan léırni. Ilyen például az arcok vagy a kézzel ı́rott

karakterek felismerése, mozgó tárgyak követése, hallott szöveg léırása, a röntgen- és

ultrahangos felvételek elemzése, vagy akár egy jármű iránýıtása forgalomban.

2. Neurális hálózatok és mély tanulás

2.1. A neurális hálózatokról általában

A mesterséges neuronháló alapvető éṕıtőkövei a mesterséges neuronok, amelyek

bemenő értékekből kimenő értéket számoló egységek. Ezek a hálózati topológia

által meghatározott módon kapcsolódnak egymáshoz. Ennek reprezentációjára álta-

lában iránýıtott gráfot szokás használni, amelynek a neuronok a csúcsain helyezked-

nek el. A gráf minden uv iránýıtott élére teljesül, hogy az u-nak megfelelő neuron

kimenetét bemenetként megkapja a v-n álló neuron. Bizonyos neuronok bemenete

a hálózat bemenetének egy része, mások kimeneteit pedig hálózat kimenetének te-

kintjük. A neuronok számı́tási képleteit (az őket összekötő élek súlyát) meghatározó

eljárás a hálózat tanulási szabálya.

A neuronok legegyszerűbb fajtája a perceptron, amelyet Frank Rosenblatt fej-

lesztett ki az 1950-es évek végén. Ez az egyszerű egység néhány bináris bemeneti

értékből számı́t egyetlen bináris kimenetet.

1. ábra. Perceptron x1, x2, x3 bemenetekkel
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A bejövő x1, x2, ... értékeket valós w1, w2, ... számokkal súlyozza, a kimenetet

pedig az alapján határozza meg, hogy az ı́gy kapott összeg elér-e egy előre meg-

határozott k küszöbértéket. A súlyok és a küszöbérték a neuron saját paraméterei.

Formálisan tehát a perceptron kimenetét a

kimenet =

{
0, ha

∑n
i=1wixi ≤ k

1, ha
∑n

i=1 wixi > k

formula adja. Az egyszerűség kedvéért a
∑n

i=1 xiwi kifejezést vektorok szorzataként,

azaz wx alakban szokás használni, illetve bevezethető egy b = −k eltolásérték (bias).

Ezekkel a jelölésekkel tehát a neuron a wx + b értéket számı́tja ki, és ennek függ-

vényében határozza meg a kimenetét. Szemléletes a w vektor elemeire élsúlyokként

tekinteni: wi azon él súlya, amelyen xi érkezik. A továbbiakban tehát a ”neuron pa-

raméterei” és az ”́elsúlyok” fogalmakat felcserélhetőnek tekintjük, és a kontextustól

függ, hogy beleértjük-e az eltolásértékeket is.

Neuronok bármilyen függvényt megvalóśıtó számoló egységek lehetnek (amennyi-

ben az értékkészlet egy számhalmaz). A gyakorlatban sokféle probléma megoldására

használatos olyan hálózat, amely neuronjai léırhatóak a Rosenblatt-féle percept-

ron általánośıtott változataként. Ez a fajta neuron az eredetinek egy f aktivációs

függvénnyel való kiegésźıtése. Az általánośıtott perceptron kimenete az f(wx+

+ b) érték. Az aktivációs függvény intuit́ıv jelentése, hogy eldönti, hogy a neuron

mennyire reagál az őt ért impulzusokra. A legegyszerűbb esetben f kimenete bináris,

tehát a bemenő információ alapján vagy tovább́ıt ingert, vagy nem. A leggyakrabban

használt aktivációs függvények monoton növekvőek, folytonosan differenciálhatóak,

nemlineárisak, és értékkészletük a (0, 1) vagy a (−1,1) intervallum. Az ilyen – ’S’

alakú grafikonnal rendelkező – függvényeket gyűjtőnéven szigmoid-függvényeknek

nevezzük. Az elnevezés néha a logisztikai függvény speciális esetére utal, amelyet

az f(x) = 1
1+e−x

képlet definiál. Ezen ḱıvül még sűrűn találkozhatunk aktivációs

függvényként a hiperbolikus tangens, az arcus tangens és a softsign (f(x) = x
1+|x|)

függvényekkel.

A hálózati topológia két fő fajtája a hurokmentes vagy előrecsatolt (feed-

forward), és a visszacsatolt vagy rekurrens. Az előrecsatolt hálók rendszerint ré-

tegekbe (layer) rendezve tartalmazzák a neuronokat oly módon, hogy minden egyes

egység csak a közvetlenül megelőző réteg egységeitől kap bemeneti jelet. Így az in-

formáció az első (bemeneti) szinttől a közbülső (rejtett) szinteken át rétegről rétegre

az utolsó (kimeneti) szint felé áramlik. rekurrens háló rétegei között ezzel szemben

nincs ilyen rendezés, azaz a hálózati topológiát léıró gráf köröket tartalmaz. [20]
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2. ábra. Rétegekből álló előrecsatolt neurális hálózat [18]

A mesterséges neurális hálózatokat bemenet-kimenet párok seǵıtségével trénin-

gezzük, azaz rendelkezésre állnak lehetséges bemenetek, és azok egy részéhez a ḱıvánt

kimenet (ćımke). A tańıtás célja, hogy a hálózat megtanuljon egy olyan leképezést

végrehajtani, ami illeszkedik az általa látott mintákra (azaz az ismert bemenetekre

a hozzájuk tartozó kimenetet adja), és elég általános ahhoz, hogy új bemenetekre is

alkalmazható legyen. A rendelkezésre álló tańıtó adattól függően a tréningezés há-

rom fajtáját különböztetjük meg. Felügyelt tanulásnak nevezzük, amikor az adott

bemenetek mindegyikéhez ismert a ḱıvánt kimenet, és a tréningezéshez az ı́gy ka-

pott párokat használjuk. Felügyelet nélküli tanulás esetén a várt kimenetre nincs

szükség, csupán az ismert bemenetek közötti összefüggéseket tanulja a hálózat. Azo-

kat a tańıtó algoritmusokat, amik a fenti két módszert ötvözik, félig felügyeltnek

nevezzük, ezek azokban az esetekben használatosak, amikor a mintabemenetek egy

részéhez rendelkezésünkre áll a hozzájuk tartozó kimenet, de nem mindegyikhez.

Klasszikus példa felügyelt tanulásra a kézzel ı́rott számjegyek felismerése, ahol a

bemenet egy számjegyet ábrázoló kép, a kimenet pedig egy 0 és 9 közötti érték.

A megtanulandó függvény természetesen az, ami minden képet abba a számjegybe

képez, amelyiket ábrázolja. Abban az esetben, ha a rendelkezésre álló tańıtó adat-

halmaz mérete nem elég nagy, mesterségesen megnövelhetjük azt (augmentáció).

Ennek a két leggyakoribb módja a zaj hozzáadása a már meglévő adatokhoz, illetve

valamilyen transzformáció alkalmazása.

A neuronokat összekötő élek súlya kezdetben rendszerint valamilyen eloszlás sze-

rinti véletlen, a tanulási folyamat pedig ezen élsúlyok fokozatos változtatásából áll.

A módośıtások pontos menetét a hálózat tanulási szabálya határozza meg. Annak

számszerűśıtésére, hogy mennyire járunk közel a célhoz, bevezetünk egy C hiba-
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vagy költségfüggvényt, amely legtöbbször a hálózat kimenete és a ḱıvánt kime-

net közti eltérést méri, mint például a négyzetes távolság. A tanulás közvetlen célja

ezen függvény értékének minimalizálása. A leggyakrabban használt tanulási sza-

bályok gradiens-alapú iterat́ıv módszerek, amelyek az élsúlyokra és az eltolásokra

vonatkozó parciális deriváltakra épülnek. Az aktivációs függvényeket emiatt célsze-

rű úgy választani, hogy azok ”könnyen” differenciálhatóak legyenek. Ilyen például a

már emĺıtett f(x) = 1
1+e−x

logisztikai függvény, amelynek az x helyen vett deriváltja

f ′(x) = f(x)(1− f(x)).

A tańıtó algoritmusok nagy részének egy ciklusa egy ”előre”-lépésből (a neuro-

nok kimeneteinek kiszámı́tása valahány tańıtó mintára rétegről rétegre), a deriváltak

meghatározásából, és az élsúlyok illetve az eltolásértékek kis mértékű módośıtásából

áll. Ebben tehát a mesterséges neurális hálózat nem követi a biológiai neuronháló

működését, mert diszkrét, egymást követő lépések sorozatát hajtja végre ellenben

az idegek decentralizált, központi órajel nélküli folytonos működésével. Az egész

mintahalmazon való egyszeri végigfutást epochnak nevezzük. Azt, hogy az iterációt

meddig ismételjük, a megállási szabály határozza meg. Ez lehet például egy előre

megadott ismétlési szám, de jellemző, hogy megáll az algoritmus, ha a hibafügg-

vény egy bizonyos küszöbérték alá csökken, vagy ha a paraméterek változtatásának

mértéke már nagyon kicsi.

A deriváltak kiszámı́tásához a gyakorlatban általában a hiba-visszaterjesztési

algoritmust (backpropagation, [18]) használják, amelynek menete a következő : a

kimeneti réteg minden neuronjára kiszámolunk egy lokális hibát, majd rétegenként,

hátulról előre haladva számoljuk a belső neuronok hibáit. Ezekből a hibákból ezután

következtetünk a hibafüggvény parciális deriváltjaira.

A hiba-visszaterjesztési algoritmus léırásához szükséges bevezetni a következő

jelöléseket. Az (l−1)-edik réteg k-adik neuronjából az l-edik réteg j-edik neuronjába

vezető él súlya legyen wljk. Az l-edik réteg neuronjának eltolásértékét jelöljük blj-vel,

kimenetét pedig alj-vel, azaz alj = f
(∑

k w
l
jka

l−1
k + blj

)
, ahol f a neuron aktivációs

függvénye, az összeg pedig az (l− 1)-edik réteg neuronjainak indexein fut végig. Az

l-edik réteg j-edik neuronjába érkező adatok élsúlyokkal súlyozott és eltolásértékkel

eltolt összegét zlj-vel jelöljük, tehát zlj =
∑

k w
l
jka

l−1
k + blj.

A gradiens-módszer a C költségfüggvény ∂C
∂w

és ∂C
∂b

parciális deriváltjaira támasz-

kodik, a hálózat minden w élsúlyára és b eltolásértékére. A költségfüggvénynek töb-

bek között a következő két fő feltételt kell teljeśıtenie ahhoz, hogy a hálózat hiba-

visszaterjesztési algoritmussal tréningezhető legyen. Az egyik, hogy C kifejezhető

legyen az egyes x tańıtó adatokra vonatkozó Cx függvények C = 1
n

∑
xCx átlaga-

ként. Ez azért fontos, mert a tańıtás során valójában a ∂Cx
∂w

és a ∂Cx
∂b

deriváltakat

tudjuk kiszámolni, és ezekből a tańıtó adathalmazon való átlagolással álĺıtjuk elő
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∂C
∂w

-t és ∂C
∂b

-t. A másik feltétel, hogy C feĺırható legyen a hálózat kimeneteinek függ-

vényeként. Természetesen C-nek más változói is vannak, mint például a hálózat többi

élsúlya, vagy a ḱıvánt output, de ezeket ebben a feĺırásban rögźıtett paraméternek

tekintjük.

A hiba-visszaterjesztési algoritmus először az utolsó szintről indulva minden ne-

uronra kiszámol egy neuronhibát. Az l-edik szint j-edik neuronjának hibáját δlj-vel

jelöljük, képlete pedig ∂C
∂zlj

. Az elnevezés arra utal, hogy a neuron bemeneteinek súlyo-

zott összegét, zlj-t egy kis ∆zlj értékkel megváltoztatva a hálózat hibafüggvényének

értéke δlj∆z
l
j-vel változik. A hibaérték tehát azt hivatott kifejezni, hogy az adott

neuron mennyire járul hozzá az egész hálózat hibájához.

3. ábra. Néhány példa a használt jelölésekre egy 3 rétegű neurális hálózatban. A 2.
réteg 4. neuronjába érkező érték z2

4 , a belőle kimenő a2
4. A közte és a 3. réteg 2.

neuronja közt futó él súlya w3
24 , a neuron hibája pedig δ2

4. [18]

Az utolsó (L-edik) szint neuronjainak hibája a deriváltra vonatkozó láncszabály

alapján δLj = ∂C
∂aLj

f ′(zLj ). Az algoritmus általános lépésének léırásához érdemes át-

térnünk mátrixos ábrázolásra: jelölje δl az l-edik réteg hibáinak vektorát, azaz azt

a vektort, amelynek j-edik eleme δlj, ezzel analóg módon értelmezzük az al és a bl

vektorokat. Az l−1-edik szintről az l-edik szintre vezető élek súlyaiból alkotott mát-

rix wl, amely j-edik sorának k-adik eleme wljk. Ezekkel a jelölésekkel tehát az l-edik

réteg hibáit az l+1-edik szintre kapott értékekből a láncszabály rekurźıv alkalmazá-

sával kapott δl = ((wl+1)T δl+1)�f ′(zl) formula adja, ahol � az elemenkénti szorzást

jelöli, és f -et is elemenként alkalmazzuk a vektorra.

Az ı́gy kapott hibákat használja fel a tańıtó algoritmus a gradiens-módszerhez

szükséges parciális deriváltak kiszámı́tására. A b eltolásokra vonatkozó deriváltakkal
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könnyű dolgunk van, ugyanis a blj-hez tartozó ∂C
∂blj

éppen megegyezik δlj-vel. A w

élsúlyokra vonatkozó parciális deriválthoz szükség van a hibákon ḱıvül a kiindulási

réteg aktivációira is, erre a ∂C
∂wljk

= al−1
k δlj egyenlet vonatkozik.

Egy lehetséges tanulási szabály a széles körben használatos gradient descent

(”legmeredekebb lejtő”) módszer. Ez az algoritmus úgy keresi egy többváltozós függ-

vény minimum helyét, hogy egy véletlenszerűen (vagy más módszerrel) választott

helyről indulva a gradiens -1-szeresével arányos lépésekkel választ új helyet addig,

amı́g a függvény értéke kisebb, mint az előző vizsgált pontban. A helyváltoztatás

mértékét az algoritmus paramétere, az η tanulási ráta határozza meg. Ez egy köze-

ĺıtő módszer, nem mindig ad pontos eredményt, ráadásul az általa visszaadott érték

egy lokális minimumot közeĺıt, amiről általában semmi nem garantálja, hogy globális

minimum is. Egy C függvény értelmezési tartományának v eleméből tett általános

lépés tehát ∆v = −η∇C, ahol ∇C a gradiens vektor, azaz a v után következőként

a v − η∇C pontot vesszük. Fontos, hogy η-t elég kicsinek válasszuk ahhoz, hogy a

kapott eredmény jó közeĺıtés legyen a minimum helyre, de elég nagynak ahhoz, hogy

az algoritmus ne legyen túl lassú. A backpropagation eredményeként kapott derivál-

tak seǵıtségével tehát a következőképpen frisśıtjük a neurális hálózat wjk élsúlyait

és bl eltolásértékeit :

jk → w′jk = wjk − η
∂C

∂wjk

bl → b′l = bl − η
∂C

∂bl

Ahhoz, hogy ∇C-t pontosan meghatározzuk, minden x tańıtó mintára ki kell

számolnunk a rá vonatkozó Cx költségfüggvény ∇Cx gradiensét, és ezeket átlagol-

nunk kell. Ha nagy az adathalmaz, akkor ez rengeteg ideig tarthat. Erre a problé-

mára nyújt megoldást az algoritmus módośıtott változata, a stochastic gradient

descent módszer, amely egy iterációban a mintahalmaznak csak egy részhalma-

zát használja arra, hogy becslést adjon a gradiensre. Ez az algoritmus kiválaszt

X1, X2, · · ·Xm elemeket a tańıtó halmazból, ezekre kiszámolja a ∇CXj gradienseket,

majd ezek
∑m
j=1∇CXj
m

átlagát használja ∇C helyett, egyfajta becslésként. Az egy-

szerre kiválasztott m elem halmazát egy kötegnek (batch) nevezzük. Ha a kötegek

mérete elég nagy, akkor ez a véletleńıtett algoritmus jól közeĺıti a költségfüggvény

minimum helyét.
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2.2. A mély tanulásról általában

Az utóbbi évtizedekben a rendelkezésre álló számı́tógépes infrastruktúra fejlődése

egyre bonyolultabb hálózatok használatát tette lehetővé. Ahogy idővel a tańıtó ada-

tok száma is gyarapodott, egyre hasznosabbnak bizonyult az összetettebb modellek

használata.

2.1. Defińıció. Azokat az előrecsatolt neurális hálózatokat, amelyekben a neuronok

legalább három szintbe rendezve helyezkednek el, mély hálózatoknak nevezzük.

A mély hálózatok fejlesztése az 1980-as években kezdődött, és azóta folyamatosan

egyre jobb és jobb eredményeket érnek el egyre több alkalmazási területen.

4. ábra. Mély hálózat három rejtett réteggel [18]

A legelső mély modelleket pontosan körülvágott, kis méretű képeken lévő alak-

zatok felismerésére tudták megtańıtani. [24] A mai képfelismerő algoritmusok már

nagy felbontású képeken is képesek a felismerésre, függetlenül a minta elhelyezkedé-

sétől. Hasonló fejlődést mutat, hogy amı́g a korai verziók csak kétféle tárgyat tudtak

felismerni (esetleg egy tárgy jelenlétét vagy hiányát megállaṕıtani), addig a modern

hálózatok már 1000 különböző alakzatot is képesek lokalizálni. A képfelismerésen

ḱıvül nagyon hatékonynak bizonyultak például a beszédfelismerésben, illetve olyan

játékokban, mint a sakk vagy a Go.

2.3. A mély tanulás előnyei

Annak ellenére, hogy átütő sikereket értek el számos területen, a mély tanuló algo-

ritmusok elmélete még sincs részletesen kidolgozva, emiatt keveset lehet tudni arról,
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hogy miért is működnek ilyen hatékonyan. Bizonyos hálózati paraméterek meghatá-

rozása csupán ḱısérletek eredménye.

A mély neurális hálózatok sikerének egyik lehetséges oka az, hogy a rétegek magas

száma lehetővé teszi, hogy a tanulandó fogalmak reprezentációjának egyfajta hie-

rarchiája jöjjön létre. Így egy bonyolult feladat megoldását egyszerűbb részfeladat-

megoldásokból fejezi ki a hálózat. Egy szemléletes példa erre a képfelismerés, hiszen

a függvény, ami a pixelekből álló képet a rajta szereplő tárgy(ak) kódjára képezi

le, nagyon bonyolult. Egy megfelelően tréningezett mély hálózat a ḱıvánt leképezést

egyszerűbb függvényekre bontja, melyeket egy-egy réteg ı́r le. A rétegek sorozata

egyre absztraktabb tulajdonságait ı́rja le a bemeneti képnek. Az első réteg könnye-

dén megtalálja a képen az éleket szomszédos pixelek összehasonĺıtásával. Az innen

tovább́ıtott adatok seǵıtségével a második réteg felismeri a sarkokat, mint élek spe-

ciális együttesét. Hasonló elven, a tańıtó adatoktól függően harmadik szint már akár

bizonyos formák (testrészek, állatok, stb.) konkrét részeit is észlelheti, és ı́gy tovább.

Végül az utolsó szint a részek intenzitásából és egymáshoz viszonýıtott helyzetéből

következtet egész tárgyak jelenlétére a képen. [10]

2.4. A mély tanulás hátrányai

Mély hálózat tréningezése során gyakran előfordul, hogy a költségfüggvény által

felvett érték csökkenése néhány tańıtó iteráció után lelassul, vagy eleve nem olyan

gyors, mint egy sekély hálózat esetén. Ezt gyakran a gradiens értékek instabilitása

okozza: a túl kicsi és a túl nagy deriváltak is ellehetetleńıtik a tanulást.

A gyakorlatban használt aktivációs függvények nagy részének deriváltja −1 és 1

közé esik, ez vezet az eltűnő gradiensek problémájához (vanishing gradient prob-

lem). Mivel a hiba-visszaterjesztési algoritmus láncszabállyal számı́tja a deriváltakat,

ezért minden réteg esetén annyi [−1,1]-beli számot kell összeszoroznia, amennyire

messze van az adott réteg a kimenettől. Emiatt a hiba a rétegek számában expo-

nenciális mértékben csökken a bemenet felé, tehát az első néhány szintet alkotó

neuronok tanulása (paramétereik változása) nagyon lelassul.

A gradiens instabilitásán az sem seǵıt, ha olyan aktivációs függvényt választunk,

amelynek 1-nél nagyobb abszolút értékű is lehet a deriváltja. Egy ilyen választás

ugyanis egy másik, nagyon hasonló problémához, a felrobbanó gradiensekhez

(exploding gradient problem) vezet. Ebben az esetben a bemenethez közeli szintek

deriváltjai túl nagyok lesznek, ı́gy a későbbi szintek tanulása lesz aránytalanul lassú.

A gradiensek instabilitásának ez a fajtája megelőzhető úgy, hogy egy előre meg-

határozott értéknél nem engedjük nagyobbra nőni a deriváltakat. Például ha egy

rétegen a deriváltak valamilyen norma szerint meghaladják az általunk megadott
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határt, akkor lenormálhatjuk őket. A deriváltak ilyen jellegű mesterséges lekicsinýı-

tését gradiensvágásnak (gradient clipping) nevezzük.

Az eltűnő gradiens probléma kiküszöbölése speciális hálózati elemek alkalmazá-

sával lehetséges. Ilyen például az LSTM (Long Short-Term Memory) [1], amely egy

memóriaként működő rekurrens hálózat. Egy bemeneti kapu, egy saját magára kap-

csolt neuron, egy felejtő kapu és egy kimeneti kapu alkotja. Az önrekurrens kapcsolat

biztośıtja, hogy az LSTM belső állapota változatlan maradhasson, ha erre szükség

van. Maga az elem úgy van feléṕıtve, hogy a hozzá tartozó derivált mindig 1 vagy

ahhoz közeli érték, ezért nem csökkenti és nem is növeli nagy mértékben a gradienst.

Hátránya még a mély tanulásnak, hogy sokszor több adatra és több időre lenne

szükség a megfelelő eredmény eléréséhez, mint amennyi rendelkezésre áll. Ha viszont

túl sokáig tréningezzük a hálózatot, vagy rosszul álĺıtjuk be a paramétereket, akkor

könnyen előfordulhat a túltanulás jelensége: habár a tańıtó adathalmazon sikeresen

lecsökken a hibafüggvény értéke, a kapott modell nem elég általános ahhoz, hogy

korábban nem látott bemenetre is jól teljeśıtsen.

Minél több réteg és neuron van egy hálózatban, annál több úton juthat el adat

a bemenetből a kimenetbe. Ez már néhány szint esetén is rengeteg irány jelent, a

továbbadott értékeken túl ezáltal is lehetséges lenne információt kódolni. Ezt azon-

ban a jelenleg használt neurális hálózatok túlnyomó része egyáltalán nem használja

ki, az adatfolyam-kiválasztás a tervező számára átláthatatlan.

2.5. Néhány példa

2.5.1. Többrétegű perceptron

A neurális hálózatok egyik legrégebbi és legegyszerűbb fajtája a többrétegű percept-

ron modell.

2.2. Defińıció. A többrétegű perceptron egy olyan előrecsatolt hálózat, amely-

nek minden neuronja egy-egy általánośıtott perceptron. Hálózati topológiája teljesen

összekötött rétegekből álló iránýıtott gráffal ı́rható le, ami azt jelenti, hogy az utol-

só kivételével minden szint minden eleméből iránýıtott él indul a következő szint

minden elemébe. Rétegeinek száma legalább három: egy bemeneti, egy kimeneti, és

legalább egy rejtett szint alkotja.

Bizonyos feladatok megoldására már ez az architektúra is megtańıtható, mint

például valamilyen minta felismerése egy képen. Egy felügyelt tańıtással tańıtott

háromrétegű perceptron hálózat 98%-os pontossággal képes kézzel ı́rott számjegyek
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kategorizálására [18]. Hátránya, hogy nem veszi figyelembe a vizsgált képek tartal-

mának térbeli elrendeződését, például az egymástól távol lévő pixeleket ugyanúgy

kezeli, mint az egymáshoz közelieket.

2.5.2. Konvolúciós hálók

A gyakorlatban képfeldolgozásra (és minden, háló-szerű topológiával rendelkező adat

feldolgozására) a többrétegű perceptron modellnél valamivel bonyolultabb konvo-

lúciós hálózat (CNN, [18]) bizonyult a leghatékonyabbnak. A konvolúciós hálók

biológiai inspirációja bizonyos állatok, többek között majmok agyának látókérge. Itt

megfigyelhető az a jelenség, hogy egy-egy neuron a látómező egy-egy részére reagál

aktivitásával. Ha a majom szemei nem mozognak, akkor az egy neuronhoz tartozó

terület az állat látóteréhez viszonýıtva állandó helyen található, ez a terület a neuron

recept́ıv mezője. A konvolúciós hálózat definiálásához be kell vezetnünk a konvolúció

és az összevonó (pooling) réteg fogalmát.

A konvolúció művelete széles körben használatos; értelmezhető tömbökre, függ-

vényekre és eloszlásokra is, létezik folytonos és diszkrét, illetve egy- és többdimenziós

változata is. A statikus képfeldolgozásban az adatokat általában 2 dimenziós töm-

bökkel (mátrixokkal) ábrázoljuk, ezért most csak a kétdimenziós diszkrét konvolúció

defińıciójára lesz szükség.

2.3. Defińıció. Legyen A egy mA × nA alakú, B pedig egy mB × nB alakú mátrix.

Az indextartományokon ḱıvül eső elemeket definiáljuk nullának. Ekkor A és B 2

dimenziós diszkrét konvolúciójának eredménye az a C mátrix, melyben az i-edik sor

j-edik eleme

C(i, j) =

mA+mB−1∑
m=0

nA+nB−1∑
n=0

A(m,n)B(i−m, j − n).

A konvolúciós hálózatok terminológiájában az első argumentumra a
”
bemenet”,

a másodikra a
”
szűrő” vagy

”
kernel”, az eredményre pedig a

”
tulajdonságtérkép”

vagy
”
tulajdonságśık” (feature map) elnevezés használatos. A konvolúció szemléletes

léırása a következő : a kernelt v́ızszintesen és függőlegesen is tükrözzük, majd ”végig-

toljuk” a bemeneten, minden lépésben elvégezve a kernel és a bemenet éppen fedett

része közötti skaláris szorzást.

A neurális hálózatok nyelvére leford́ıtva a konvolúció művelete egy olyan, per-

ceptronokból álló alrétegnek felel meg, amelynek elemei az előző rétegből mB · nB
darab neuronnal vannak összekötve, továbbá közös súlyokkal és eltolásértékekkel
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rendelkeznek. Mint ahogyan azt később látni fogjuk, a konvolúciós hálózat egy réte-

gét több ilyen alréteg alkotja. Az alkalmazásokban a kernel mérete általában jóval

kisebb, mint a bemeneté, ı́gy minden neuron az előző rétegnek csak egy kis tarto-

mányából gyűjt információt. Ez az mB×nB méretű, téglalap alakú terület felel meg

a recept́ıv (vagy más néven felfogó) mezőnek.

5. ábra. Egy 28× 28-as bemeneten elvégzett konvolúciós alréteg egy neuronja és
annak recept́ıv mezeje 5× 5-ös szűrőmérettel. [18]

Előfordul, hogy a neurális hálózat a konvolúciót valamilyen változtatással al-

kalmazza. Jellemző például, hogy a szűrőt nem egy pixeles lépésekkel toljuk végig

a képen, azaz nem mindenhol, hanem például csak egy 3x4-es téglalap alakú rács

pontjaiban végzünk skaláris szorzást. Egy másik változtatási lehetőség, hogy csak

a kép széléig, vagy onnan csak valamilyen előre meghatározott távolságra megyünk

el a szűrővel. Az alkalmazott lépésköz (stride), a szűrő mérete, és az, hogy med-

dig csúsztatjuk a szűrőt (padding), a hálózat (azon belül a konvolúciót megvalóśıtó

alréteg) rögźıtett paraméterei, ezek megválasztása az adott problémától függ.

A konvolúcióban alkalmazott szűrő értékeire pixelként tekintve maga a szűrő

is valamilyen kisméretű mintának felel meg. Amikor végigcsúsztatjuk a bemeneti

képen, akkor a skaláris szorzások eredménye – a tulajdonságtérkép – arról hordoz

információt, hogy a szűrő által reprezentált alakhoz hasonlóak szerepelnek-e a képen,

és ha igen, akkor hol. Ha még egy réteget alkalmazunk, azaz a tulajdonságtérképet

konvolváljuk valamilyen szűrővel, akkor az előző szinten megszerzett adatok közötti

összefüggéseket vizsgáljuk, tehát az első szint szűrői által ábrázolt képrészek egy-

máshoz viszonýıtott helyzetéről hordoz a következő szint információt.
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A bemenő élek súlya és az eltolásérték egy alrétegen belül neurononként meg-

egyezik, hiszen a kernel nem változik a konvolúció folyamán. Ezáltal a neuronok

kényszeŕıtve vannak, hogy ugyanazokat a tulajdonságokat reprezentálják a kép kü-

lönböző részein. A megosztott súlyok alkalmazása nagy mértékben csökkenti a

tańıtandó szabad paraméterek számát a teljes összeköttetéshez képest, illetve a sú-

lyok által elfoglalt memóriaterület is kevesebb lesz. [3] A konvolúciós alréteg egy

olyan reprezentációját adja a képnek, amely ekvivariáns az eltolásra: egy, a bemene-

ti képen lévő tárgy eltolása ugyanolyan mértékű eltolást eredményez a kimenetben.

A forgatásra, skálázásra és egyéb transzfomációkra ez nem teljesül. Miután a hálózat

detektál egy tulajdonságot, annak a pontos poźıciója már nem kerül tovább́ıtásra,

csak a többi tulajdonsághoz viszonýıtott helyzete hordozza az információt.

Egyetlen szűrő csak egyfajta tulajdonságot detektál, a képfelismeréshez azonban

minden szinten sok ilyen szükséges. Egy konvolúciós rétegen belül emiatt több al-

réteg kap helyet, amelyek mind külön tulajdonságtérképeket hoznak létre. Ha egy

több alrétegből álló konvolúciós réteget alkalmazunk, akkor a 2 dimenziós adatból

3 dimenziós adat jön létre, úgynevezett csatornákat alkotva: a harmadik dimenzió

mérete a csatornák száma.

6. ábra. Egy 3 alrétegből álló konvolúciós réteg sematikus rajza [18]

Sźınes képek feldolgozásánál gyakori, hogy már a bemenő adat is 3 csatornás,

ugyanis a piros, a zöld és a kék sźınkomponenseket külön képeken szokás megadni

a hálózatnak. Abban az esetben, amikor a konvolúció bemenete is több (c1 darab)

csatornából áll, a kimenet minden egyes csatornája c1 tulajdonságtérkép összege.

A bemeneti csatornák nem osztják meg a szűrőiket, minden (bemeneti csatorna,

kimeneti csatorna) párra különböző filter vonatkozik. A kimeneti csatornák számát

c2-vel, a bemeneti csatornákat x = (x1, . . . xc1)-gyel, a kimeneti csatornákat y =

= (y1, · · · yc2)-vel jelölve tehát minden (xi, yj) párnak megfelel egy fi,j szűrő, és a

j-edik kimeneti csatorna értékeit az yj =
∑c2

i=1 xi ∗ fi,j képlet határozza meg (i =

= 1 . . . c1, j = 1 . . . c2), ahol ∗ a konvolúció műveletét jelöli.
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7. ábra. Egy 4 alrétegből álló konvolúciós réteg egyetlen neuronjának számı́tási
menete 3 csatornás bemenetre alkalmazva. A neuron recept́ıv mezőjére a 3

csatornán külön-külön szűrőket alkalmazunk (ezeket az ábrán különböző árnyalatú
szürke négyzetek jelölik), majd ezek eredményeit összeadjuk (⊕), ı́gy kapjuk a

kimenet egy csatornájának egy elemét.

A konvolúciós hálózatok a konvolúciós rétegen ḱıvül összevonó (pooling) vagy

almintavételező (subsampling) rétegeket is tartalmaznak, amelyek fő funkciója az

információ leegyszerűśıtése (a réteg méretének csökkentése) és az adatfolyam irá-

nyának kiválasztása.

Az összevonó réteg feléṕıtése nagyon hasonló a konvolúciós rétegéhez; egy-egy

neuronnak itt is megfeleltethető az előző rétegből egy-egy téglalap alakú terület,

amellyel össze van kötve.

8. ábra. Egy összevonó réteg 2× 2-es recept́ıv mezővel [18]
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Ezek a recept́ıv mezők egyforma méretűek, valamilyen állandó lépésközzel követik

egymást, és előre meghatározott mértékben lóghatnak le az előző réteg aktivitásai

által definiált kép vagy tulajdonságtérkép széléről.

Egy általános pooling réteg neuronjai valamilyen összefoglaló statisztikát késźıte-

nek a recept́ıv mezőjük kimeneteiből. Egy max pooling réteg például egy-egy téglalap

alakú területről csak a legnagyobb értéket tovább́ıtja, az L2 pooling pedig az aktivi-

tások négyzetösszegének négyzetgyökét számı́tja ki. Ha egy olyan konvolúciós réteg

után alkalmazunk összevonást, amely több tulajdonságtérképet generált, akkor a

tulajdonságtérképekre külön-külön értendő a művelet, ezért a csatornák számán ez

a réteg nem változtat.

Ha a recept́ıv mezők közti lépésköz 1-nél nagyobb, akkor a kimeneti méret kisebb

lesz a bemenetinél, ı́gy ezek az összevonó rétegek azokban az esetekben is haszno-

sak, amikor különböző méretű bemeneteket kell kezelnie a hálózatnak. Előfordulhat

például, hogy képfelismerésre szeretnénk tréningezni egy modellt, de a tańıtó adat-

halmaz elemei nem azonos méretű képek. A bemeneti réteg alakja bármilyen hálózati

topológia esetén rögźıtett, ı́gy ilyenkor egy lehetséges előfeldolgozási lépés összevonó

rétegekkel egységes méretűre hozni a képeket.

A felügyelten tańıtott konvolúciós neurális hálózatok az eddig bemutatott ele-

mekből általában a következő módon épülnek fel. Az első réteg egy konvolúciós

réteg, ezt valamilyen nemlineáris aktivációs függvény követi, majd egy összevonó

réteg. Ez a feléṕıtés ismétlődik néhányszor, majd az utolsó összevonó réteget teljes

összeköttetéssel, azaz perceptron-réteggel kapcsoljuk a kimenetre.

A fent léırt konvolúciós hálózatra ad általánosabb alternat́ıvát a G-konvolúciós

hálózat (G-CNN) [7], amely rétegei az eltolás helyett, vagy azon felül továb-

bi transzformációkra is ekvivariánsak. Ebben a modellben egy K csatornás képet

Z2-ből RK-ba menő (véges tartójú) függvényként kezelünk. Egy objektum szimmet-

riájának nevezünk minden olyan transzformációt, amely az objektumot önmagába

viszi. Bármely g és h szimmetriára a gh kompoźıció és a g−1 inverz is szimmetria,

továbbá g és g−1 kompoźıciója az identitás. Egy adott objektum szimmetriái tehát

csoportot alkotnak. Tekintsük Z2 szimmetriáinak egy G csoportját, ilyen például a

p4 nevű csoport, amelynek elemei az eltolások, a 90◦-os középpontos forgatások bár-

milyen középpont körül, illetve ezek kompoźıciói. G minden g elemére definiálhatunk

egy Lg transzformációt képeken a következőképpen:

[Lgf ](x) = f(g−1(x)),

ahol f a bemeneti kép. A transzformáció eredménye szintén egy kép, tehát Z2-ből

RK-ba menő leképezés.
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Ezen fogalmak seǵıtségével ı́rhatók le a G-konvolúciós hálózat rétegei : a G-

konvolúció, a G-pooling és a nemlinearitás, amelyek mind ekvivariánsak G elemeire.

A G-konvolúció művelete nagyon hasonló a hagyományos konvolúcióhoz, annyiban

tér el tőle, hogy a szűrőt nem tüközzük, és eltolás helyett egy G-beli transzformációt

alkalmazunk rá. A K csatornából álló f = (f1, . . . fK) bemeneti képre a ψ : Z2 → R
szűrővel való konvolúció eredményét az

[f ∗ ψ](x) =
∑
y∈Z2

K∑
k=1

fk(y)ψ(x− y)

képlet adja, mı́g a G-konvolúció eredménye

[f ? ψ](g) =
∑
y∈Z2

K∑
k=1

fk(y)ψ(g−1y).

A G-konvolúció tehát nem egy Z2-n értelmezett függvényt ad, a keletkező tulajdon-

ságtérkép értelmezési tartománya G. Az elsőtől különböző rétegeken emiatt a szűrők

is G-n értelmezett függvények lesznek, a konvolúció képlete pedig a következőre mó-

dosul:

[f ? ψ](g) =
∑
h∈G

K∑
k=1

fk(h)ψ(g−1h).

A G-konvolúciós réteget egy G-pooling réteg követi. Ebben az esetben valami-

lyen f : G → R tulajdonságtérképen belül a recept́ıv mezők G részhalmazai, a P

összevonó operátor hatása egy rögźıtett U recept́ıv mezőre pedig a

Pf(g) = max
k∈gU

f(k)

formulával ı́rható le, ahol gU = {gu|u ∈ U}. A recept́ıv mező eltolásának az felel

meg, hogy U helyett G-nek egy H részcsoportját választjuk, és azon végezzük P -t.

Egy ν : R → R nemlineáris aktivációs függvényt úgy éṕıthetünk be a G-

konvolúciós hálózatba, hogy bevezetjük a Cν kompoźıciós operátort, amelyre

Cν = ν(f(g)) teljesül f tulajdonságtérkép esetén.

A G-konvolúcióra belátható, hogy ekvivariáns G elemeire, azaz minden u ∈ G-

re, illetve minden f tulajdonságtérképre és φ szűrőre [[Luf ] ∗ ψ](g) = [Lu[f ∗ ψ]](g)

teljesül. A G-pooling csak annak a H részcsoportnak az elemeire invariáns, amelyet

recept́ıv mezőnek választottunk.
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2.5.3. Autoenkóderek

A felügyelet nélküli tańıtás egyik eszköze az autoenkóder neurális hálózat [10]. Ez

egy speciális alakú előrecsatolt hálózat, amelyet az identitás függvényre tańıtunk,

azaz a megfelelően tréningezett autoenkóder a bemenetét a kimenetre másolja. A

költségfüggvény egyszerűen a kimenet és a bemenet eltérését méri, a tańıtás ezt

minimalizálja. Egy szimpla másoló hálózat persze önmagában nem hasznos, a végső

cél az, hogy egy kiemelt szerepű rejtett réteg h aktivációi a bemenő adat lényeges

tulajdonságait reprezentálják a tańıtás után.

Az autoenkóder hálózati struktúra két részből áll : x-szel jelölt bemenet esetén

egy kódoló (encoder) f függvényt megvalóśıtó hálózatrész adja a h = f(x) kódot, és

egy dekódoló g függvénynek megfelelő hálózatrész késźıti el ebből az x′ = g(f(x))

rekonstrukciót.

9. ábra. Autoenkóder hálózati struktúra

A kódoló és a dekódoló általában ugyanannyi rétegből áll, és egymásnak valami-

lyen értelemben vett tükörképei. Azt, hogy h egy megfelelően kifejező kódját adja

a bemenetnek, úgy érhetjük el, hogy a h-t adó réteg méretét kisebbre választjuk

x méreténél. Ez a mesterséges dimenziócsökkentés rákényszeŕıti a hálózatot, hogy

csak a meghatározó tulajdonságokat közvet́ıtse, és azokból álĺıtsa elő a bemenet má-

sát. A tömöŕıtésnek ezen formája olyan bemenetek kezelésekor jön jól, amelyeket

változékony, zajos, sok dimenziós adatként kap meg a hálózat, de jól léırhatók ke-

vés paraméterrel. Például az emberi hang is magas dimenziójú, nagyon variábilis,
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mert ahány ember, annyiféle hangképző szerv létezik. Azt viszont, hogy mit mond

a beszélő, néhány testrész állapotából (a nyelvnek a szájpadláshoz viszonýıtott he-

lyéből, a száj nyitottságából, a lágy szájpadlás állásából, stb.) el lehet dönteni. A

meghatározó tulajdonságok kiválasztásának másik alkalmazása a zajszűrés. Ebben

a feladatban egy olyan x̃ inputot kap a hálózat, amely valamilyen x adatból ismeret-

len zaj hozzáadásával született, a feladat pedig a ”tiszta” x meghatározása, azaz az

eredeti adat visszaálĺıtása. Az autoenkóder hálózatoktól tehát valójában nem várjuk

el, hogy a rekonstrukció tökéletesen megegyezzen az inputtal.

Egy példa autoenkóder hálózatok használatára félig felügyelt tańıtásban az egy-

másra kapcsolt autoenkóderek rendszere (stacked autoencoder, [2]), amely

mély neurális hálózatok előtréningezésére alkalmas. Ha egy L rétegből álló előrecsa-

tolt mély hálózatot tréningezünk, akkor a modell L darab sorba rendezett autoen-

kóderből áll, melyek kódolói a mély hálózat rétegeinek felelnek meg, azaz az i-edik

kódoló a mély hálózat i-edik rétege, az i-edik dekódoló pedig annak valamilyen ér-

telemben vett tükörképe. Az első autoenkóder bemenete a mély hálózat bemenete,

a többié pedig az őt megelőző autoenkóder kódolójának kimenete. A mély háló-

zat előtréningezése rétegenként történik. Először az első autoenkódert tréningezzük

arra, hogy minél jobban visszaadja a hálózat tańıtó adathalmazának elemeit. Ez-

után a már betréningezett első kódoló kimeneteinek rekonstrukciójára tréningezzük

a másodikat, és ı́gy tovább. A mély hálózatot a felügyelt tańıtás előtt az ı́gy kapott

súlyokkal és eltolásértékekkel inicializáljuk.

Olyan autoenkóderben, ahol a kódoló minden rétegének egyértelműen megfelel a

dekódoló egy rétege, a tańıtási folyamatot gyorśıthatja, ha az ı́gy kapott párok tagjai

között is futnak hálózatrészek. Az ilyen, keresztbe menő összeköttetésekkel kiegé-

sźıtett autoenkódert létrahálózatnak (ladder network, [26]) nevezzük. Előnye,

hogy a bemenettől és a kimenettől egyaránt távol eső középső rétegeknek nem kell

az adat minden részletét léırniuk, ehelyett absztrakt tulajdonságok reprezentációját

tanulják meg. Például egy képfeldolgozó létrahálózat középső rétegei csak azt kó-

dolják el, hogy milyen formákat ábrázol a kép, és azok egymáshoz képest hogyan

helyezkednek el, a formák pontos részleteit csak a hálózat első és utolsó néhány

rétege kódolja. A létrahálózatot az egyszerű autoenkódertől az is megkülönbözteti,

hogy minden kódoló-dekódoló összeköttetéssel egy-egy új tag kerül a hálózat költség-

függvényébe, méghozzá az érintett rétegek kimeneteinek valamilyen mérték szerinti

eltérése.

A képfeldolgozásban használt egyik speciális autoenkóder struktúra a konvolú-

ciós autoenkóder, amelynek kódolója egy konvolúciós hálózat. A dekódoló háló-

zatrész úgy épül fel, hogy minden kódolóbeli rétegnek van itt egy párja; a rétegek

számát L-lel jelölve a kódoló (és egyben a hálózat) i-edik rétegének párja az L− i+
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+ 1-edik dekódoló réteg. Habár a konvolúció és az összevonás nem invertálhatóak, a

hálózat inicializálásakor és tańıtásakor törekszünk arra, hogy minden szint által meg-

valóśıtott művelet hatása a párjáéval ellentétes legyen. A konvolúciós rétegek párjait

dekonvolúciós rétegeknek nevezzük. A konvolúció pontos invertálásához az yj =

=
∑c1

i=1 xi ∗ fi,j (j = 1 . . . c1) egyenletrendszert kellene megoldanunk az yj értékek

ismeretében az fi,j és xi ismeretlenekre. Általában ez egy alulhatározott rendszer, ı́gy

közeĺıtő módszerrel keresünk egy megoldást. Ehhez definiálunk egy költségfüggvényt

a következőképpen: C(y) = λ
2

∑c2
j=1‖

∑c1
i=1 xi∗fi,j−yj‖2

2+
∑c1

i=1|xi|p, ahol p és λ előre

meghatározott konstansok, általában p = 1. A költségfüggvény második tagja azért

felel, hogy xi megfelelően ritka mátrix legyen, mivel az alakfelismerésben ilyen ada-

tok a jellemzőek. A λ érték határozza meg az összeg tagjainak relat́ıv hozzájárulását

a költségfüggvényhez. Az autoenkóder hálózat tréningezése során a dekonvolúciós

réteg által inputként megkapott Y = y1, . . . , yI tulajdonságtérképeket felhasználva

keressük azon xi képeket és fi,j szűrőket, amelyek minimalizálják a költségfüggvény

értékét. A dekonvolúciós réteg kimenete tehát az ı́gy kapott (minden y-ra közös)

x = (x1, . . . , xc0) c0 csatornából álló kép. [31]

Az összevonó rétegek párjait unpooling rétegeknek nevezzük. Ezekre szintén

igaz, hogy bemeneti és kimeneti méretük a párjukéval ellentétes. Az unpooling réteg

az őt megelőző réteghez úgy kapcsolódik, hogy az előző réteg minden neuronja csak

az unpooling réteg egy téglalap alakú részén található neuronokkal van összekötve.

Ezek a területek a réteg párja által meghatározott recept́ıv mezők. Az unpooling

réteg neuronjai által megvalóśıtott művelet többféle is lehet, függ például attól is,

hogy a párja milyen összevonást végez. Ha max pooling szerepel a kódolóban, akkor

a program minden recept́ıv mezőre megjegyzi, hogy azon belül melyik helyen volt

a maximum (ezt az információt switch-nek nevezzük), ı́gy az unpooling ezeken a

helyeken álló neuronjai változtatás nélkül tovább́ıtják a bemeneteiket, a többi pe-

dig nullát ad kimenetül. L2 (vagy más átlagoló) pooling esetén az unpooling réteg

minden neuronja a bemenetét adja tovább. [32]

Az autoenkóderek közé tartozik még a variációs autoenkóder (VAE) [8],

melynek népszerű alkalmazási területe az adatgenerálás, azaz egy adathalmaz se-

ǵıtségével annak elemeihez hasonló objektumok létrehozása. A modell megfelelő

tréningezés után képes például kézzel ı́rott számjegyek vagy fikcionális arcképek

generálására. A variációs autoenkóderek működése azon a megfigyelésen alapszik,

hogy bármilyen d dimenziós eloszlás előálĺıtható úgy, hogy egy megfelelően bonyo-

lult függvényt alkalmazunk d darab normális eloszlású változóra. Ezért a kódolót

rákényszeŕıtjük a tanulás során, hogy a kimeneti rétegének elemei közel normális el-

oszlást kövessenek. A dekódolóra tekinthetünk úgy, mint egy olyan hálózatra, amely

tréningezés után az első néhány szintjével a bemeneti, normális eloszlású adatokból

rejtett változókat álĺıt elő, amelyek léırják a generálni ḱıvánt adatot, majd a további
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rétegeivel elkésźıti a kimenetet.

10. ábra. Képzeletbeli h́ırességek arcképei variációs autoenkóderrel generálva [22]

A variációs autoenkóder dekódolójának a következő feladatot kell megoldania.

Legyen adott néhány X elem valamilyen X vektortérből, ezek a rendelkezésre álló

adatpontok. Adott ezen ḱıvül egy Z vektortér, amelyből valamilyen P eloszlás sze-

rint mintavételezhetünk, és egy X-be képező fθ(z) determinisztikus függvény, ahol

θ paraméter. Rögźıtett θ-ra fθ(z) tehát egy valósźınűségi változó X fölött, ennek

seǵıtségével definiáljuk a Pθ(X|z) = N(fθ(z), σ2 · I), azaz fθ(z) várható értékű, σ · I
szórású eloszlást, ahol σ előre adott konstans, I pedig az identitásmátrix. Ekkor egy

olyan optimális θ értéket keresünk, amellyel fθ(z) nagy valósźınűséggel hasonló lesz

az előre adott adatmintákhoz, azaz a

P (X) =

∫
Pθ(X|z)P (z)dz

egyenletet oldjuk meg, azzal a feltételezéssel élve, hogy ha a modell nagy valósźınű-

séggel generálja az ismert adatokat, akkor azokhoz hasonlóakat is nagy eséllyel ad.

Egy neurális hálózat esetén f -et a dekódoló hálózati topológiája határozza meg, θ-t

pedig a súlyok és eltolásértékek.

A kódoló szerepe, hogy olyan z vektorokat adjon kimenetnént, amelyek nagy

valósźınűséggel az ismert X adatpontokat generálják a dekódolón keresztül. Tehát

valamilyen Q(z|X) eloszlást valóśıt meg, amellyel P (z|X)-et közeĺıti. A tréninge-

zés során feltesszük, hogy a valódi P (z|X) normális eloszlást követ diagonális ko-

varianciamátrixszal, ezért Q(z|X)-et is ilyen formában keressük, azaz Q(z|X) =

= N(µθ(X),Σθ(X)), ahol µ és Σ determinisztikus függvények, és a θ paraméter
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értéke változik a kódoló tańıtása során. A dekódoló bemenetének a kódoló kimenete

által adott eloszlásból vett mintának kell lennie, de a véletlen mintavételezés nem

deriválható, ı́gy a hiba-visszaterjesztő algoritmust nem tudnánk használni, ha a há-

lózatban lenne ilyen réteg. Ezért a kódoló után beéṕıtett mintavételezés helyett a

hálózat bemenetét kiegésźıtjük egy N(0, I)-ből vett ε vektorral, és a kódoló µ(X),

Σ(X) kimeneteivel skálázva számı́tjuk belőle a dekódoló bemenetét : z = µ(X) +

+ Σ
1
2 (X)ε.

A variációs autoenkóder költségfüggvénye két tagból áll. Az egyik cél, hogy a kó-

doló kimenetéből kapott normális eloszlás minél közelebb legyen a standard normális

eloszláshoz, ezt Kullback–Leibler divergencia [28] használatával mérjük. A másik mi-

nimalizálandó mennyiség a hálózat bemenetének és kimenetének négyzetes eltérése.

11. ábra. Variációs autoenkóder struktúra. A kék téglalapok a költségfüggvény
tényezőit tartalmazzák. [8]

A betréningezett variációs autoenkóder jól használható adatgenerálásra. Ehhez

a kódolóra már nincs szükség, egy N(0, I)-ből vett mintán futtatjuk a dekódolót.

3. Transzformációtanulás

A mesterséges neurális hálózatok számos alkalmazási területén jellemző, hogy az

adat különböző jellemzői egymástól függetlenül változnak. Ezért kétféle adatot kell
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kezelnie a modellnek. Az egyik fajta adat az, ami a konkrét feladat megoldásához

szükséges, a másik pedig azon tulajdonságokat ı́rja le, amelyek változására invariáns

a probléma. Ezek keveredése nagyban megneheźıti a hálózat feladatát.

Tekintsünk például egy olyan alkalmazást, ahol egy repülő és saját tengelye körül

forgó tárgyat ábrázoló videófelvétel elemzése a cél. Ekkor a bemenet egy nagyon

magas dimenziós tér eleme, a dimenziószám az egy képkockát alkotó pixelek száma

szorozva a videó hosszával másodpercekben mérve és a másodpercenként megjelenő

képek számával. Ha szét tudnánk választani a rendszert léıró lineáris faktorokat

(mint például a hely és a mozgás koordinátái : sebesség, szögsebesség; a nézőpont; a

megviláǵıtás iránya; stb.) a többitől (pl. maga a tárgy és a háttér kinézete), akkor

a bemenet léırásához jóval kevesebb dimenzió is elegendő lenne, azaz egyszerűsödne

a probléma.

Egy másik példa lehet a képfeldolgozás, azon belül a kézzel ı́rott számjegyek felis-

merése. Az, hogy melyik jegyet tartalmazza a kép, invariáns az eltolásra, forgatásra,

nagýıtásra, tükrözésre, de még a kéźırás st́ılusára is. Hasonló példákat találhatunk

a hangfeldolgozás területén: az emberi beszéd is tartalmaz olyan elemeket, amelyek

nem szükségesek a mondandó megértéséhez (hangmagasság, hangerő, stb.).

A feladat, amelyről a továbbiakban szó lesz, olyan neurális hálózat késźıtése,

amely minél több, egy adott problémára invariáns faktort tud leválasztani a be-

menő adatból. Elsősorban a képelemzésen lesz a hangsúly, azaz olyan modelleken,

amelyek el tudják választani a bemeneti kép tartalmát léıró információt az inva-

rianciáktól. Például számjegyek esetén definiáljuk normalizált helyzetnek azt, ha a

pixelek súlypontja a kép középpontjával egybeesik, és nincs elforgatva a szokásos

ı́ráshoz képest. Ekkor ha egy olyan számjegyet ábrázol a bemeneti kép, amely egy

normalizált számjegyre alkalmazott T1, T2, . . . Tk transzformációkkal kapható meg,

akkor a hálózat ḱıvánt működése, hogy olyan reprezentációját adja a bemenetnek,

amelyben külön jelennek meg az ezen transzformációkat léıró paraméterek, és külön

azok, amelyek azt kódolják, hogy melyik számjegy van a képen.

3.1. Kapcsolódó eredmények

3.1.1. Forgatás-, skálázás-, és eltolás-invariáns mintafelismerő rendszer

Ha egy adott feladatra irreleváns tulajdonságokat külön tudjuk választani a többi-

től, az számos alkalmazásban hasznos lehet. Valódi adatból egymás után vett minták

sorozatára jellemző, hogy egyszerre csak egy tulajdonság változik, mint például egy

emberi arcról készült videófelvétel egymást követő képkockáin az arckifejezés. Az in-

variáns faktorok leválasztását előtréningezési lépésként használva tehermenteśıteni
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tudjuk a végső feladatot megoldó hálózatot, hiszen olyan reprezentációját álĺıthat-

juk elő a bemenetnek, amiben már nem szerepelnek a fölösleges paraméterek. Ez

az ötlet áll Yüceer és Oflazer forgatás-, skálázás-, és eltolás-invariáns mintafelismerő

rendszere mögött is [30]. Ők nem neurális hálózattal végezték a kép előfeldolgozását,

hanem egyszerű, előre definiált függvényeket alkalmaztak a bemenetre. Az általuk

bemutatott normalizáló előfeldolgozás három lépésből áll. A T-blokk felel az eltolás-

invarianciáért : kiszámolja a pixelek súlypontját, és olyan eltolást alkalmaz, hogy a

súlypont a kép közepére kerüljön. Ezután az S-blokk úgy skálázza a képet a közép-

pontból, hogy az 1 értékű pixelek átlagos sugara a kép szélességének negyede legyen.

Végül a forgatásért felelős R-blokk Karhunen–Loève transzformáció [25] seǵıtségé-

vel úgy forgatja a képet, hogy az 1 értékű pixelek legnagyobb szórásának iránya

egybeessen az x-tengellyel. Az ı́gy kapott képet adták aztán inputként egy egyszerű

alakzatok klasszifikációjára tréningezett hálózatnak.

3.1.2. Rekurrens Figyelemmodell

Egy másik alkalmazás lehet például egy probléma részekre bontása: ha egy kép

több számjegyet is tartalmaz, akkor ezek helyzetének meghatározása után elég egy-

egy olyan hálózatot futtatnunk, amely egyetlen számjegy felismerésére alkalmas,

nincs szükség ennél bonyolultabb struktúrára vagy külön tańıtásra. Az ilyen jellegű

eljárásokra úgy is tekinthetünk, mint a modell figyelmének a megfelelő helyekre

való iránýıtására. Ez a képelemzési módszer az emberi látáshoz is közel áll, ugyanis

mi sem egyszerre dolgozzuk fel az egész látóteret. Ehelyett a látórendszerünk egy

felsźınes elemzés alapján választ ki érdekesnek talált területeket, és csak azokra

fókuszálva végez részletes vizsgálatot, majd ezekből álĺıtja elő a látottak egy belső

reprezentációját. [23]

Hasonló megközeĺıtéssel működik a Rekurrens Figyelemmodell (Recurrent

Attention Model, RAM) [17], amely egy rekurrens képfeldolgozó neurális hálózat.

Szekvenciálisan vizsgálja a bemeneti kép egy-egy területét, minden lépésben az addig

szerzett információ és a konkrét megoldandó probléma alapján választja ki a követ-

kező feldolgozandó képrészletet. Az állóképen való alakfelismerésen ḱıvül a modell

videójátékok játékosának vezérlésére is alkalmas a képernyőn megjelenő mozgókép

alapján. Egyetlen feldolgozási fázis (a t-edik) a következő lépésekből áll. A szen-

zornak nevezett ρ hálózatrész megkapja az xt bemeneti képet és annak lt−1 koordi-

nátákkal meghatározott helyét, ezekből elkésźıt egy ρ(xt, lt−1) reprezentációt. Ennek

egy lehetséges módja, hogy a kijelölt hely körüli valamekkora régiót részletesen elkó-

dolja, a kép többi részét pedig az lt−1-től vett távolságuk függvényében egyre kisebb

részletességgel. Az ı́gy kapott reprezentációból az fg-vel jelölt, θg = {θ0
g , θ

2
g , θ

2
g} para-

méterekkel ellátott hálózatrész álĺıt elő egy gt = fg(xt, lt−1; θg) tulajdonságvektort. A
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modell folyamatosan számon tart egy belső állapotnak nevezett vektort, amely min-

den időpillanatban az addig gyűjtött információt foglalja össze. Ezen belső állapot

frisśıtése a következő lépés, amelyet az fh-val jelölt, θh-val paraméterezett hálózatrész

végez: ht = fh(ht−1, gt; θh). A tulajdonságvektor és a belső állapot alapján eldönti a

modell, hogy hova iránýıtsa a szenzort a következő lépésben (azaz milyen lt koordi-

nátákat adjon neki), és elvégez egy környezeti lépést. Az lt helyet sztochasztikusan

választja az fl-lel jelölt, θl-lel paraméterezett hálózatrész által parametrizált elosz-

lásból : lt ∼ p(·|fl(ht; θl)). Az, hogy mi a környezeti lépés, attól a konkrét feladattól

függ, amire a modellt alkalmazzuk, de ezt is egy paraméteres eloszlásból választjuk,

amelynek paraméterét egy másik hálózatrész, az fa adja: at ∼ p(·|fa(ht; θa)), ahol

θa az fa paramétere. Minden fázis után a hálózat kap egy rt+1 jutalmat, a cél ezek

összegének, azaz az R =
∑T

t=1 rt érték maximalizálása. Képfelismerés esetén például

rt = 1, ha t fázis után már helyesen felismeri a tárgyat a képen, és 0, ha nem. Egy

ilyen, vagy ehhez hasonló hálózatban a kép kiválasztott helyeinek sorozatát megha-

tározó rendszer működését tudná megkönnýıteni a helyparaméterek elválasztása a

többi tulajdonságtól.

3.1.3. TAG

Egy másik, paraméter-elválasztást használó struktúra a TAG [11] hálózat, amely

iterat́ıv módon bontja koherens részekre, csoportokra a bemenetet és a belső repre-

zentációt is. A modell autoenkóder-alapú, és zajszűrésre tréningezzük, azaz a rendel-

kezésre álló adatokat zajjal terhelve adjuk bemenetül a hálózatnak, a ḱıvánt kimenet

pedig az eredeti adat, pontosabban egy eloszlás a lehetséges kimeneteken, ahol az

eredeti adathoz nagy valósźınűség tartozik. A tiszta bemenetet x-szel, zajjal terhelt

változatát x̃-mal jelöljük. A rendszer T iterációt tesz, ahol T előre meghatározott

konstans, a hálózat bemenete. Az i-edik iteráció kimenete qi(x), ami a p(x|x̃) pos-

teriort ḱıvánja közeĺıteni.

A hálózat a bemenet minden xj elemére bevezet előre meghatározott számú (K

darab) rejtett bináris változót, amelyek közül a k-adik, azaz gk,j értéke 1, ha az

adott elemet a k-adik csoport generálta. A gk,j értékek által alkotott vektort gk-val

jelöljük, és az ı́gy adódó vektorok seǵıtségével a qi(x) előáll K-tényezős összegként

qi(x) =
∑K

k=1 qi(x|gk)qi(gk) alakban. A qi(x|gk) valósźınűségeket normális eloszlással

modellezzük, zik várható értékkel és v szórással, qi(gk)-t pedig egy diszkrét eloszlás

adja, amelyhez tartozó valósźınűségeket mi
k jelöli. Ezeket a zik és mi

k paramétere-

ket tréningezi a hálózat, v pedig előre meghatározott konstans. A minimalizálandó

költségfüggvény C(x) = −
∑

i=1 log qi(x).

A tréningezést egy különálló hálózati elem, a Tagger végzi, amely egy aszimmet-

rikus létrahálózat. Minden iterációban megkapja az előzőben kapott paramétereket
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(i = 1-re az inicializációs értéket), illetve az ezekből számı́tott δzik = ∂C(x̃)

∂zik
hibát és

L(mi
k) = qi(x̃|gk)∑k

h=1 qi(x̃|gh)
likelihood arányt. A TAG tréningezése során tehát közvetle-

nül ennek a hálózatnak a súlyai és eltolásértékei változnak. A megfelelően tańıtott

hálózat a zajszűrésen ḱıvül szegmentációra is alkalmas, mert egy képen szereplő kü-

lönböző tárgyakat külön csoportnak felelteti meg, illetve bizonyos esetekben képes

elválasztani a hátteret az előtértől.

3.1.4. AIR

Szintén külön kezeli jelentésük szerint a bemenetet léıró változókat az Attend-

Infer-Repeat (AIR, [9]) hálózat, amely képeken végez a variációs autoenkód-

erekhez hasonló inferenciát iterat́ıv módon. A cél egy adott X bemenetre és θ-val

parametrizált adott Pθ(X|z)Pθ(z) modellre az adatot léıró z vektor meghatározása a

P (z|X) = Pθ(X|z)P (z)
Pθ(X)

posterioron keresztül. A modell kihasználja, hogy a képek tar-

talma általában különálló objektumokból áll, ı́gy a z vektort zi csoportokra bontva

keresi, ahol minden csoport egyetlen tárgy tulajdonságait ı́rja le.

Mivel a képen lévő minták száma képről képre változik, ezért az X-et generáló

modellről feltesszük, hogy pθ(X) =
∑N

n=1 PN(n)
∫
Pθ(z|n)Pθ(x|z)dz alakú, azaz va-

lamilyen rögźıtett, legfeljebb N értékű eloszlás szerint meghatározza az objektumok

n számát, majd egy Pθ(.|n) eloszlásból mintavételezi a z = (z1, . . . zn) változókat,

amelyekből előálĺıtja az X ∼ Pθ(.|z) adatot. Az itt használt eloszlások és az N

érték előre adottak, pontos megadásuk a konkrét feladattól függ. A zi változócso-

portok kétféle változót tartalmaznak: a ziwhat részhalmaz elemei ı́rják le az adott

tárgy alakját, identitását, a többi változó pedig ziwhere-t alkotja és a képen belüli

helyzetet (orientációt, helyet, stb.) reprezentálja.

A valódi posteriort egy qφ(z, n|X) eloszlással közeĺıtjük, ahol φ a tanulandó pa-

raméter, amely a KL[qφ(z, n|X)||Pθ(z, n|X)] Kullback–Leibler divergenciát minima-

lizálja. Hogy az objektumok számától függő szekvenciális feldolgozást egyszerűbbé

tegyük, n-et egy változó hosszúságú zpres vektorral helyetteśıtjük, amely n darab 1-

est és egy lezáró 0 karaktert tartalmaz. A közeĺıtő posterior ı́gy a következő formában

ı́rható fel :

qφ(z, zpres|X) = qφ(zn+1
pres = 0|z1:n, X)

n∏
i=1

qφ(zi, zipres = 1|X, z1:i−1).

qφ ebben az esetben egy neurális hálózat, amely iterat́ıv módon működik, és

minden lépésben visszaadja a kapott (léıró változók terén értelmezett) eloszlás pa-

ramétereit, például normális eloszlás esetén a várható értéket és a szórásnégyzetet.
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Az iteráció befejezésének pillanatát zpres szabályozza. Ha a hálózat kimenetében

zpres = 1, akkor még legalább egy objektumot le kell ı́rnia, ha zpres = 0, akkor az

iteráció leáll. Minden iterációban az aktuális zi érték függ az előzőektől, ezáltal ki-

zárjuk annak a lehetőségét, hogy a képnek ugyanazt az elemét több csoport is léırja.

A rendszer a θ és φ paramétereket egyszerre tréningezi a Pθ(X)-et alulról korlátozó

L(θ, φ) = Eqφ [log Pθ(X,z,n)
qφ(z,n|x)

] függvény maximalizálásával.

3.1.5. Transzformáló Autoenkóder

Az információ-szétválasztás felhasználható olyan neurális hálózat működtetéséhez

is, amely nem csak két összetettségi szintet (neuronok és rétegek) tartalmaz, mint

a hagyományos modellek. A neuronokat csoportośıtó, hierarchikusan egymásból fel-

épülő kapszulák ötletét használja a Geoffrey Hinton által bevezetett Transforming

Autoencoder [13] struktúra. Az itt bemutatott képfelismerő hálózat minden kapszu-

lája valamilyen entitást detektál a képen, és kétféle információt tovább́ıt : a hozzá

tartozó entitás jelenlétének valósźınűségét (intenzitását) és az általánośıtott poźıciót,

amivel az aktuálisan megjelenik. Entitás lehet például egy tárgy egy bizonyos része,

ennek általánośıtott poźıciója pedig az orientációja, mérete, sźıne, stb. A hierarchia

legalsó szintjét képező kapszulák a hálózat bemenetéből számı́tják a kimenetüket,

a többi pedig az alacsonyabb szintekről kap jóslatokat (tippeket) az általánośıtott

poźıciójára vonatkozóan, és ezek között keres egybeeséseket.

A bemeneti kép feldolgozása a konvolúciós réteg recept́ıv mezőihez hasonlóan

elhelyezkedő területek elemzésével kezdődik. Minden területen ugyanazt a művelet-

sort hajtjuk végre külön-külön. Először egy nemlineáris aktivációs függvényekkel

rendelkező perceptron-réteggel kötjük össze. Ezt a réteget arra tréningezzük, hogy

előre meghatározott számú különböző elemi kapszula által reprezentált entitások ál-

talánośıtott poźıcióit adja kimenetül egy-egy p hosszú valós vektorként, kiegésźıtve

az entitás jelenlétének valósźınűségével. Az, hogy melyik kapszulához milyen entitás

tartozik, a tańıtás során alakul ki. Mivel a bemeneti területek megosztják egymás

között az élsúlyokat, ezért a kép minden része pontosan ugyanazokon a feldolgozási

lépéseken esik át, elhelyezkedéstől függetlenül.

Azokat a kapszulákat, amelyek nem a hierarchia legalsó szintjén állnak, mátrix-

szorzást megvalóśıtó rétegek kötik össze az eggyel alacsonyabb szintű entitásokkal.

Legyenek i1 . . . ik azok a kapszulák, ahonnan az l-edik (magasabb szintű) kapszu-

la bemenetet kap, ti1 . . . tik az aktuális általánośıtott poźıciókat kódoló vektorok,

pi1 · · · pik pedig a hozzájuk tartozó valósźınűségek. Ekkor az ij-ből l-be menő, jós-

latért felelős hálózatrész a (tańıtás eredményeként kapott) p × p méretű Tij l valós

mátrixszal való szorzást valóśıtja meg. Az ı́gy kapott vi1 = Ti1lti1 , . . . , vik = Tikltik
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vektorok első két koordinátájához még hozzáadjuk annak a felfogó mezőnek a koordi-

nátáit, ahonnan az aktuális számı́tás indult. A tl poźıcióvektorra vonatkozó jóslatok

az ı́gy kapott v′i1 . . . v
′
ik

vektorok pi1 · · · pik értékekkel súlyozva. Ezek között az l-edik

kapszula egy expectation–maximization (EM, [27]) módszert használó klaszterezési

algoritmussal keres egybeeséseket, hasonlóságokat, és számı́tja ki az entitás jelenlé-

tének bizonyosságát. Ha egy kapszula egy szűk klasztert talál a bemenetei között,

akkor azt az információt tovább́ıtja, hogy az entitás nagy valósźınűséggel jelen van,

általánośıtott poźıciója pedig a klaszter elemeinek (valamilyen előre meghatározott

módszerrel számı́tott) középpontja. Mivel a klaszteren ḱıvüli bemeneteket egyszerű-

en figyelmen ḱıvül hagyjuk, ezért egy ilyen kapszula jól szűri a zajt.

Az eddig bemutatott struktúrák nem explicit módon választják el a valós ekvi-

variáns faktorokat a többi paramétertől, hanem erős tanuló algoritmusokat használ-

nak erre. Ennek az a hátránya, hogy jelen formájukban nincs egyszerű kiterjesztésük

bonyolultabb vagy több invarianciára. Léteznek olyan neurális hálózatok, amelyek

explicit paraméter-szétválasztást valóśıtanak meg különböző értelmezési tartomá-

nyokon. Jelen fejezet további része két ilyen struktúrát mutat be, melyek közül

mindkettő autoenkóder-alapú.

3.1.6. DCIGN

A mély konvolúciós inverz grafikai hálózat (DCIGN) [15] képeknek egy olyan

interpretációját képes megtanulni, amelyben 3 dimenziós struktúrát és nézőpont-

transzformációt kódoló paraméterek vannak különválasztva a tartalmat léıróktól. A

modell a konvolúciós autoenkóderekéhez hasonló kódoló és dekódoló részhálózatból

áll, és a tréningezés a kódoló z kimenetének egyes részeit kényszeŕıti arra, hogy

bizonyos transzformációkat reprezentáljanak. Egy ilyen speciális reprezentációból a

dekódoló képes újragenerálni a képet, ı́gy egyetlen érték változtatásával új képek

kaphatóak, amelyek csak az adott tulajdonságban térnek el egymástól.

Az egyik példa, amelyen a hálózat működését bemutatták, egy arcokból álló

adathalmaz, a kezelendő transzformációk pedig a függőleges tengely körüli forgatás

(jobbra-balra bólogatás), az emelkedés (fel-le bólogatás), illetve a fény beesési szöge.

Ezeknek a kitüntetett tulajdonságokat léıró z1, z2 illetve z3 változókat külső válto-

zóknak, a többit, amik például az arc alakjának, az arckifejezésnek, stb. felelnek

meg, belső változó nevezzük. A hálózat a tańıtás során egyszerre mindig egy olyan

adatköteget (batch) kapott bemenetként, amelynek elemei vagy csak egy külső vál-

tozóban tértek el egymástól, vagy az összes külső változóban megegyeztek, és a többi

tulajdonságban tértek el. A tréningezés egy ciklusa a következő lépésekből áll. Elő-

ször véletlenszerűen választunk a {függőleges forgatás, emelkedés, fény szöge, belső

tulajdonságok} halmazból egy elemet 1:1:1:10 arányú valósźınűségekkel, ennek fog
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megfelelni a ztrain változó. Ezután azokból a kötegekből választunk véletlenszerűen

egyet, amelyekben csak a választott tulajdonság változik. A köteg minden elemére

futtatjuk a hálózat kódoló részét, és kiszámoljuk a kapott reprezentációvektorok át-

lagát. Mielőtt ezeket továbbadnánk, a köteg minden elemére kicseréljük a ztrain-n

ḱıvüli vektorelemeket az átlagvektor megfelelő indexű elemeire. Ezután az ı́gy ka-

pott vektorokkal futtatjuk a dekódolót, kiszámı́tjuk a hibát, és hiba-visszaterjesztési

algoritmus seǵıtségével a dekódoló rész gradienseit. A ztrain-hez tartozó derivált vál-

tozatlanul marad, a többi, vele egy szinten lévő neuronét viszont az átlagtól való el-

téréssel helyetteśıtjük. Ezekkel az új gradiensekkel folytatódik a hiba-visszaterjesztés

a kódoló hálózatrész rétegeiben.

Ez a fajta tréningezés a kódolót és a dekódolót is speciális viselkedésre ösztönzi.

Az, hogy egy kötegen belül egyetlen kivétellel minden változót egységeśıtünk, arra

kényszeŕıti a dekódolót, hogy a kötegen belüli eltéréseket a maradék egy változó

alapján kreálja újra. A gradiensek rögźıtése pedig arra tréningezi a kódolót, hogy az

eltérésekről minden információt a kijelölt neuronba gyűjtsön. Az ı́gy betréningezett

hálózat kódolójának kimenetéből már egyszerűen megkaphatóak a valódi transzfor-

mációt léıró értékek.

3.1.7. XCov

A [6] cikkben bemutatott hálózat alapja szintén egy autoenkóder, azonban itt a

struktúrán ḱıvül egy speciális költségfüggvény is seǵıti az adat változékonyságát

adó tulajdonságok különválasztását. Az előző bemutatott megoldáshoz hasonlóan a

kódoló kimeneti értékei két diszjunkt halmazra oszthatók. Az egyik halmaz elemei

a rekonstrukcióban és a tulajdonságok megkülönböztetésében is szerepet játszanak,

ezek az ŷ vektort alkotó megfigyelt változók. Az ezen ḱıvülieket csak a rekonstrukció-

hoz használja a hálózat, ezeket látens változóknak nevezzük, és a z vektor tartalmaz-

za őket. Adott D adathalmazbeli x bemenetre és y ćımkére (azaz ḱıvánt megfigyelt

változókra) az F kódolóból és G dekódolóból álló hálózat a következő számı́tási

lépéseket teszi :

{ŷ, z} = F (x, θ);

x̂ = G(y, z,Φ),

ahol θ a kódoló, Φ pedig a dekódoló paramétere. A költségfüggvénynek a szoká-

sos rekonstrukciós költségen ḱıvül két másik tagja is van. Az egyik a megfigyelt

változókon értelmezett felügyelt költség, a ḱıvánt és a kapott megfigyelt változók

kereszt-entrópiája. A másik a megfigyelt és a látens változók közötti (tehát felügye-

let nélküli) kereszt-kovariancia, amelyet XCovnak nevezünk. Ez a tag választja el

a megfigyelt és a látens változókat egymástól azáltal, hogy megakadályozza, hogy a
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látens változók az adatköteg olyan különbözőségeit kódolják, amik a ćımkék eltéré-

sének tulajdońıthatóak. A hálózat tréningezése során tehát azokat a θ̂, Φ̂ paraméte-

reket keressük, amelyekre

θ̂, Φ̂ = argmin
θ,Φ

∑
x,y∈D

‖x− x̂‖+β
∑
i

yi log(ŷi) + γC

teljesül, ahol C az XCov tagot jelöli, azaz N -es kötegméret esetén a kötegbeli sor-

számot felső indexszel, a kötegen vett átlagot pedig felülvonással jelölve

C(ŷ1...N , z1...N) =
1

2

∑
i,j

[
1

N

∑
n

(ŷni − ¯̂yi)(z
n
j − ¯̂zj)]

2.

A β és γ értékek meghatározása a konkrét feladattól függ. Minél nagyobbra vá-

lasztjuk γ-hoz képest β-t, annál jobban fog teljeśıteni a hálózat klasszifikációban,

és minél kisebbre, annál jobban el tudja választani a megfigyelt változókat a látens

változóktól.

3.1.8. Spatial Transformer modul

Jelen alfejezet egy olyan hálózati egységet mutat be, amely bármilyen képfeldol-

gozó neurális hálózatba beéṕıthető, és jól használható a bemutatottakhoz hasonló

invarianciatanuló struktúrákban.

Abban az esetben, amikor egy alakfelismerésre tréningezett, normalizált beme-

neten működő H hálózat futtatása előtt végzett előfeldolgozási lépésként egy H ′ há-

lózatból megkapjuk a képen szereplő formák paramétereit, felmerül a kérdés, hogy

H ′ kimenetéből pontosan hogyan álĺıtjuk elő H bemenetét. Erre nyújt megoldást a

Spatial Transformer nevű deriválható modul [14], amely egy hálózatba beéṕıtve

képek bizonyos śıkbeli geometriai transzformációinak lehetőségét teremti meg. Így

tehát a kép fontos régióinak kiválasztása után egyetlen lépésben kanonikus alakra is

tudjuk hozni azokat. A Spatial Transformer bármilyen paraméterezett transzformá-

ciót meg tud tanulni hiba-visszaterjesztéssel és gradiens-módszerrel, amennyiben az

a paraméterei szerint deriválható.

Egy adott transzformációra a mechanizmus három részből áll, melyek mindegyike

deriválható a paraméterei szerint. Első lépésben a lokalizáló hálózat néhány rejtett

rétegével az U bemenetből kiszámı́tja a képre alkalmazandó Tθ transzformáció para-

métereit. Az ı́gy kapott θ = floc(U) vektor mérete a transzformáció t́ıpusától függ. A

lokalizáló elem lehet például egy egyszerű, néhány rétegből álló konvolúciós hálózat.

Második lépésben a paraméterek ismeretében a rácsgeneráló hálózatrész előálĺıt egy

mintavételezési rácsot, amely a bemeneti kép azon (xsi , y
s
i ) koordinátáinak halmaza,
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ahonnan a transzformált kimenet elkésźıtéséhez szükséges mintát venni. A rácsgene-

ráló ezt annak függvényében álĺıtja elő, hogy a kimeneti pixeleknek hova kell esniük.

Ezek az előre meghatározott Gi = (xti, y
t
i) koordináták alkotják a célrácsot, amely

általában egy hagyományos állású G négyzetrács. A mintavételezési rács pontjainak

koordinátáit az (xsi , y
s
i ) = Tθ(Gi) képlet adja.

12. ábra. Tθ(G) mintavételezési rács alkalmazása az U képre V kimenettel [14]

A rácsgenerálás után következik a harmadik fázis, amely maga a transzformáció.

Minden kimeneti pixelt úgy kapunk, hogy egy mintavételező kernelt alkalmazunk a

bemenet Tθ(G) által meghatározott helyén. A mintavételező kernel pontos működése

az adott feladattól függ. A Spatial Transformer modul többcsatornás bemenetre is

alkalmazható, ilyen esetben ugyanazokat a műveleteket végzi el az összes csatornán.

4. Kı́sérletek

A kutatómunkám során olyan mesterséges neurális hálózat létrehozását ḱıséreltem

meg, amely egy kétdimenziós képen lévő alakzat helyparamétereit választja el a

többi tulajdonságot léıró változóktól, és egy centralizált változatát adja vissza a

bemeneti képnek. Ebben a fejezetben két hálózat teszteredményeit mutatom be. Az

egyik egy konvolúciós autoenkóder struktúra, amely a DCIGN modellhez hasonló

transzformációkat végez a kódoló kimenetén, a másik pedig ugyanennek egy olyan

változata, ahol a tanulást a létrahálózatéhoz hasonló keresztkapcsolatok seǵıtik.

4.1. A hálózatok feléṕıtése és tréningezése

A két emĺıtett hálózat autoenkóder struktúrája megegyezik, csak a keresztkapcso-

latokban térnek el egymástól. Mindkét kódoló öt konvolúciós rétegből áll, mindet
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egy-egy nemlineáris aktivációs függvény követi. Az utolsó három konvolúciós réteg

után egy-egy max pooling is helyet kap. A legutolsó összevonó réteg kimenete 10 ele-

mű neuronréteghez kapcsolódik, ez adja a kódoló kimenetének 12 értékéből az első

t́ızet. A maradék kettő kimenetet úgy kapjuk, hogy a kódoló az első két konvolúció

és az összes max pooling réteg kimenetéből információt tovább́ıt a magas aktivitású

neuronok helyéről. Ezt úgy teszi, hogy a neuronokhoz koordinátákat rendel, és eze-

ket minden szinten a neuron-aktivitásokkal súlyozza az összes neuronra, majd ezeket

normalizálja egy képen belül, végül összeadja a köteg elemeire. Az ı́gy kapott értéke-

ket perceptron-réteg köti össze a kimenettel. Ez az extra információtovább́ıtás azért

szükséges, mert a konvolúció nem tovább́ıt információt a szűrők elhelyezkedéséről. A

dekódoló öt dekonvolúciós rétegből és a kódolóra szimmetrikusan három unpooling

rétegből áll.

Az első hálózat, amelyről ez a fejezet szól, egyáltalán nem tartalmaz közvetlen

kapcsolatokat a kódoló és a dekódoló alsóbb szintjei között. A második hálózat ke-

resztkapcsolatai közül az egyik, c1, a kódoló első konvolúciós szintjének h1 kimenetét

köti össze a dekódoló utolsó dekonvolúciós szintjének d1 bemenetével, és ezekből ál-

ĺıtja elő a d′1 aktivitást, amit végül az utolsó dekonvolúciónak bemenetül adunk. A

másik keresztkapcsolat, c2, egy réteggel fentebb helyezkedik el : a második konvolúció

kimenetét, h2-t köti össze az utolsó előtti dekonvolúció d2 bemenetével, és belőlük

álĺıtja elő d′2-t. A keresztkapcsolatok a [21] cikk által léırt vanilla combinator-t va-

lóśıtják meg. A keresztkapcsolattal ellátott hálózat sematikus rajza a fejezet végén

található.

A hálózatokat az MNIST [4] kézzel ı́rott számjegyeket tartalmazó adatbázis seǵıt-

ségével tréningeztem. A tańıtó algoritmus az eredeti adathalmaz elemeiből minden

iterációban háromféle adatköteg egyikét álĺıtotta elő eltolással. Egy ”x” t́ıpusú batch

minden eleme ugyanabból a MNIST-képből kapható meg, és az y tengely mentén va-

ló eltolásuk is megegyezik, tehát csak x tengellyel párhuzamos eltolásokkal térnek el

egymástól. Az ”y” t́ıpusú batchek hasonlóan jönnek létre, egy ilyen adatköteg tagjai

csak az y tengellyel párhuzamos eltolásokkal különböznek egymástól. A harmadik

t́ıpus neve ”többi”, egy ilyen batch elemei azonos eltolással jönnek létre különböző

MNIST-képekből. Az eltolások minden esetben legfeljebb 3 pixel értékűek voltak

minden irányban. A kódoló kimenetének 12 eleméből az utolsó hivatott az y irányú

eltolást kódolni, az utolsó előtti az x irányút, a maradék 10 pedig az adat további

változékonyságáért felel. A tréningezés során minden köteg esetén úgy adtuk a kódo-

ló kimenetét a dekódolónak, hogy azon a változón ḱıvül, amelyik a köteg t́ıpusának

felel meg, az összes többit egyenként átlagoltuk a batch elemeire.

Mindkét hálózat esetén az volt a cél, hogy egy középről eltolt képet adva be-

menetként annak centralizált változatát kapjuk vissza, és a kódoló kimenetében az
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általunk kijelölt helyeken jelenjenek meg a helyet léıró paraméterek. Centralizált

vagy középre igaźıtott helyzeten minden esetben az MNIST-beli elhelyezkedését ért-

jük a számjegyeknek. A költségfüggvény az első hálózat esetében két tagból áll. Az

egyik a rekonstrukciós költség, amely a bemenet középre igaźıtott változata és a ki-

menet négyzetes eltérését méri. A másik arra ösztönzi a kódolót, hogy csak a kijelölt

változót használja a kötegen belüli változások léırására. Ez a tag a kódoló kimeneté-

nek és az előző bekezdésben léırt átlagolás eredményének a négyzetes eltérése. Ezek a

költségek a másik hálózat esetén is jelen vannak, és kiegészülnek két további taggal.

Mindkét keresztkapcsolatra hozzáadjuk a költségfüggvényhez a kódoló és a dekódo-

ló kimenetének eltérését adott szinten, azaz hi és d′i négyzetes hibáját. A felsorolt

hibatagok nem ugyanolyan súllyal szerepelnek a költségfüggvényben. A rekonstruk-

ciós hiba együtthatóját választottuk a legnagyobbnak, ennek ötödével súlyozzuk a

keresztkapcsolatok hibáját, és annak felével a kódoló kimeneténél mért hibát.

4.2. Tesztek

A hálózatok tesztelése során az MNIST adathalmazból eltolással kapott képeket

adtunk bemenetként, és a teljeśıtményt két szempontból vizsgáltuk. Az egyik a

centralizált rekonstrukció minősége, azaz a hálózat kimenetének a középre igaźıtott

képtől (azaz az eredeti MNIST-elemtől) való eltérése. A másik elvárás az volt, hogy

a kódoló kimenetének általunk kijelölt részei megfelelően reprezentálják az eltolás

mértékét. A centralizált rekonstrukció minőségét a két hálózat esetén ugyanannyi

tréningezés után, ugyanazokon a bemeneteken és ḱıvánt kimeneteken szemlélteti a

következő ábra.

13. ábra. Négy példa a két hálózat által adott kimenetekre.

41



A bal oldali táblázatban az első hálózat, a jobb oldaliban pedig a második, ke-

resztkapcsolatokkal seǵıtett hálózat eredményei láthatóak. Mindkét táblázat bal szél-

ső oszlopában eltolt MNIST-beli képek szerepelnek, ezeket kapja a hálózat input-

ként. A második oszlopban az első oszlop elemeinek centralizált változata áll, ezeket

várjuk kimenetként. A harmadik oszlop tartalmazza a hálózat által adott kimenetet,

a negyedik pedig a ḱıvánt kimenet és a valódi kimenet pixelenkénti különbségét. A

bemeneti képek eltolásainak mértéke két tizedes jegyre kereḱıtve fentről lefelé rend-

re (1.88, 2.62), (1.11, 0.12), (2.73,−2.43) és (−2.20, 1.82). Az eltolást léıró számpár

első eleme az y tengellyel párhuzamos eltolás mértéke, a második pedig az x ten-

gellyel párhuzamos eltolásé, az értékek pixelben értendők. Az ábrán jól látszik, hogy

a második hálózat sokkal pontosabban adja vissza a bemeneti mintát, mint az első,

azonban a középre igaźıtásban elmarad tőle. Ennek az az oka, hogy a hozzáadott ke-

resztkapcsolatok megtanulták az identitás függvényt, ı́gy valójában a rekonstrukció

nagy részét nem az autoenkóder végezte.

A kódoló kimenetét csak felügyelet nélkül tréningeztük, ezért a tesztelésben sem

a valódi eltolásértékekkel vetjük össze. Ehelyett azt ellenőrizzük, hogy a megfelelő

neuronok aktivitásai ekvivariánsak-e a bemenet eltolására. Tehát azt szeretnénk,

hogy ha bemenetként adunk a hálózatnak egy képet, majd ugyanannak a képnek egy

eltoltját, akkor az x tengellyel párhuzamos eltolásnak megfelelő neuronaktivitás az x

irányú eltolás mértékével arányosan változzon, és ugyanez teljesüljön az y dimenzióra

is. Ennek eredményeit a két hálózatra a következő grafikonok szemléltetik.

14. ábra. Minden centralizált képhez egy kör és egy kereszt tartozik a grafikonon.
A v́ızszintes tengely jelöli az eltolás nélkül beadott képek esetén kapott x-nek
megfelelő neuron-aktivitásokat. A függőleges tengely mentén kereszt jelöli a

+3-mal eltolt képre kapott aktivitást, és kör a -3-mal eltoltra kapottat.
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A bal oldali grafikon az első hálózat kódolójának kimeneti aktivitásaihoz tartozik,

a jobb oldali pedig a második, keresztkapcsolatokkal seǵıtett hálózatéhoz. Minden

bemeneti képet átadtunk a hálózatnak eltolás nélkül, +3, és -3 pixelnyi x irányú

eltolással. A grafikonokról az olvasható le, hogy habár mindkét esetben korrelál az

x iránynak megfeleltetett neuron aktivitása a valódi x irányú eltolással, a második

hálózat esetében egy sokkal szorosabb összefüggés jön létre. Megfigyelhető továbbá,

hogy a második grafikonon a körök vannak alul, azaz pozit́ıv értékű eltolás esetén a

neuron kimenete is pozit́ıv irányba változik, ellentétben az első hálózattal.

15. ábra. Az általam használt hálózat sematikus rajza. Az aktivációs és
normalizációs lépések az egyszerűség kedvéért nem szerepelniek az ábrán.
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5. Összefoglalás

A dolgozatban bemutattam a mesterséges neurális hálózatok illetve a mély tanulás

alapjait, és tárgyaltam néhány alapvető példát. Felvázoltam a transzformációtanulás

feladatát, és annak jelentőségét. Léırtam 7 olyan autoenkóder-alapú hálózati struktú-

ra működését, amelyek vagy explicit paraméterszétválasztást valóśıtanak meg, vagy

implicit módon kihasználják az adat invarianciáit. Ezen ḱıvül emĺıtettem egy transz-

formáló hálózati modult, amely bármilyen képfeldolgozó hálózatba beilleszthető. Az

utolsó fejezetben léırtam a saját ḱısérleti eredményeimet: bemutattam egy speciáli-

san tréningezett konvolúciós autoenkódert, és annak egy kiegésźıtett változatát.
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[3] Számtábla felismerés konvolúciós neurális hálóval, https://bois083.
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