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Koszonetnyilvanitas

Halaval tartozom Michaletzky Gyorgy Tanar Urnak, aki temérdek elfoglaltsaga mellett is min-
dig szakitott rdm id6t, segitette munkamat hasznos észrevételeivel és tanacsaival. K6szénoém az
egyetem minden oktatéjanak, akikkel a tanulményaim soran megismerkedhettem, hogy tudéasuk-
kal hozzajarultak szakmai fejl6désemhez. Nagyon héilas vagyok, amiért fantasztikus tanaroktol
tanulhattam izgalmas matematikat.

Veégiil szeretnék koszonetet mondani a csalddomnak a sok tamogatasért és batoritasért, amit a

tanulméanyaim soran kaptam toélik.



Bevezetés

Szakdolgozatom f& célja olyan moddszerek bemutatasa, amelyek lehet&séget adnak valdszint-
ségi valtozok kozotti fliggdségi viszonyok feltdrasara. Amikor a megfigyeléseink t&bb kiilénb6zd
kategorikus valtozébol szarmaznak, akkor a valtozok értékeinek egyiittes el6fordulasi gyakori-
sdgait kontingencia tabla segitségével dbrazolhatjuk. Kontingencia tdblak elemzése loglineéris
modellben vett maximum likelihood becslés segitségével az egyik leghatékonyabb statisztikai
eszkOz,melyet gyakran alkalmaznak orvosi kutatédsokban, illetve tarsadalomtudomanyokban egy-
arant.

A misodik fejezettdl kezdve grafikus modellekkel foglalkozunk. A grafikus modellek elgnye, hogy
kénnyen vizualizalhaté és j6l interpretalhaté modon jelenitenek meg komplex rendszereket. Elss-
ként a loglinearis modell grafikus felépitését tekintjiik at és explicit formulat adunk a maximum
likelihood becslésre felbonthaté hipergrafok tulajdonsagait kihasznélva. Végiil megismerkediink
irdnyitatlan grafok segitségével definidlt Markov-mez6kkel és ezek alkalmazasaval a képfeldolgo-

zés teriiletén.



1. fejezet

A loglinearis modell

1.1. Maximum likelihood becslés specialis esetekben

Legyen A = Ay x --- x Ay, véges szorzathalmaz az alaphalmaz, amely az X = (X1,..., Xk)
valdszintiségi valtozok lehetséges értékeit tartalmazza, tovibba P egy k-dimenzids, ismeretlen

eloszlas A-n.

Célunk a maximum-likelihood becslés meghatarozasa egy fiigg6ségi strukttura mellett.
Legyen a € A, ahol a = (a1, ...,ax) és a; € Aj, valamint jeldlje | A; |= n; a j-edik valoszintiségi
k

valtozok altal felvehets értékek halmazat. Ekkor | A |= [ n; = n.

j=1
Tekintsiink egy N elemi fiiggetlen mintat a k-dimenzids eloszlasbol, legyen ez
Z = (Z1,...,Zn). A két dimenzios esetet vizsgalva,adott két valoszintiségi valtozonk, melyek
felvesznek bizonyos értékeket,igy az egyiittesen felvett értékek felsorolhatéak egy tablazatban.
Az eloszlas megtligyelésekor tehat egyetlen megfigyelést tekintve ezen tablazat egy cellajaban

kapunk egy pontot. Ennek kévetkeztében a 71, Zo, ..., Zx valoszintiségi valtozok értékei a A

celldiban IV elemnek felelnek meg.

Mi lesz ekkor a maximum likelihood becslés?
Az ismeretlen paraméter most maga az eloszlas, nézziik a megfelels cellak valoszintiségeit,ahol
minden cella annyiszor fordul el§,ahény megfigyelés esik bele. Jelolje Z(a) az a cella gyakorisagat,
amely megadja, hogy a szoban forgo cella p(a) valoszintisége hanyszor szerepel.

Ekkor a Zi, ..., Zy valoszintiségi valtozok egyiittes eloszlasat a ] p(a)?(® képlet adja, ahol
acA

e > Z(a)=N
acA

e p(a) >0 Va € A, vagyis csak azon celldkat vessziik figyelembe, amelyek biztosan eléfor-
dulnak a megfigyelések kozott, tehat egy szigoritott osztalyon beliil nézziik a maximum

likelihood becslést.



A maximalizdlandé mennyiség tehat a

H p(a Z(a max

GeA (a)>0, acA’
Z p(a)=1
acA

melyrél a loglikelihood fliggvényre attérve az alabbi kifejezés adédik:

Z Z(a) -logp(a) - max
=y p(a)>0,acA

> pla)=1
a€A

Feltételes szélsGértékfeladatként tekintve a probléméra alkalmazhatjuk a Lagrange-féle mul-
tiplikator elvet, ahol a nemnegativitas peremfeltétel elhagyisaval egy bGvebb tartoményon ke-

resiink megoldast:

ZZ( -log p(a +)\1—Zp

a€A acA
Derivalva p(a) szerint
0 z(a)
=——~-2A=0=Xp(a pla
op(a)  pla) anA
Osszegezve és atrendezve:
—— _ Z(a)
@="5

0

vagyis a megfelel6 becslés az "a” cella relativ gyakorisaga.

Vegyiik észre, hogy ezzel az eredeti feladatot nem oldottunk meg teljesen, ugyanis ha valamely
cellaba nem esik megfigyelés, annak relativ gyakorisdga nulla, igy p/(;) = 0, azaz a b6vebb tar-
tomanyon beliili maximum nem esik egybe a sziikebb tartomény maximumaval.

Egy kontingencia tablat ritkinak mondnunk, ha tartalmaz legalabb egy iires cellat. A nulla ér-
tékid cellaknak két csoportjat kiilonboztethetjiik meg: mintavételbl adodo (sampling) nullék és
szerkezeti (structural) nullak. Elgbbi esetben a minta elemszamanak bévitésével van esély az
esetleges nulla celldk kitoltésére, mig a masodik esetben nem &ll médunkban megfigyelést tenni.

Ha valamely cellara z(a) = 0 teljesiil, akkor nem létezik maximum likelihood becslés,de ha min-
Z(a)
N

den a € A esetén z(a) > 0, akkor ]@ =

A feladat megfogalmazhaté informacidelméleti mennyiségek segitségével is.

Definicio 1.1.1

A q,p valoszintiségi eloszlasok divergenciaja D(p | q) = > p(a) log pEa;.
acA qla



Ha van olyan a € A, melyre p(a) =0 és q(a) > 0, akkor D(p || q) =
A q eloszlas tartéja T(q) = {a € A : q(a) > 0}.

Ekkor

; [zﬂ log ¥ )1 -y {z](vcw] log [zﬂ ¥ Z](\;z) togp(a).

acA

ahol a ) Z](\? )logp(a) kifejezést szeretnénk maximalizalni (elGjeltdl eltekintve), azaz a ta-
acA

pasztalati eloszlas és az elméleti eloszlas divergenciajat kell minimalizalnunk. Osszefoglalva tehat

a maximum likelihood becslés keresése ekvivalens a

D(Py | P) = min
p(a)>0,acA
> pla)=1

acA

feladat megoldasaval.

Igaz-e, hogy D(p || q) > 0, tetsz6leges p és q véges halmazon értelmezett eloszlasok esetén?

A Jensen-egyenlétlenséget kihasznélva:

a CL

~D(q|lp) = ala) log pEa; <log ) qla) Ea —log Y p(a) =log 1 =0.
acA q a€A acA

Tehat —D(q || p) <0, igy D(q || p) > 0.

A logaritmus fiiggvény szigortan konkav tulajdonsdga miatt pEa; =cVa € A.Mivel > p(a) =1
qa\a acA

és > q(a)=1,1igy c=1esetén p =q.
acA

Azt kaptuk tehat, hogy D(f’]\\/ || P) akkor minimaélis, ha D(ﬁ]\\r | P) =0, és az egyenléség feltétele
ﬁ]\\[ = P, azaz ha a tapasztalati eloszlds benne van a megengedett mértékcsaladban, akkor &
lesz a maximum likelihood becslés. Fontos megjegyezni, hogy a divergencia nem szimmetrikus
mennyiség, az elméleti eloszlas mindig a masodik helyen All.

Tegyiik fel , hogy X1, ... X}y valoszintsegi valtozok fiiggetlenek, a = (aq,...,ax) és
p(a) = p1(a1) - - - px(ax) vagyis a megfelel§ egyiittes eloszlas szorzatmérték.

Mivel az egylittes eloszlds csak a cellagyakorisagoktol fligg, a strtségfiiggvényt felirva

Z(a)

k k k
[Ir@?@ =TT | T]ri(e) =1 IIpi(a)*™ = 11 [1pi(a)?® =

acA acA | j=1 acAj=1 (a1,,ak)EAT X x Ay j=1



¥ Z@)

k
=11 II pitep)™

7=1 a; EAJ‘

1 /
ahol N > Z(a) a j-edik koordinata lefixdlasaval adodo mennyiség, a tapasztalati eloszlas

/_
(lj—(lj

marginélisa.

Jelolje Zj(aj) = > Z(a') a marginalis gyakorisagot. Az dsszesitést most olyan aj-kre végezziik,
a;:aj

ahol a j-edik koordinata rogzitett. Ekkor a kétdimenziés kontingencia tdblanak a j-edik sorat
kell vizsgélnunk, és itt szamoljuk meg, hogy egy savba hany mintaelem esik.

A j-edik marginalis 6sszes cellajan végighaladva a likelihood fliggvény a kdvetkezs alakot 6lti:

k

I IT nio®

; pi(a;j)>0,a;,€EA;

J=laje4; ok

Most tehat k darab tényez6 szorzatit kell maximalizalni, ahol a szorzatban szerepls Osszes

tényez6 kiilon-kiilon maximalizalhato a Y. pj;(a;) = 1 peremfeltétel mellett:
a]'EAj

(a.)Zi(a3)

pila;) VI — max
H4 3(a;) e
Y > pilag)=1

aj EA]'
Ebbél azt kapjuk, hogy a maximum éppen a tapasztalati eloszlas megfelel§ margindlisa, azaz

Filag) = 2002,
ahol p = p1 ® ... ® P, vagyis a komponensek tapasztalati eloszlasainak szorzatmértéke adja a
megfelel maximum likelihood becslést.

Legyen most a dimenzié harom, és tegyiik fel, hogy X; és X3 valdszintiségi valtozok az Xo-re
nézve feltételesen fiiggetlenek, tovabba p(a) > 0 Va € A = A; x Ag x As, azaz minden cella
valészintisége pozitiv.

N darab fiiggetlen megfigyelést tekintve keresiink maximum likelihood becslést ebben a csalad-

ban, a feltételes fiiggetlenségbdl kiindulva:

P(Xlzal,ngag|X2:a2):P(X1:a1]X2:a2)~P(X3:a3]X2:a2)

P(X, = X9 = P(Xy = Xq =
P(Xl:CLl,XQZCLQ,ng(Ig):P(XQ:CLQ)- ( 1 a1, 2 CI/Q)' ( 2 a2, 3 as):

P(XQ = CI,Q) P(X2 = a2)
_ P(X1 :al,XQ :CLQ)‘P(XQ :CLQ,Xg :ag)
P(Xs = as) '

Tehat minden valészintiség kevesebb valtozoétoél fiigg, mint az egylittes eloszlas valtozéinak



szama. Teljesiil-e, hogy a feltételes fiiggetlenség ekvivalens azzal, hogy az egyiittes eloszlas a
fenti alakba {rhat6?

Allitas 1.1

Legyen P(a) = exp{fia(a1,a2) + foz(az,as) + fa(a2)} alaka loglikelihood fiiggvény. Ekkor a

megfelel§ valbszintiségi valtozok feltételesen fiiggetlenek.

Bizonyitas

P(Xl =a1, Xo :ag) P(XQ = az, X3 :ag) _
P(XQ :CLQ)

a3€A3 a1€A1

( > 696P{f12(a17a2)+f23(a27a3)+f2(a2)}> ( Y. exp{fiz(a1,a2) + faz(az,a3) + f2(az)}

).

>, > expl{fiz(ar,a2) + faz(az, a3) + fa(a2)}

a1€A1 a3€A3

= exp{ fiz(a1,a2) + fa3(az,a3) + f2(a2)} = P(a)

1.2. Maximum likelihood becslés loglinearis modellben

Adott A = Ay X ... x Ay, véges szorzathalmaz esetén legyen T' C 2{1F} részhalmazrendszer;

v eI és ay (a;,j € v) marginalis cella. Tegyiik fel, hogy p(a) = exp{ > fv(av)} alak.
vel’

Definici6 1.2.1

Pr = {p eloszlas A-n | 3 f,~ €T fiiggvények: A, — R és p(a) = exp <Z ffy(afy)> }
yerl’

meértékcesalad az tigynevezett loglinearis eloszlascsalad.

A maximum likelihood becslés ekvivalens az ngynevezett L-vetiilet megkeresésével, azaz a
D(Py || P) divergenciat kell minimalizalnunk a masodik valtozoban, egy adott logkonvex elosz-
lascsaladon (P € Pr).

A fentebb emlitett specialis esetek a loglinearis eloszlascsaladban:

o k=2 F:{{l,Q}} fiiggetlenség



o k=3 I‘:{{l, 2},4{2,3}, {2}} felteteles fliggetlenség

A kovetkezd kérdést vizsgaljuk: loglinearis modell margindlis eloszldsai loglinearis modellt
alkotnak-e?
Legyen M C {1,...,k} rogzitett részhalmaz, toviabba Pr a = {Py | P € Pr} azon mértékek

halmaza, melyek indexe M-beli.

Tetsz6leges aps-el jelolt marginalis cella esetén

Pula) = Y Pla)= Y ep Y fia) ]| =ean | 3 e | 3 e | Y filay)

GEVI:‘IM a;w:aM vyel vyel G,M:aM vyel
cM
a €A deA 7= a' €A AM[=1
Lemma
Legyen M C {1,...,k} és tekintsiik a loglinearis modell marginalis eloszlasait:

{Pu | P € Pr}. Tegyiik fel specialisan, hogy van olyan vy € I', hogy minden 7 € I esetén, melyre

| Y\ M |> 1, teljesiil, hogy yN M C vogN M, vagyis vN M lefedhets egyetlen részhalmazzal. Ekkor

Pyr(anr) = exp | Y folay) | - exp (fronn(asonmn))

vyel
YEM

vagyis Pr p is loglinearis modell aI'yy = {y € ',y € M,~ N M} halmazrendszeren.

O

Mi torténik feltételes fiiggetlenség esetén? Igaz-e, hogy a maximum likelihood becslés bizo-
nyos specialis margindlisai egybeesnek a marginalis loglinearis modellben ad6dé

maximum likelihood becsléssel?

Lattuk, hogy a maximum likelihood becslés megkeresése ekvivalens egy divergencia minima-
lizalasi feladattal. Ha adott egy halmazon értelmezett mérték, tovabba adott az alaphalmaz egy

particidja, akkor a particiokra atorokitve egy mértéket, az egyes particiok 6sszemértékbél egy

10



szarmaztatott mértékesalad adodik.

A kévetkez§ allitas megmutatja, hogy a teljes halmazon mért divergencia kapcsolatba hozhaté a

szarmaztatott divergenciaval, méghozz4 a particiékon vett divergencia és a feltételes eloszlasok

divergenciainak silyozott 6sszege szolgaltatja a megfelel§ divergenciafelbontasi osszefiiggést.

Allitas 1.2

Legyen S véges alaphalmaz (nem feltétleniil szorzathalmaz) és tegyiik fel, hogy S =

particionalt J indexhalmaz esetén.

Legyen P, Q eloszlasok S-en, melyekre P(j) =

SGCJ'
marginalisok. Ekkor:
D@IIP)=D@] P)+_Q0)
jed
Bizonyitas
DQ I P) =Y Qs log 2 = 3™ 37 Q(s) - tog 2
s€S (5) jeJ \sec;
@(8)
:Z@( l0g~j +ZQ Z Q) logP
JjeJ ] JjeJ s€Cj Q(j) p(])

>, P(s)

(s)

= P(ej) és Q(j) =

D@Q; || 7y)

=2 | 2 Qe

jeJ \seC;
D@ | P)+>_ Q)
jeJ

Adott N megfigyelés esetén 1étrehoztuk a tapasztalati eloszlést: ]3(@) =

2 77

cella gyakorisaga.

Allitas 1.3

A Pr eloszldscsalad maximum likelihood becslés marginéalisat jelolje (P]\EL) M

U ¢

jeJ
Q(c;)
Q(s) 0
Q)
Ps) + log=
P(J)
D(Qj || Py)-
Z](Va)’ ahol Z(a) az

és legyen P WL @

marginélis eloszldsokbdl elkészitett loglinedris modell maximum likelihood becslése. Ha teljestil-

nek a fenti lemma feltételei, akkor

Ty,
(PJ\F/[L)M = PMAIIN

tehat a maximum likelihood becslés bizonyos marginalisai egybeesnek a marginalis loglinedris

11
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P(j)



modellben adédé maximum likelihood becsléssel, ha a marginilis csalad is loglinedris modellt

alkot.

Bizonyitas

Legyen PJ\Z ; a maximum likelihood becslés és indirekt tegyiik fel, hogy
(P # Pj\l}f‘if. Lattuk, hogy a maximum likelihood becslés meghatarozasa divergencia mi-
nimalizalassal ekvivalens, igy ha ezek a mennyiség nem egyenl§ek, akkor van olyan mérték a
marginélisok kozott a margindlis cellarendszeren, amely "kozelebb van" a tapasztalati eloszlas
marginélisdhoz.
Legyen tehat gy mérték Ays-en, melyre D(Py || qu) < D(Py || (PY)m)-
Azt kell megmutatnunk, hogy ez a marginalis cellakon értelmezett eloszlas nem lehet maximum
likelihood becslés a teljes cellarendszeren.

Legyen

P@) = Plun(o) - ™ )(j;”(fjm

eloszlas A-n. Igy a feltételes eloszldsokon nem véltoztatunk, csak az 1.2 allitasbol adodo diver-
genciafelbontasi dsszefiiggésben szerepld elsd tag csokken.

Legyen tovabba

Pylan)= Y Pld)= P&L(a/)‘WZQM(GM%

tehat az atskalédzas hatésara egy mésik marginalis eloszlas adodik.

A feltételes eloszlasok igy az egyes particiokon beliil nem valtoznak, ugyanis

P(a) _  Piy(a)

Py(anr)  (Pyp)m(an)

A divergenciafelbontast felirva a teljes mértékre:

~

(1) D(P | PY=D(Py |lqu)+ Y. Pulan)- D(Pq, || Pn)

ap€ANM

12



~

) DB | Py =DEu | (Phos) + S Pular) - D(Pay, | (Pirp),,)

ap €AM

Mivel a silyok és a feltételes eloszlasok megegyeznek, ezért a feltétel szerint
D(P || P) < D(P | Pl.), igy az altalunk feltételezett maximum likelihood becslésnél P’
jobb, ahol a P'-t definial6 relacié miatt P benne van a megfelels loglinedris modellben. Ezzel

ellentmondasra jutottunk.

13



2. fejezet

A loglinearis modell grafikus

megkozelitése

A grafikus modellek két nagy elénye, hogy a kontingencia tdbldkat dimenziéjuknak megfelelGen
abrazolhatjuk véges, irdnyitatlan grafokon, tovabbé ezekrél a grafokrol a valészintségi valtozok
kozti interakcidk kozvetleniil leolvashatok. Ebben a fejezetben a grafikus modellek egy specialis
osztalyaval, a felbonthat6 hipergrafokkal reprezentalhatd loglineéris grafikus modellekkel foglal-

kozunk.

2.1. Felbonthaté hipergrafok jellemzése

Definici6 2.1.1

Legyen I' ¢ 211k} részhalmazrendszer. Ekkor ay € T:y C {1,...,k} részhalmazok hipergréfot
alkotnak, melynek csticsai az 1-t6l k-ig terjedd szamok, élei pedig v részhalmazok.

Definicio 2.1.2

Azt mondjuk, hogy H = (Vi, E) és K = (Vi, Ex) hipergrafok felbontjak a

G = (Vg, E¢) hipergréfot, ha

i) Vg U Vi = Vg, azaz nem feltétleniil diszjunktak, de csticshalmazaik egyesitése kiadja G

csticshalmazat.

14



ii) 3 € Eg ésk* € Ex:Vy € Ex :yNVy Ch*, Vy € Eg : yN Vg C k¥,

azaz amennyire H belemetsz K-ba, azt h* lefedi és forditva.

iii) Eg N Ex =0 és Ey U Ex =T, vagyis az élhalmazok unidja kiadja a teljes élhalmazt.
Definicié 2.1.3
Azt mondjuk, hogy G = (Vg, E¢) hipergraf felbonthato, ha felbontédsokkal visszavezethetd egyet-

len hiperélt tartalmazo hipergréafokra.

A felbontasban szereplé H és K hipergrafok bizonyos tulajdonsagai sziikséges és elégséges felté-
telt biztositanak G hipergraf felbonthatésagara.

Sziikségilink lesz a kovetkezs definicidkra:

Definici6 2.1.4

Azt mondjuk, hogy Go = (Vg, E) kett6-metszet, ha ij < 3g € Eq : {i,j} C g, vagyis i és j
pontosan akkor van sszekétve Ga-ben, ha van olyan g hiperél, melyre ¢,j € g.

Definici6 2.1.5

A hipergraf triangularizalhaté, ha minden legalabb négy hosszii kérbe behtizhaté él.

Definici6 2.1.6
A hipergrafot grafikusnak mondjuk, ha a hozza tartozé Go-ben a maximaélis teljes

részgrafok éppen a maximdélis hiperélek.

Tétel 2.1.1

Egy G = (Vg, Eg) hipergraf pontosan akkor felbonthatoé, ha grafikus és triangularizalhato.

Bizonyitas.

1. Lemma. Ha H és K felbontasat adjak G-nek, ahol H és K grafikus, akkor G is grafikus.
Bizonyitas:

Legyen g € E¢ hiperél és tegyiik fel, hogy g € Ep. Ez megtehetd, hiszen H a G felbontasaban

szerepl6 hipergraf. Mivel H a feltétel szerint grafikus, igy a hozza tartozé He-ben g maximalis

teljes részgraf. Azt kell megmutatnunk, hogy g a Ga-ben is maximalis teljes részgraf. Indirekt

tegyiik fel, hogy ez nem teljesiil, azaz van olyan extra cstcs G-ben, mellyel G minden tovabbi
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éle ossze van kotve, formalisan: 3 j € Vo : ij € Eg, Vi € g. Harom esetet kiilonboztethetiink

meg:

1. eset

2. eset,

3. eset

Ha minden ilyen "kritikus" él Hs-ben lenne, akkor g a Hs-ben nem lehetne maximalis
teljes részgraf, de H grafikus, igy ez az eset nem fordulhat el§, mert ekkor g a H-ban

bévithets lenne.

Tegyiik fel most, hogy az 0j élek K-hoz tartoznak, azaz Vi € g : ij € Ex. Mivel az (i, j)

parok mindegyikét lefedi egy K-beli részhalmaz, vehetjiik ezek unidjat:

Uli.jtc U &
1€g keEk
A felbontas szerint ezt az uniét elmetszve H-beli hiperélek unidjaval, a kapott metszet
lefedhets h* N k*-gal.
Legyen g € Eyy € |J h H-beli hiperél. Ekkor g J{i,7} C h* NEk* |, vagyis
heEy 1€Q9
g € h* N k*, ugyanis j a g-n kiviili pont, igy U {¢,j} = jUg, vagyis a metszet éppen g.

i€g
Ekkor azonban g C k* is teljesiil, tehat g benne van K-ban is. Ez viszont nem lehetséges,
ugyanis a feltétel szerint K grafikus, és a felbontas miatt a hiperéleket szétosztottuk H

és K kozott, méasrészt maximalis részeket valasztottunk, igy nem lehet az egyik része a

mésiknak.

sUJ U @a)N| U G| cr (),

€9 (4,j)€EH, (1,)€EK,
ahol a metszet elsd tagja lefedheté H-beli, mig masodik tagja lefedheté K-beli hiperé-
lekkel. A h* () k*-ban j benne van, mert egyik sem iires, tovabba Vi € g : {i,57} C h* és
ij € Ex,, igy ij € Ep,, ezzel azonban az 1. esethez jutunk, melyrél lattuk, hogy nem

lehetséges.

2. Lemma. Ha H és K felbontdsa G-nek, ahol H és K triangularizalhato, akkor G is trian-

gularizalhaté.
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Bizonyitas:
Ha olyan kért vennénk, melynek minden pontja H-beli, akkor ott az élek is H-b6l szarmaznak,
mert egy K-bdl jov6 él h* N k*-ban is benne lenne. Ugyanez elmondhat6 a csupa K-beli élet
tartalmazo korrdl is. Tekintsiink tehat egy olyan kort a grafban, melyre i € Vi \ (R* N k*) és

JEeVk\ (W Nk").

Ha i jeloli az utols6 pontot, amely még nincs benne K-ban és j az utolso olyat, amely még
nem eleme H-nak, akkor ezen két pont h* U k* kikeriilésével nem kothet§ Gssze, ugyanis ha i j/

valéban él, akkor az lefedhets egy H-beli vagy K-beli hiperéllel.
O

Azt kell még megmutatunk, hogy a grafikus és triangularizalhat6 tulajdonsigokbdl kovet-
kezik a felbonthatésig. Ehhez konstrudlnunk kell egy felbontast: diszjunkt moédon két részre
osztva a hiperéleket, a csicsok is két részre osztodnak (nem feltétleniil diszjunkt modon), to-
vabba amennyire az egyik belemetsz a mésikba, az mindkét halmazboél hiperélekkel lefedhetd.
Legyen tehat G = (V, Eg) hipergraf és h* N k* = (UheEH h) N (UkeEK k) Célunk a feltéte-
leknek megfelel§ h* és k* megtalalasa.

Induljunk ki tetsz6leges h és k hiperélekbdl, majd tekintsiik a ANk kihagyasaval keletkezd hiper-
graf osszefiiggd komponenseit:h \ (h N k) keriiljon H-ba, k\ (RN k) keriiljon K-ba és az egyikhez
sem kapcsolodd Gsszefliged komponensek pedig szintén K-ba. Ezzel a modszerrel elkészitettiink
egy olyan felbontést, melyben csak h Nk kozos.

Felmeriil a kérdés, hogy barmely két hiperélbél kiindulva elkészithet6-e ilyen felbontas.
Elsfordulhat-e olyan szituacio, melyben h\ (hNk) és k\ (h N k) ugyanazok az dsszefliggd kom-

ponensek?
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Tegyiik fel, hogy ez a helyzet. Ekkor ¢ € h\ (hNk) és j € k\ (hN k) Osszekdthets (h N k)
kihagyéasaval, kettémetszet-beli hiperélek sorozataval. Tekintsiik az ilyen 6sszek6ts utak koziil a
legrévidebbet, ahol a minimalizalas pontparra és tthosszra értendd.

Tegyiik fel, hogy j1 ¢ k\ (hNk) a j utani els6 pont. ( j1 € k\ (hNk) esetén talalhato lenne

rovidebb ut).

1. eset: j1 =1
Vegyiik észre, hogy ¢ és j kozvetleniil 6ssze vannak kétve egymassal és a metszet minden
elemével is, ezért ¢, j, valamint a metszet egyiitt teljes részgrafot alkotnak. Vegyiik Go-n
beliil az ezt tartalmaz6 maximalis teljes részgrafot, amely G grafikussiaga miatt hiperél
lesz. Jelolje ezt az i-t, j-t és a metszetet is tartalmazo hiperélt g. Ekkor hNg 2 hNkU{j},
azaz ilyenkor van olyan hiperéle G-nek, amely jobban belemetsz h-ba, mint k-ba, ami

ellentmond a feltételnek.

2.eset: j1 £ i ésiy #£J.

Mivel i és j kozott a legrovidebb utat valasztottuk, a tovabbi élek a metszetben 1évé
pontbol indulnak, melybdl a hipergraf triangularizalhaté. Az i1 pont a metszet barmely
pontjaval dsszekottetésben 4ll, és ez i-re is igaz (h lefedi), igy i1, i és hNk tejes részgrafot
alkotnak. Jeldlje a széban forgd teljes részgrafot tartalmazé maximalis teljes részgrafot
g.Ekkor (hNk)U{i} C gNh, azaz van olyan hiperél, amely jobban belemetsz h-ba, mint
k. Feltéve tehat, hogy h\ (hN k) és k\ (hN k) ugyanazok az Gsszefiiggd komponensek,
van olyan g hiperél, melyre |g N h| > |h N k.

Osszefoglalva tehat tetszoleges h € Epy hiperélhez azt a k hiperélt valasztva, amely

legjobban belemetsz h-ba, azaz melyre |h N k| — max, tetsz6leges hiperélbdl kiindulva
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konstrualhato felbontéas.

2.2. Adott felbontas esetén torténd maximum likelihood becslés

20 »

elgallitasa

G hipergraf felbontasat adé H és K segitségével a marginalisokra vonatkozé maximum likelihood
becslésbdl szeretnénk létrehozni az egylittes eloszlasra vonatkozé maximum likelihood becslést

visszavezetés segitségével.

Készitsiink el egy megfeleltetést:
jeldlje Pg a G hipergrafhoz tartozé, Pr-nak megfelel§ loglinearis modellt; valamint legyenek Py
és Px a H és K felbontasban szerepld hipergrafokban 1évs részhalmazrendszerekhez tartozo
loglinearis modellek, melyek Pr pr, M C {1,...,k} marginalis loglinearis modell megfelel6i.
Lattuk, hogy bizonyos feltételek mellett a loglinearis modell marginélisa is loglinedris modell,
amely feltételek a felbonthatosig definicigjabdl adéddan a megfeleltetés utan is teljesiilnek.
Jelolje ]/35 a megfeleld maximum likelihood becslést és tekintsiik ennek margindlisait;
(I%) v = ﬁ;{ és (ﬁg) . = ]5;( melyek szintén loglinearis modellt alkotnak.
Mi lesz az egyiittes eloszlas?

A kozos részt h* és k* lefedi, tovabbé bizonyos valdszintiségi valtozok indexei Vi-ban és Vi-ban

is szerepelnek, a tébbi pedig vagy az egyikben, vagy a méasikban:

pa)y=cep| S filay) | =eap | 3 fylay) | -ean | 3 folar)

yemaxl’ yeEH vyeEK

Szétbontva aszerint, hogy a hiperélek melyik élhalmazhoz tartoznak, az egyiittes eloszlas szorzat
alakba irhato. A fiiggetlenség automatikusan ugyan nem teljesiil az esetleges kozos valosziniiségi
valtozok miatt, de a kozos részt lerdgzitve feltételes fliggetlenségre kovetkeztethetiink.

Tegyiik fel, hogy X;,j7 € Vi és X;,1 € Vi valoszintségi valtozok feltételesen fiiggetlenek

X;,1 € h* N Ek* kozos részre nézve. Ekkor az egyilittes eloszlas
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P(XVH = aVH,XVK = G/VK ‘ Xh*ﬂk* = ah*ﬂk*) —
= P(XVH = aVH | Xh*ﬂk* = ahmk*) . P(XVK = aVK ‘ Xh*mk* = ah*mk*)
Ebbél

_ P(XVH = aVH) ’ P(XVK = aVK)
P(Xpenks = ap=ni)

i

igy
(a) _ Pvy (aVH) *Pvk (aVK)
Phnk* (ah*mk* )

Tehat a maximum likelihood becslés:

B Py (an) - Px(ak)
G — P— .

Prapex (an=npe+)

2.3. Explicit maximum likelihood becslés

Felbonthat6 hipergrafokkal definidlt loglinearis modellben a maximum likelihood becslés explicit
formuldjanak megtalalasdhoz definidlnunk kell az tgynevezett particiofiiggvényt vagy mas néven
indexet.

Ehhez legyen G 06sszefiiggs és felbonthatoé hipergraf, tovabba D C Vg olyan, melyhez teljes
részgraf tartozik. Ekkor 1étezik g € E¢ hiperél, melyre D C g.

Els6 1épésként hagyjuk el a grafbol D-t, vagyis a D-beli csucsokat és minden olyan élt, melynek
legalabb egy pontja D-ben van. Jel6lje a maradék graf dsszefiiged komponenseit GZD , majd ezen
Osszefiiggd komponensekhez adjuk vissza D-t a megfelel§ élek behtizasaval. Legyen ez a graf

G, melyben D C GY, és hozza teljes részgraf tartozik.
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A fenti folyamatot illusztraljuk egy egyszerd példaval:

Ha most D = {2} akkor D elhagyésa utan az 6sszefiiggd komponensek

4

w

D visszaadasa utan pedig

A tovabbiakban minden D C Vi teljes részgraf esetén legyen ug(D) azon indexek szamossaga,
melyekre D nem maximilis teljes részgraf G%-ben és vg(D) = 1 — ug(D) a particisfiiggvény.

Ha D teljes részgraf volt az eredeti grafban, akkor ez a tulajdonsig az 6sszefliggé komponensek-
ben is érvényesiil, de a maximalitas nem feltétleniil teljesiil. A fenti példaban vg({2}) = —1 és

{2} nem maximalis.

Definici6 2.3.1
Azt mondjuk, hogy D C Vi a G hipergraf teljes elvagé részgrafja, ha D teljes részgraf és G \ D

mér nem Gsszefiiggd.
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Lemma.

ve(D) =1, ha D maximalis teljes részgraf
va(D) =0, ha D nem maximalis teljes részgraf és nem elvago részgraf

va(D) <0, ha D elvagd részgraf.

Bizonyitas. Ha D maximalis teljes részgraf volt az eredeti grafban, akkor az Osszefiiggé kom-
ponensekhez visszaadva is megérzi ezt a tulajdonsagat, igy va(D) =1 — ug(D) =1-0=1.
Ha D nem maximaélis és nem is elvigé halmaz, azaz egyetlen komponensiink van, akkor vissza-
téve sem lesz maximalis, igy vg(D) =1— pg(D)=1-1=0.

Ha D elvago halmaz, akkor biztosan van legalabb ketts sszefiiggs komponens, igy pug(D) > 2,

vagyis vg(D) <1 -2 <0.

Allitas 2.3.1

i) Ha D # h* N k*, akkor vg(D) = vy (D) + vk (D).

ii) Ha D = h* N k*, akkor vg(D) = vy (D) + vg(D) — 1.

Bizonyitas.

l.eset: D C h*NE*

o) &)

D-t elhagyva G-b6l, H-bol és K-bol, majd vizsgalva a megmaradd Osszefliggd kompo-
nenseket, vegyiik észre, hogy HP-ben és KJD—ben a h* N Ek*\ D-t tartalmazé Gsszefliggd

komponens G-ben 6sszeolvad. Igy D-t visszarakva D pontosan akkor lesz maximalis
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teljes részgraf H-ban, amikor G-ben. Tovabbéa a h* N k* \ D-t tartalmaz6 komponens
D visszarakasa utdn nem lehet maximélis sem H-ban, sem K-ban, igy ez a komponens

i (D)-hez és px(D)-hez is hozzajarul egy elemmel, melyek G-ben &sszeolvadnak, azaz

pc(D) = pa(D) + pr (D) — 1

va(D) =1— pu(D) — pr(D) +1=vu(D) + vk (D)

2. eset: D=h*"NEk*

Ebben az esetben G-ben a h*\h*Nk* és k*\h*Nk* 6sszefliggd komponenseket h*Nk* elke-
riilése nélkiil nem lehet 6sszekdtni, igy ezek a komponensek most nem olvadhatnak ossze

G-ben, azaz D visszarakaséval ennek g (D)-ben és g (D)-ben is lesz hozadéka.Tehat:

pa(D) = pu (D) + pk (D)

v6(D) = 1 — ug (D) — (D) = vy (D) + vie(D) — L.
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3.eset: D C Fy, D ¢ Eg

réle x

Ekkor K-beli it behiizasaval nem keletkezik aj teljes részgraf sem H-ban, sem G-ben,

vagyis D elhagyasaval most a H-beli és G-beli viszonyok megegyeznek, azaz

pa(D) = pa (D).

Allitas 2.3.2

Legyen G hipergraf és jelélje D a maximalis teljes részgrafok halmazat. Ekkor

ha G felbonhaté = > vg(D) = 1.
DeD

Bizonyitas. Lattuk, hogy tetszéleges hiperélbél kiindulva konsturalhaté felbontas mindig a
legjobban belemetszd hiperélt vilasztva. Tegyiik fel, hogy H és K a G hipergraf felbontasat

adjak. Ekkor a 2.3.1. allitas alapjan

> vaD)=> ve(D)+vk(D)+vp(D)+vgD)-1=1+1-1=1.
DeD DeD
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Az eddigi konstrukcié soran olyan D C Vi részgrafokat vizsgéltunk, melyek teljesek voltak
G-ben.
Legyen most D* C Vg tetszbleges részgrafja a G hipergrafnak. Nevezziink egy G hipergrafot
szétbonthatonak egy tetszéleges D* C Vi részhalmazra nézve, ha Eq = U{G%,. : i € I} és
Vi # j esetén G N G]b* = D* [3]. Specialisan, ha D* egy teljes elvago részgraf és G, jeldli
azon Osszefiiggs kompenenseit G-nek, melyeket tigy kapunk, hogy D*-ot elhagyjuk a hipergraf-
bodl, majd a maradék Gsszefliggd kompensekhez visszaadjuk, akkor G”b* részgrafok szétbontjak
a G hipergréafot.
Ekkor minden G%,. részgrafra, melyben D* C G%,. tartozik egy v;(D*)-gal jelélt particiofiigg-
vény. Megallapodés szerint v;(D*) = 0, ha D* € GY,..
A 2.3.1 allitas altaldnosabb alakja:
Allitas 2.3.3

Legyen G hipergraf felbonthaté D* C Vg teljes elvigo részgrifra nézve és D C Vi teljes részgraf.

Ekkor
Vg(D) — )il
S v(D*)—|I|+1 D= D*.
iel

Allitas 2.3.4
Legyen G dsszefiiged hipergraf. Jelolje D a G-ben taldlhaté maximalis teljes részgrafok halmazat.

Ekkor

> ve(D) =1

D

Bizonyitas. A bizonyitas D halmaz elemszama szerinti indukciéval térténik.

Egyetlen ilyen halmaz esetén az allitas a particiéfiiggvény tulajdonsigai miatt azonnal kévetke-
zik, igy tegyiik fel, hogy |D| > 1, tovabba az indukcids feltevésiink szerint az allitas teljesiil azon
osszefiiggs hipergrafokra, melyek kevesebb, mint |D| maximalis teljes részgraffal rendelkeznek.
Ekkor vagy VD € D esetén v(D) > 0, igy a lemma szerint az allités teljesiil, vagy 3D*, melyre

v(D*) < 0. Tsmét a fenti lemmat hasznélva ez csak tgy fordulhat els, ha D* elvago részgraf.
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Hagyjuk el D*-ot a grafbél, majd a megmaradt Ssszefiiggé komponensekhez adjuk vissza. Lat-
tuk, hogy az igy keletkez6 részgrafok szétbontjak a kiindulasi grafot, igy |G;(D)| < |V(G)| esetén

az indukcios feltevés és a 2.3.3 allitas felhasznélasaval adodik, hogy

Y ve(D)= Y (Z MD)) +Y v(DY) I+ =) (Z MD)) —|I)+1 > |I|-|1]+1 = 1.

D#D* \i€l i€l iel \ D
0

A vizsgalt particiofiiggvény jelentdsége abban rejlik, hogy segitségével explicit formula adhato
a felbonthaté hipergrafokkal definialt grafikus loglinearis modell maximum likelihood becslésére.
A 2.2 bekezdésben az egyiittes eloszlasra kapott maximum likelihood becslésre vonatkozd kép-

letet és a 2.3.1. allitast Gsszevetve kapjuk a kovetkezd eredményt:

Pg(a) = ] PP (ap),
D

ahol D a maximalis teljes részgrafok halmaza. Tehat a megfelel§ marginalisokon vett becslések
és a particiofiiggvény ismeretében ]32; kiszamolhat6, tovabba ha a maximum likelihood becslés
mar ismert, akkor ebbdl kdvetkeztethetiink vg index tovabbi tulajdonsagaira.

Vegyiik azt a specialis esetet, amikor a mintaelemszam N és minden celldba egyetlen megfigyelés

esik, azaz Z(A) = 1. Felhasznalva a maximum likelihood becslésre kapott formulat:

vg(D)

Pa(@) = [Tptanye® = LTI [ [T w@) | =

D D y¢D

vg (D)
DCT\{~}

1 1
= N H H P(av)VG(D) = N Hp(a'y)
~el ~¢D ~er

A fenti Osszefliggés csak akkor lehet igaz, ha minden (a modellhez tartozo) dsszefiiggs, felbont-

hato hipergraf esetén

> ve(D)=0 VyeT.
DCT\ {7}
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A felbonthatosag miatt

> ve(D)=> va(D)+ > va(D),

D y¢D YyeD
igy

> wva(D)=1

~yeD
minden a modellt leir6 G = (Viz, ') osszefiiggs, felbonthato hipergrafra.

Osszegezve a fenti eredményt v € T' esetén

D=3 =3 |D|u(D)

vyel'veD D

egyenlGség is teljesiil.

27



3. fejezet

A hierarchikus loglinearis modell

A megfelel6 loglinearis modellhez tartozé hipergraf definidlasakor a csicshalmazt az egytél k-ig
terjed§ szamok halmazinak vélasztottuk, az élhalmazt pedig I' halmaz bizonyos részhalmazai
hataroztak meg. I' 6sszes elemének bevalasztasa helyett érdemesebb a maximaélis részhalmazok-
bél 4llo halmazrendszert tekinteni élhalmaznak, ugyanis az egymast tartalmazé halmazok koziil
a kisebb redundéns és ezzel a modszerrel is ugyanaz a loglinearis modell keriil meghatarozasra.

Lattuk, hogy minden ~ € I' részhalmazhoz tartozik egy alkalmas fliggvény, melyre

p(a):ea:p va(av) )

vyel

azonban a paraméterezés nem lesz egyértelmi, ha I" halmazra semmilyen kikotést nem tesziink.
Hogy lehet a fiiggvénykijeldlést egyértelmisiteni?

Az eredeti I' halmaz helyett tekintsiik
F={yc{l,....k}| IFel:nC7}

halmazt, azaz vilasszuk be a meglévé részhalmazok Gsszes részhalmazat. Ezzel latszolag noveljiik

a modell nem-egyértelmiiségét, ugyanis tébb fiiggvényre van sziikség, azonban megkdoveteljiik a
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kovetkez6 feltétel teljestilését

Z fr(am\ gy a5) =0
€A;

VO #7el,Vjeryés Vas ) € Ay )y esetén.

Ez azt jelenti, hogy f7 margindlisai nulldk,igy nem befolyasoljak a I' részhalmazaihoz tartozo
fliggvények altal felvett értéket. Az igy kapott modell az tgynevezett hierarchikus loglinedris
modell.

Vizsgaljuk meg azt a kérdést, hogy lehet ugyanazt az eloszlast elgallitani hierarchikus loglinearis
modell segitségével?

Célunk annak megmutatasa, hogy V¥ € T esetén léteznek olyan fig fiiggvények, melyekre

> Filas) = flay),

~el ~ver

azon feltétel mellett, hogy barmely koordinata szerint Gsszegezve az Osszeg 0.
Ehhez rogzitett v € T' részhalmaz esetén alkalmasan legyartjuk az F, 5 C v fiiggvényeket

rekurziv médon:

2. T2as) = S fld) - X Thilay)

‘ A’Y \7 ’ af—a ¥ cF

Atrendezés utan
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3.1. Maximum likelihood becslés hierarchikus modellben

Mi lesz a maximum likelihood becslés hierarchikus modellben?

A megfelels loglikelihood fiiggvény a kivetkezd alakba irhato:

Z Z(a)log p(a Z Z(a Z fy(ay)

acA acA ~vel

Hierarchikus modellt feltételezve a maximalizdlandd mennyiség:

> Z(az) f5(ay) = max :

e Zemp<2f(w>=

acA ~yel
%: fz(a)=0

a r=a ,
R bl

minden rogzitett a;, értékre, ahol az egyszertiseg kedvéeért jelolje v =7\ {i}, i €7, yeT.

A Lagrange-féle multiplikator elvet felirva rogzitett 'y/ és a,s esetén

U ZZCL'Y fr(a) — A~ Zexp fr(as) Z Ay (ay) Z!}‘;a/,az
of /() >

acA ~el acA ~el a IGA ’
vy §7€F
L 7\v =1
Ebbél:
Z(ay) — A play) — Asy(ay)=0
7//97
7\y |=1
Allitas 3.1.1
= Z(az)
Pi(am) = =2
'Y(a’Y) ’A7|

Bizonyitas.
Loeset: v =0 = N —X=0,ahol N =| A |
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2. eset: [ [=1= Z(a,)— N play)— A, =0,igy Ay =0.

Tegyiik fel, hogy rogzitett 4 € T esetén az allitas igaz.
Indukcioval megmutatjuk, hogy ekkor v C 4/, | v \ ¥ |= 1 részhalmazok mellett is fennall.

Legyen 5§ rogzitett. Ekkor

| A (a;) - AL (a5 N a'y,\;) =0.

Z(a;) -N P(ay)_ | AV/W v .5 < TV )
cy
I7\¥l=1
a’yl\?
Ebbsl
~ 1 ~ !
Ay slaz) = AL~ Z Ao\ (e 0 a'y'W)'
TN 5y
I7\7I=1
a’y’\?

Feltéve, hogy 7 = {i,j}

>\'y,7i(ai) = )\iﬂ/ és )\] o (a]) = \.

’ Y

- | A] ‘ >\i7'yl_ ‘ A] ’ )\j;y/ = 0

Tehat valoban

31



4. fejezet

Markov-hal6zatok

Ebben a fejezetben a grafikus modellek egy masik gyakori csoportjarél, az igynevezett Markov-

halozatokrol (Markov-mezskrol) lesz sz6.

4.1. Markov-tulajdonsagok

A Markov-hélézatok specidlis irdnyitatlan grafok, melyek valoszintségi valtozok egy halmazé-
nak egyiittes eloszlasat reprezentaljak. A szoban forgo graf csucsai felelnek meg a valdszintiségi

valtozdknak, az élek pedig a koztiik 1évé feltételes fiiggdségi strukturat jellemzik.

G = (V, F) iranyitatlan graf esetén vezessiik be a kovetkez6 jeloléseket:

e a € ACV esetén n(a) jelentse a szomszédainak halmazat és legyen n(A) = |J n(a)\ A.
a€cA

e bd(A)={veV\A:n(v) e A}
e cl(A)=AUbd(A)

Legyen Xy = (X4 )aecv valoszintiségi valtozok halmaza az X véges és diszkrét szorzathalma-
zon. A C V esetén legyen X 4 = (X, )aca €s az egyszertiség kedvéért minden A, B,C' C V esetén
A 1l B | C jelentse X4 és Xp valoszintiségi valtozok feltételes fliggetlenségét Xo-re nézve.

Legyen adott G = (V, E) iranyitatlan graf, melynek segitségével definialhatjuk a (X, )aecy valo-
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szintségi valtozok kozotti feltételes fliggetlenségi viszonyokat. Olyan X-en értelmezett valoszini-

ségi mértékeket tekintiink, melyek az aldbbi Markov-tulajdonsagok valamelyikével rendelkeznek:

(P) pdronkénti Markov-tulajdonsdg: V (c, ) nem-szomszédos csucspar esetén

a L gV \{a, B},

azaz minden nem szomszédos cstcspar fliggetlen az Gsszes t6bbi cstcstol.

(L) lokdlis Markov-tulajdonsdg: ¥ a € V esetén

all V\d(a) | bd(a)

V\ cl(a)

bd(a)

(G) globdlis Markov-tulajdonsdg: VA, B,C C V diszjunkt részgrafok esetén, ahol C' szeparald
részgraf

Al B|C.

Megjegyzés. C C V szeparalo részgrafja A, B C V részgrafoknak, ha minden A-ban kezd$do
és B-ben végrdds ut C' halmazon keresztiil vezet.

Allitas 4.1.1

Tetszoleges G = (V, E) irdnyitatlan graf és valoszintiségi eloszléds esetén

(G) = (L) = (P).
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Bizonyitas. A globalis Markov-tulajdonsaghol (G) kovetkezik a lokilis Markov-tulajdonség
(L), ugyanis bd(«) szeparalé részgraf a és V' \ cl(«) kozott. Mivel v és 8 nem szomszédosak, ezért
B e V\cla). Azt kell még megmutatnunk, hogy a lokalis Markov-tulajdonsaghol kivetkezik a

paronkeénti Markov-tulajdonsag. Valoban, ugyanis bd(a) U (V' \ cl(a)) \ {8}) =V \ {«, 5}.

Viella)\p

()

bd(a)
U = Wo,p}

Alkalmazzuk a kévetkez6, valoszintiségszamitasbol jol ismert allitdsokat, melyeket a szemléletes-

ség kedvéért kiilon lemmaban fogalmazunk meg.

Lemma. X,Y,Z U valoszintségi valtozok és tetszbleges X-en értelmezett h mérhets fliggvény

esetén

XUY|Z U=hX)=X1Y|(ZU)

ii)
XUY|Z U=hX)=>ULY|Z

Felhasznélva, hogy a 1L V' \ cl(«) | bd(a) és alkalmazva a fenti lemmat X = a,

Y =V \da), Z=0bd(a), U =hY)=Y\ {5} szereposztassal kapjuk kovetkezst

a L (V\ cl(@)) | (bd(e) UV \ cl(a)) \ {5},

melybél

a 1L (V\d(a) [ V\{e, 5}
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adodik. Mivel 8 € V' \ cl(a), igy

a1 g VA{a, B}
(]

A globalis Markov-tulajdonsig nagy jelentGséggel bir, ugyanis altalanos feltételt ad bizonyos
valdszintiségi valtoz6 halmazok kozotti feltételes fliggetlenség eldontésére, bonyolult grafok esetén
azonban nehéz ezt a feltételt ellenérizni. Létezik-e a globalis Markov-tulajdonsagot karakterizald
egyéb eljaras?

Definicio 4.1.1

Azt mondjuk, hogy az X alaphalmazon értelmezett P valosziniiségi mérték faktorizalhaté(F)
G = (V, E) graf felett, ha minden a C V teljes részgraf esetén létezik olyan 1), fiiggvény, amely

csak X4 valoszintségi valtozoktol fligg és melynek siirtiségtiiggvényére
f@y= ]
a teljes részgraf
teljesiil p = Qqev o X-en értelmezett szorzatmértékre nézve, tovabba a vele ekvivalens

szorzatmértékekre egyarant.

Megjegyzés
Legyen P azon loglinearis eloszléscsalad, amelyben a megfelel§ hipergrafokbol szarmaztatott

2-metszet, grafikus hipergrafot ad. Ekkor VP € P elgall a fenti alakban.

Tétel 4.1.1 (Hammersley-Clifford [1])
Egy P valészintiségi eloszlds pozitiv és folytonos f striiségfiiggvénnyel pontosan akkor globilis

Markov-tulajdonsagi egy G = (V, E) iranyitatlan grafra nézve, ha faktorizalhato G felett.

Bizonyitas.

Lattuk, hogy a globalis Markov-tulajdonsaghol kdvetkezik a paronkénti Markov-tulajdonsag.

A bizonyitas sorén elGszor belatjuk, hogy a paronkénti Markov-tulajdonsig implikalja a fakto-
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rizdlhat6sagot,majd a faktorizalhat6sagbol kovetkeztetiink a globalis Markov-tulajdonsagra.

A bizonyitashoz sziikségiink lesz a kivetkez lemmaéra:

Lemma (Mdbius-féle inverzids lemma)
Legyenek 1, ¢ : P(V) — G fluggvények, ahol V véges halmaz és G Abel-csoport. Ekkor a

kovetkezsk ekvivalensek:

Va CV:gla) = > 6(b) (4.1)
b:bCa
Va CV:igla) = > (=1)"y(b) (4.2)
b:bCa

Lemma bizonyitasa:

Behelyettesitve (4.2)-t az els6 egyenletbe:

S o) = 30 S (=Dl = ST wie) S ()M = S wie) 3T (=

b:bCa b:bCa c:cCbh c:cCb b:cCbh c:cCbh h:hCa\c

Az utolso atalakitas megtehetd, ugyanis b : ¢ C b;b C a és a \ ¢ részhalmazok halmazai meg-
egyeznek abban az értelemben, hogy ¢ C b megkdvetelése mellett a szoban forgd részhalmazok
szama 2l részére csokken, igy a lehetséges részhalmazokbol mindkét esetben 2lel=lel = 2la—c|
van, melyek szdmosséga is egyenld.

Teljesiil tovabba, hogy

> (1" =o

h:hCa\c

Va \ ¢ # () esetén, ahol a \ ¢ = () akkor lehetséges, ha a = ¢, igy

Y oWle) Y )M =g(a)

c:cCbh h:hCa\c

O

Visszatérve az allitas bizonyitasara; legyen X4 az A C V részgrathoz tartozo valdszintségi

valtozok halmaza, ahol V' a G = (V, E) irdnyitatlan graf csucshalmaza.
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Lattuk, hogy (G) = (L) = (P), ezért elegends megmutatnunk, hogy (P) = (F) és (F) = (G).
Induljunk ki a faktorizalhatosag definicidjabol, és vegyiik mindkét oldal logaritmusat. Fz meg-

tehets, mert f-rél feltettiik, hogy pozitiv.

log f(z) = Y ¢a(x),

a:aCV

ahol ¢, (x) = log 1q(x) és ¢, =0, ha a C V nem teljes.
Tegyiik fel, hogy P paronkénti Markov-tulajdonsagu és legyen x* € X tetszbleges és rogzi-
tett. Vezessiik be a

Ho(x) = log f(xa, x5e)

fliggvényt X-en.
Ekkor azt mondhatjuk, hogy rogzitett z* esetén H,(x) csak x, koordinatakon keresztiil fligg

z-t6l. A tovabbiakban definidljuk Va C V esetén

da(z) = Y (=1 Hy ()

b:bCa

kifejezést, ahol ¢, () csak x4-n keresztiil fiigg z-t61, mivel Hycsak x3-t6l fiigg és b vegigfutja a-t.

A Moébius inverzios lemma segitségével megmutatjuk, hogy

Hy(w)= Y dula).

a:aCV

(A lemma szerint ez V' minden részhalmazara teljesiil, de most elegendé a C V esetén.)

H,(z) definicijabol kovetkezik, hogy

logf(x) = Hy (z),

ezért

logf(z) = Hy(z) = Y ¢a(a).

a:aCV
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A faktorizalhatosaghoz még meg kell mutatnunk, hogy ¢,(x) =0, ha a C V' nem teljes.
Tegyiik fel, hogy «, 8 € a, ahol a és 5 nem szomszédosak, tovabba legyen ¢ = a \ {«, 8}.

Ekkor

da(2)= Y (D) VH@)= Y () Hy(e) =

b:bCa b:bC (cU{a,B})

= > (DN (@) + D (=) By () +

b:bCc b:bCc
+ Z( 1)\a\bu{5}|Hbu{ﬁ}(x) + Z (_1)Ia\(bU{aﬁ})|Hbu{aﬁ}( ) =
b:bCc b:bCc
=Y ()" H @) = Y ()N Hy oy () -
b:bCc b:bCc
= (D) gy () + > (=D H g 5y (2) =
b:bCe b:bCec

= (1N Hy(z) — Hyopay (=) — Hyogsy (2) + Hyopa sy (2))-

Ha sikeriil megmutatni, hogy Hp(x) — Hyygay(7) — Hyugpy (%) + Hyuga,py(7) = 0, akkor készen
vagyunk.
Legyen d = V' \ {«, 5}.A pozitivitast és folytonossagot kihasznélva kapjuk, hogy

f(xba LTa,XB, l’:} b)
Hista,) (@) = Huuga (@) = log AL

Thy Lay SUE, x;\b)

f(l’a ‘ xﬁa xb7x2\b)f(m57xbv'x2\b) l f(xa ’ xbam:;\b)f('rﬂvxb; x;\b)

f(za | Tgs xb,xd\b)f($5,$b,xd\b) f(za | xb,l‘d\b)f(xﬂ,xb, xd\b)

f(f& | Lp, $2\b)f(xﬂa Ty, x;\b) _ logf(xbv L3, l'j;, x:;\b)

= lOg * * * % * ok
f(SUZ | xbaxd\b)f(xgal‘baxd\b) f(mb7$a7$57xd\b)

= Hyy(py(x) — Hy().

Végezetiil belatjuk, hogy (F) = (G).
Legyenek A, B, S C V diszjunkt részgrafok, melyekre teljesiil, hogy S szeparalo részgraf A és

B kozott, tovabba jeldlje Aa G\ 5 azon Osszefliggd komponensét, melyek tartalmaznak A-bol
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csucsot, azaz

A= U [O‘]V\&

a€cA

ahol [a]y\g V '\ S azon komponense, amely A-t tartalmazza.

Vezessiik be B =V \ (AU S) halmazt. Ekkor B € B.

Mivel S az A és B részgrafok szeparald részgréfja,tovibbd A-nak és B-nek a Gy g kiilonbozs
Osszefiiggs komponenseiben van kézos elemiik, ezért G graf maximaélis teljes részgrafjai csak
AU S wvagy BU S részgrafjai lehetnek. Ellenkezs esetben S kikeriilésével is eljuthatnank A-bol
B-ba, de ez S részgraf tulajdonsaga miatt nem lehetséges.

Jeldlje C a maximalis teljes részgrafok halmazat G-ben. Ekkor:
C=CaUCp,

ahol C4 az A U S maximalis teljes részgrafjait jeloli és Cp = B U S. Abbanaz esetben, ha
S maximalis teljes részgraf lenne, akkor tetszélegesen eldontjiik, hogy melyikbe rakjuk bele.

Kihasznélva a faktorizalhatosagot, ekkor a kdvetkezst irhatjuk:

f(z) = H¢C($) = H de() H be(x) = bz z,9)k(7 5ug)
ceC ceCp CEC\CA
alkalmas h és k mérhets fiiggvények esetén. Ebb6] azonban kivetkezik, hogy A 1L B | S, igy

Al B|S,

ami éppen a globalis Markov-tulajdonsag.
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4.2. Markov-mezdk a képfeldolgozasban

A képszegmentalas a képfeldolgozas egyik legfontosabb alapproblémaéja, mely a hasonl6 tulaj-
donsagn pixelek homogén teriiletekbe torténdé csoportositasaval foglalkozik. A probléma igazi
nehézsége abban rejlik, hogy maga a szegmentalasi folyamat fiigg a képrél meglévs elGzetes
ismereteinktdl is. Masra vagyunk kivancsiak példaul egy meteoroldgiai miholdfelvétel és egy
megfigyel6rendszer kamerdjabol érkezd kép szegmentélasa sordan. Ezért a gyakorlati alkalmazas
soran el6térbe keriilnek azok a megoldasok, amelyekben lehet&ségiink van ezeknek az el6ze-
tes informaciok kodolasara. Ilyen tulajdonsigokkal rendelkeznek a Markov mezdket alkalmazo
képmodellek, amelyek egy véletlen mezd segitségével irjak le a bemeneti kép és a szegmentalt
kép kozotti Osszefiiggést. A képszegmentalds kimagasléan nagy jelentGséggel bir MRI-felvételek
kiértékelése soran, ugyanis lehetséget biztosit az esetleges elvaltozasok felismerésére és elkiilo-
nitésére. Az egyik legkritikusabb teriilet az agydaganatok azonositdsa, melyek a legkiilonbéz6bb
alaki és szovettani tulajdonsagokkal rendelkeznek, megnehezitve az egészséges agyteriiletektdl
valé elkiilonitést.

Az azonositas soran voxelenként (haromdimenzios kép legkisebb megkiilonboztethets egysége)
vizsgéaljak a sziirkedlloményban 16v§ eltéréseket. Elsgként a szdvettipusok szegmentécidjaval fog-
lalkoznak, vagyis az agy kiilonbo6z6 részeinek szovettipusok mentén vald szétvéilasztasaval, mely-
nek soran az agyi (GM-grey matter, W M-white matter) és nem-agyi (C'SF-agy-gerincvelsi
folyadék) szoveteket csoportositjak és kategoridkba soroljék. Ehhez az MRI-felvételen lathato
agyteriiletek intenzitasait hasznaljak, mellyel feltérképezik az esetleges elvaltozasokat. A szeg-
mentalas f6 feladata, hogy a felvételeket megfelelGen particionaljak az elére meghatarozott kri-
tériumok alapjan. A Markov-mezdk segitségével kihasznalhatd, hogy a tapasztalatok szerint a
térben szomszédos agyteriileteknek megfeleld voxelek homogenitast mutatnak, vagyis az egyes
voxelek ugyanazon kategoridhoz tartoznak, mint a kérnyezetiikben 1év§ szomszédos voxelek. Te-

hat az egyes voxelek kategoridja csak az Sket koriilvevs szomszédosak kategoriajatol fiigg.
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White matter

B Gray matter

Cerebrospinal
fluid

Jelolje s = s; = (Siz, Siy, Siz) @ =1,...,m az adott felvétel voxeleit, ahol m a voxelek szama
és legyen S a voxelek halmaza. Legyen N; az s; voxel szomszédait tartalmazé halmaz. Minden vo-
xelhez tartozik egy f = {fi:i=1,...,m} megfigyelésvektor, amely a megfigyelt intenzitasokat
tartalmazza. Adott tovabba Q = {1,..., K} a szbvet osztalyainak halmaza, melyet anatoémiai
ismeretekre tdmaszkodva hataroznak meg. Minden voxelhez tarozik egy kijeldlt osztily, jeldlje
w; az s;-nek megfelel6t és legyen w = {w; € Q : i = 1,...,m}. Az els6 feladat egy olyan @
megtalalasa, amely maximalizalja a P(w | X) valoszintiséget, azaz egy olyan osztaly keresése,

amely leg'obban kozeliti a megﬁgyele’ seket:
0 = ar P f
w argmax ((,L) ‘ )

Ez az tgynevezett maximum a posterioiri (MAP) becslés. Altalaban minden w € € osz-
talyt normélis eloszlas segitségével reprezentilnak, melynek paramétereit a tapasztalati adatok

alapjan becslik

1
Mw—‘sw‘z.fs

SESw

02 = o S (f — )’

| Sw | SES,
ahol S, jeldli azon voxeleket, melyek a w osztaly egy kivalasztott részhalmazaban szerepelnek,
vagy a felvétel alapjan késziilt hisztogramrol leolvasott adatok alapjan szamoljak. Ezt az eljarast

gyakran FGMM (Finite Gaussian Mizture Model) modellként emlegetik, amely nem hasznélja
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ki a voxelek térbeli elhelyezkedését, igy gyakran a koponyaiireg egyes részeit is agyi szovetekként
osztalyozza. Ennek kikiiszébolésében segit a Markov-mez6k alkalmazasa. Ahhoz, hogy Markov-

mez6t definidljunk, két tulajdonsagnak kell teljestilnie
I.Vwe: P(X=w)>0
2. P(w; | WS—{z’}) = P(w; | wn;)

A masodik tulajdonsag szerint tehat elegendd a voxelek lokalis tulajdonsigait vizsgalni.

A tovabbiakban sziikség lesz a kévetkezd definiciora:

Definici6 4.2.1

Legyen adott G graf, melynek csiicshalmaza valoszintségi valtozéokat, élhalmaza pedig a kdzottiik
1év6 kapcsolatokat reprezentalja. Jeldle C' a graf maximaélis teljes részgrafjait, réviden klikkjeit.
Az X ={Xy,...,X,} valosziniiségi valtozok egyiittes eloszlasa Gibbs-eloszldas a G graf felett,

ha

ahol ¢;(c;) az ugynevezett klikk-potencial, melynek értéke csak az i-edik klikkbe tartozo

valoszintiségi valtozok értékeitdl fiigg, tovabba Z = 3. [] ¢i(c;i) normalizalé konstans, amely
T c;eC

biztositja, hogy valésziniiségi eloszlast kapjunk. Ekkor azt mondjuk, hogy X Gibbs-mezdt alkot

a megfeleld alaphalmazon.

A klikk-potencial esetiinkben mindig pozitiv és gyakran a kovetkezs alakot 6lti:

bi(ci) = exp(=V (i),

ahol V' a ¢;-t81 fiiggs energiafiiggvény. Ebben az esetben

P(X) = eap |~ 3 V(e
c,eC
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Mi a kapesolat a Gibbs-eloszlas és a Markov-mezdk kézott? A Hammersley-Clifford tétel egy
masik alakja szerint( [2]):

Tétel 4.2.1

P val6szintiségi eloszlas Gibbs-eloszlas pontosan akkor, ha a hozzatartozé valoészintségi valtozok

Markov-mezdt definidlnak.

Visszatérve a képszegmentélasi feladatra, a fenti tétel szerint

Pwl|f)= % exp (—U(w)) = %exp ( Z%(w)) ,

ceC

ahol C' C S klikkek halmaza, amelyben barmely két voxel szomszédos. Egy n voxelbél all6 klikket
n-edrendd klikknek hivunk, ezek halmazat jelolje C,,, az &sszes klikk halmaza pedig legyen
C=C1UCyU...UC,. Megjegyezziik, hogy a képszegmentalas soran &altalaban elegendd az
egy-vagy kételem klikkek halmazat vizsgalni. Minden klikkhez tartozik egy, az w osztalyozasnak

megfelels V.(w) klikkpotenciél, melynek segitségével definialhaté az energiafiiggvény:

Uw)=> Velw) =Y Vo (wi)+ D Vo, (wi,wy)

ceC i€Cy (i,7)€Cs
Ekkor a feladat a kévetké modon fogalmazhaté at

o= P = in U (w).
w=argmax P(w | f)=argminU(w)

A problémat tehat a Markov-mez6k segitségével visszavezettiilk egy nem-konvex energiafiigg-
vény minimalizaldsira, melynek szamos lok4lis minimuma van, igy megoldasa nehéz, de lokalis

optimumok keresésére alkalmas iterativ optimalizalasi algoritmusokkal kiszamolhato ( [7]).
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Az alabbi abra egy képszegmentélasi eljaras eredményét szemlélteti. Az els6 sorban az agyrol
késziilt MRI felvételek lathatoak az eltérd spin-racs és a spin-spin relaxacios idGket figyelembe
véve, melyeket valtoztatva az MRI-felvétel kontrasztja mesterségesen befolyasolhato. Az elsé két
oszlop mutatja a tumor szegmenticiéjat a Markov-mezéket alkalmazé modszer segitségével, a
harmadik oszlopban a kezdeti megfigyelésekbdl szarmazo feltételezett daganat lathatd, mig az

utols6 oszlop a szegmentalési eljaras és a feltételezés kozotti differenciat demonstralja.
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