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1. Bevezetés

Napjainkban a gépi tanulást és azon belül a mély tanulást használó eljárá-
sok olyan alkalmazásokban is előfordulnak, ahol eddig nem voltak jelen. Ahogy
a technológia fejlődik, egyre nagyobb teret nyernek maguknak ezek a módsze-
rek. Emellett azt is tapasztaljuk, hogy minél több adatból szereznek ismereteket a
modellek, annál jobb eredményeket képesek elérni, ami rendkívül hasznos tulaj-
donságnak számít, mivel az információ mennyisége az idő múlásával egyre csak
nő.

A gépi tanulás megítélése jelenleg is nagy ellentéteket szül, de érdemes ki-
emelni, hogy eddig sok területen segíti és könnyíti az emberek életét. Rengeteg
olyan alkalmazás van, ami a hátrányos helyzetű személyeket próbálja támogat-
ni, ilyen például a kerekesszék szemmel való irányítása [31] vagy felirat készítés
a jelnyelvhez [38]. Azonban számos olyan is létezik, amelyeket szinte minden-
ki használ a hétköznapi élete során: levélszemét szűrőket [42, 18], arcfelismerőt
fénykép készítésnél [36] vagy akár az ajánlórendszereket [44]. Sok törekvés van
például arra is, hogy valós idejű fordító programot tudjunk készíteni, hogy ez-
által áthidaljuk a nyelvi akadályokat a különböző kultúrák között. Véleményem
szerint az egyik célja a gépi tanulásnak az is, hogy ne nekünk kelljen a „gépek
nyelvére” lefordítani, hogy milyen feladatot várunk el tőle, hanem ő értse meg a
mi szavainkat.

A gépi tanulásnak egy fontos kutatási és felhasználási területe a természetes
nyelvfeldolgozás. Nem véletlenül van kiemelt szerepe, hiszen a nyelv az elsőd-
leges kifejezési formánk, legtöbbször a nyelv használatával adjuk mások tudtá-
ra, amit közölni szeretnénk. A nyelvi modellezést többféle szempontból is vizs-
gálhatjuk. Elemezhetjük szemantika vagy szintaktikai szemszögből is, de akár
modellezhetjük feladatok alapján is, amiket meg szeretnénk oldani. A nyelvfel-
dolgozás egyik nehézsége, hogy végtelen sok különböző mondatot alkothatunk.
A nyelvi gazdagság miatt a szabályalapú megközelítések erősen korlátozottak
és ebből adódóan is érdemes a nyelvekből gépi tanulási módszerekkel igyekezni
kinyerni a szükséges kapcsolatokat.

A szakdolgozatban először egy rövid áttekintést nyújtunk a gépi tanulási mód-
szerekről, különleges tekintettel a mély tanulási eljárásokra. Ez a felvezetés szük-
séges ahhoz, hogy jobban megértsük a később taglalt nyelvi modellezési felada-
tok működését. Végül egy szemléletes és érdekes feladattal igyekszünk az olva-
sónak figyelmét felkelteni a témakör nyújtotta lehetőségekre.
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2. Gépi tanulás és mély tanulás

Jelen fejezetben a gépi tanulást (machine learning) és azon belül a mélytanulást
(deep learning) mutatjuk be, annak érdekében, hogy a később tárgyalt modellek
működéséről átfogó képet kapjunk. A fogalmak ismertetése Goodfellow, Bengio
és Courville Deep learning című könyve alapján kerülnek bemutatásra [11].

2.1. Gépi tanulás

A gépi tanulás tekinthető az alkalmazott statisztika egy olyan formájának, ami
számítógépek használatával szeretne statisztikai becsléseket adni bonyolult prob-
lémákra. A tanulás során azt szeretnénk, ha a számítógép képes lenne a megadott
adatokból helyes információkat visszaadni a kitűzött feladatra a megszerzett ta-
pasztalatai alapján. Pontosabban Mitchell definíciója szerint [27]: „Azt mondjuk,
hogy egy számítógépes program tanul E tapasztalatból a T feladatok osztályá-
ra nézve P teljesítménnyel, ha a teljesítménye a T-beli feladatokon P-ben mérve
javul az E tapasztalat megszerzésével.”

A gépi tanulás feladatai tipikusan azok, amelyek túl bonyolultak ahhoz, hogy
ember által létrehozott szabályalapú programokkal megoldhatóak legyenek. Úgy
is tekinthetjük, hogy olyan feladatokat is szeretnénk gépekkel elvégeztetni, ame-
lyekről nem tudjuk, hogy hogyan oldhatóak meg. A feladatokat általában fázi-
sokban írják le, ahol egy fázisban kiderül, hogy hogyan kellene egy példát fel-
dolgozni gépi tanulási algoritmussal. Részletesebben kifejtve, egy példa sajátos-
ságok (features) egy gyűjteménye, amelyeket mennyiségileg mérünk egy tárgyról
vagy eseményről, és ezt szeretnénk gépi tanulási rendszerrel feldolgozni. Példá-
ul, ha a feladat, hogy szeretnénk arcfelismerésre megtanítani egy gépet, akkor
példának tekintünk egy képet, és a sajátossága lehet egy pixelének az értékei.
A tanulás során a pixelek tulajdonságait használjuk fel ahhoz, hogy a kép megfe-
lelő részeit be tudjuk azonosítani.

Mivel szeretnénk kiértékelni, hogy a gépi tanulási algoritmusoknak milyen
a teljesítménye, szükségünk van hozzá egy mennyiségi mértékre. Általában ez
a P teljesítményi mérték függ a rendszer által elvégzett T feladattól is. Például
a klasszifikációnál gyakran pontosságot (accuracy) használunk arra, hogy meg-
mérjük mennyire jó a modellünk, azaz a helyes eredményt adó adatok arányát
tekintjük. Azonban tekinthetjük a hibaarányt is (error rate), ami a rosszul megbe-
csült adatok hányadát nézi.

Aszerint, hogy milyen tapasztalatok megengedettek a tanulás során két nagy
csoportba is sorolhatjuk a gépi tanulási algoritmusokat: felügyelt és felügyelet
nélküli tanulásra. A felügyelt tanulás esetén minden példát egy címkével vagy
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céltárggyal szeretnénk társítani, azaz ezekben az esetekben ismert a helyes ered-
mény, amit elvárunk a folyamat kimeneteként. Az elvárt értéket szokás célként
vagy célkimenetként is nevezni, és a tanulás során a kapott kimenet és a célkime-
net közötti különbség minimalizálása a cél. A klasszifikáció is a felügyelt tanu-
lás közé tartozik, előre meghatározott diszkrét kategóriákba szeretnénk osztani a
példákat. A felügyelet nélküli algoritmus a hasznos tulajdonságait próbálja meg-
tanulni az adott adathalmaz struktúrájának. A modell eredményének sikeressé-
gét gyakran egy kapcsolódó költségfüggvény segítségével mérik, aszerint, hogy
ezt mennyire képes az eljárás csökkenteni vagy növelni. Ilyen például a klasz-
terezés, ami az adatokat különböző csoportokba osztja az osztályozandó pontok
hasonlósága szerint.

A felügyelet nélküli tanulásra úgy is tekinthetünk, hogy megfigyeli számos
példáját egy x vektornak és megpróbálja megtanulni a p(x) valószínűségi elosz-
lását vagy valamilyen számunkra érdekes tulajdonságát ennek az eloszlásnak.
Ezzel szemben a felügyelt tanulás a véletlen x vektor példái mellett egy hoz-
zá tartozó y értéket is megfigyel és megpróbálja megjósolni y-t x-ből, általában
a p(y | x) meghatározásával. Tehát a felügyelt esetben y előre meg van mond-
va a gépi tanulási rendszernek egyfajta útmutatásképp, és arra vonatkozóan kell
tanulnia. Fontos megjegyezni, hogy nem élesen elválasztható a két fogalom egy-
mástól, rengeteg algoritmus megoldható mindkét módszerrel. Ha tekintjük
a p(y | x) felügyelt tanulási problémát, könnyen átalakíthatjuk felügyelet nél-
külivé:

p(y | x) =
p(x, y)

∑
y′

p(x, y′)
.

Azonban egy felügyelet nélküli feladat is sokszor átfogalmazható felügyelt taní-
tásúvá, például, ha x ∈ Rn és használjuk a láncszabályt:

p(x) =
n

∏
i=1

p(xi | x1, . . . , xi−1) .

2.2. Mély tanulás

A mély tanulási módszerek a gépi tanulási eljárások közé tartoznak. Mióta a
kétezres években megjelent ez az új területe a tanulásnak, ezen technológia fejlő-
désével többféle definíció is megfogalmazódott róla. Tekinthetünk úgy rá, mint a
gépi tanulás egy olyan osztálya, amely nemlineáris információ feldolgozást hasz-
nál több rétegen keresztül – felügyelt vagy felügyelet nélküli módon – sajátos-
ságok kiértékelésére, transzformációkra, minta felismerésre és klasszifikációra.
Azt is mondhatjuk, hogy olyan algoritmusok amik több, különböző absztrakciós
szintnek megfelelően próbálnak tanulni. Két fontos tényezőt érdemes kiemelni,
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ha a mély tanulási eljárásokról beszélünk, hogy a modellek több rétegű – innen
ered a mély elnevezés – nemlineáris információ feldolgozó módszerből állnak,
illetve a sajátosságok reprezentációjához egymás után egyre absztraktabb réte-
geket használnak. Ezeknek a statisztikai modelleknek a magasabb szintjei ala-
csonyabb szintű elgondolásokból állnak elő, ám az alacsony szintű megoldások
általában nem csak egyfajta magasabb szintű fogalom meghatározására képes,
hanem többfélére is. A manapság leginkább használt mély tanulási modellek
alapjai a neurális hálózatok (neural network), ezért először rövid áttekintést nyúj-
tunk róluk, majd láthatunk néhány speciális hálózat típust is [8].

Egy neurális hálózat egy erőteljesen párhuzamosan elosztott processzor, amely
egyszerű feldolgozó egységekből épül fel, amelyeknek természetes hajlamuk a
tapasztalatokból szerzett tudás tárolása és hozzáférhetővé tétele. A neurális há-
lózatokat a biológiai idegrendszer működéséről mintázták és két szempontból
hasonlítanak az agyra:

• a tudást a hálózat tanulás során a környezetből szerzi meg,

• a súlyok tárolják a megszerzett tudást.

Más szavakkal élve a mesterséges neurális hálózatok az emberi agy model-
lezési fajtái, ahol a feldolgozó egységekre neuronokként tekintünk. Egy neuron
modellezésénél a következő három elem fontos szerepet játszik:

1. A szinapszisok vagy összekötő láncok egy halmaza. Ezeknek mindegyiké-
hez tartozik egy-egy súly. Formálisabban, ha a j összekötő lánc bemenete
az xj jel, és a lánc a k neuronhoz kapcsolódik, akkor a jel a wkj súllyal lesz
megszorozva. Az agytól eltérően itt a súlyok lehetnek negatív értékek is.

2. Egy összeadó, ami összegzi a bemeneti jeleket a megfelelő súlyokkal, azaz
vesz egy lineáris kombinációt.

x1

x2

...
xm

wk1

wk2

...
wkm

bk

∑ φ(·) yk

1. ábra. Neuron modell
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3. Egy aktivációs függvény, amely a kimenet nemlinearitását tudja adni....

A neurális modellek gyakran tartalmaznak egy torzítást/eltolásértéket (bias)
is, jelöljük ezt most bk-val. Az eltolásérték az aktivációs függvény bemeneti érté-
két befolyásolja. Most formálisan is leírjuk a modellt és az 1. ábrával szemléltet-
jük:

uk =
m

∑
j=1

wkjxj

yk = φ(uk + bk)

A fenti egyenletekben x1, . . . , xm a bemeneti jelek, wk1, . . . , wkm a hozzájuk tartozó
súlyai a k neuronnak, uk a lineáris kombináció kimenete a bemenetre vonatkozó-
an, bk az eltolásérték, φ(·) az aktivációs függvény és yk a neuron kimeneti jele
[16].

2.2.1. Egyrétegű előrecsatolt neurális hálózat

Bemeneti
réteg

Kimeneti
réteg

2. ábra

A neuron modell után, megjelen-
tek a továbbfejlesztett algoritmusok,
amelyek arra épülnek, hogy több ré-
tegbe rendeznek neuronokat és ezeket
összekapcsolják. A legegyszerűbb ré-
tegezett neurális hálózat az egyrétegű
előrecsatolt hálózat (single-layer feedfor-
ward network), amiben van egy beme-
neti rétege (input layer) a forrás csú-
csoknak és ezek közvetlenül kapcso-
lódnak a kimeneti (output) réteg neu-
ronjaihoz. Azonban a kimeneti réteg
csúcsai nem csatlakoznak a bemeneti

réteghez (lásd a 2. ábrát), emiatt hívjuk előrecsatolt hálózatnak. A bemeneti csú-
csokon nem végzünk számításokat, ezért ezt a réteget nem vesszük figyelembe
a hálózat névadását illetően, így egyrétegű hálónak nevezzük ezt a modellt.

2.2.2. Többrétegű előrecsatolt neurális hálózat

A többrétegű (multilayer) előrecsatolt hálózat (3a. ábra) abban különbözik
az egyrétegűtől, hogy a bemeneti és kimeneti rétegen kívül tartalmaz még egy
vagy több rejtett (hidden) réteget. Ezekben a rejtett rétegekben is számítási csúcsok
vannak, és rejtett neuronokként vagy rejtett egységekként hivatkozunk rájuk.
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A rejtett elnevezés onnan ered, hogy a hálózat ezen részeit nem látjuk közvetlenül
a tanulás során. A rejtett rétegek hozzáadásával a hálózat képes lehet magasabb
rendű statisztikákat kinyerni a bemenetből. Tekinthetünk rá úgy, hogy a háló glo-
bálisabb képet nyer az adatokról a több kapcsolat miatt. A hálózatban a bemeneti
réteg csúcsai az első rejtett réteg megfelelő neuronjaihoz kapcsolódnak, míg a rej-
tett réteg neuronjai mindig a következő rejtett réteghez kapcsolódnak. Legvégül
az utolsó rejtett réteg a kimeneti réteghez kapcsolódik. A kimeneti rétegből szár-
mazó kimeneti jeleket tekintjük a hálózat válaszának a bemenetre vonatkozóan.

Bemeneti
réteg

Rejtett
réteg

Kimeneti
réteg

(a) Többrétegű előrecsatolt neurális hálózat

Bemeneti
réteg

Rejtett
réteg

Kimeneti
réteg

(b) Visszacsatolt neurális hálózat

2.2.3. Visszacsatolt neurális hálózatok

A visszacsatolt (recurrent) hálózat abban tér el az előrecsatolt társától, hogy
van benne visszacsatolt hurok, azaz van olyan kapcsolat a hálóban, ami egy ké-
sőbbi rétegből egy korábbiba vezet. Ezeket a visszacsatolásokat egyfajta memóri-
aként használja a hálózat a tanítás során. Ha több tanítási fázis van, akkor például
a t-edik fázisban felhasználhatjuk a t− 1-edikben kiszámított információinkat.

2.2.4. Konvolúciós neurális hálózatok

A konvolúciós neurális hálózatok (convolutional neural networks) olyan neurá-
lis hálózatok, amelyeket képeken való mintafelismeréshez fejlesztették ki. A mo-
tiváció a modell mögött, hogy a korábbi eljárásokkal nagyon sok neuronra volt
szükség már az első rejtett rétegben, ha a bemeneti réteg egységeiként a kép pixe-
leit képzeljük el. Egyszerűen a rétegek számának növelésével nem lehet áthidalni
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a nagy dimenzió problémáját. Ennek az egyik oka a korlátozott számítási képes-
ség, hiszen minél összetettebb egy hálózat, a tanítás is annál költségesebb lesz. A
másik ok a túltanulás (overfitting), amikor ahelyett, hogy az általános összefüggé-
seket tanulna meg a modell, a minta egyedi sajátosságait jegyzi meg [21, 29].

A konvolúciós hálókban az egy rétegben levő neuronok három dimenzióba
vannak rendezve, és ha a képekre gondolunk, az első kettő a geometriára vo-
natkozik (szélesség, magasság), a harmadik a mélység, alapvetően ebből nyerjük
majd ki a sajátosságokat . Emellett jellemző ezekre a hálózatokra, hogy egy adott
rétegben levő neuronok, csak a megelőző rétegbeli neuronok egy részéhez kap-
csolódnak. Ha például van egy 28 pixel széles és 28 pixel magas színes képünk,
akkor a bemenet 28 × 28 × 3 dimenziós lesz, ahol a mélység tengelyén a pixe-
lek sajátosságait szeretnénk kinyerni és mivel színes képről van szó egy pixel
megjelenése jól leírható a piros, zöld és kék színhármassal, emiatt lesz a három a
mélység értéke. A kimenet 1× 1× n-es lesz, ahol n jelölheti az osztályok számát,
amikbe a képeket be szeretnénk kategorizálni. A konvolúciós hálók háromféle
rétegből állnak:

• konvolúciós réteg: itt tanítható magokat vagy más néven szűrőket (kernel)
használunk. Ezek a magok általában alacsony térbeli dimenzióval rendel-
keznek, de megőrzik a bemenet mélységének dimenzióját. A tanítás során

0 1 1 1 0 0 0
0 0 1 1 1 0 0
0 0 0 1 1 1 0
0 0 0 1 1 0 0
0 0 1 1 0 0 0
0 1 1 0 0 0 0
1 1 0 0 0 0 0

∗
1 0 1
0 1 0
1 0 1

=

1 4 3 4 1
1 2 4 3 3
1 2 3 4 1
1 3 3 1 1
3 3 1 1 0

1 0 1
0 1 0
1 0 1

4. ábra. Konvolúció1

ebben a rétegben minden szűrőt – lásd a 2. mátrixot a 4. ábrán – végig-
csúsztatunk a bemeneten – 1. mátrix a 4. ábrán – széltében és hosszában
is és kiszámoljuk a skaláris szorzatokat a szűrő elemei és a bemenet pontjai
között. Ennek eredményeképpen létrejön egy-egy 2 dimenziós aktivációs
térkép – 4. ábra 3. mátrixa –. Három hiperparamétert is meg kell adnunk
ennél a rétegnél. Az első a szűrők száma, ugyanis ez megegyezik a réteg
kimenetének a mélységével. A következő a lépésköz, hogy hány egységgel

1Az ábra a következő oldal alapján készült:
https://cambridgespark.com/content/tutorials/convolutional-neural-networks-with-keras/
index.html
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csúsztatjuk odébb a szűrőt a konvolúció során – ennek értéke általában 1
szokott lenni –. A harmadik paraméter a nulla-feltöltés (zero-padding), ami
azt határozza meg, hogy a bemeneti mintát hány réteg nulla értékű mezővel
határoljuk körül (lásd az 5. ábrát). A bővítés lényege, hogy ezzel szabályoz-
ni tudjuk a kimenet dimenzióját (a szélességet és a magasságot), így akár
a bemenettel megegyező dimenziós értéket kaphatunk.

0 0 0 0 0 0 0 0 0
0 0 0 0 0 0 0 0 0
0 0 1 0 1 0 1 0 0
0 0 1 0 1 1 1 0 0
0 0 0 1 0 1 0 0 0
0 0 1 0 1 0 1 0 0
0 0 1 0 1 1 1 0 0
0 0 0 0 0 0 0 0 0
0 0 0 0 0 0 0 0 0

5. ábra. Nulla-feltöltés

• összevonó (pooling) réteg: a célja a dimenziócsökkentés, aminek hatására
a számítási összetettség kisebb lesz és a túltanulást is korlátozza. Az eljá-
rás, hogy egy ablakkal (ami általában egy 2× 2-es mátrix) végigmegyünk
az aktivációs térképen, és vesszük az elemek maximumát, vagy az átlagát.
Általában 2-es lépésközzel haladunk. Minden aktivációs térképre külön
hajtjuk végre.

2 1 1 0
3 5 3 5
2 8 0 2
4 3 1 0

5 5
8 2

6. ábra. Maximum összevonó

• teljesen összekötött (fully-connected) réteg: ezen a szinten az összes neuron
közvetlenül kapcsolódik a két szomszédos réteg összes neuronjához, de ré-
tegen belül nincsenek összeköttetésben.
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3. Nyelvi modellezés

A természetes nyelvfeldolgozás (natural language processing) mindennapjaink
során is fontos szerepet tölt be. Vannak például olyan eljárások, amelyek a he-
lyesírásunkat ellenőrzik, ezek segítségünkre lehetnek levélírás során is. Emellett
az automatikus kiegészítő eljárások is meggyorsíthatják a rutin teendőinket. Pél-
dául amikor internetes keresőrendszert használunk, gyakran nem kell kiírnunk
a teljes kifejezést, a szolgáltatás már egy-két szó után felajánl lehetőségeket, hogy
miről listázzon nekünk találatokat. Az üzeneteink írását is segíthetik ezek az eljá-
rások, amik pár karakter beírása után kiegészítik a leírni kívánt szavainkat vagy
kijavítják a tévesen bevitt szövegünket. Mivel még rengeteg felhasználási terü-
lete van a nyelvfeldolgozásnak, ezért a dolgozatban nem térünk ki az összesre,
ámbár ismertetünk néhány eljárást ebben a fejezetben, amelyek mély tanuláson
alapulnak.

3.1. Szöveg klasszifikáció

A szöveg klasszifikáció lényege, hogy a vizsgált dokumentumhoz hozzáren-
deljen egy címkét, ezzel besorolva őt egy adott témába. A kategóriák, amikbe
besorolható a szöveg, előre meg vannak adva. Az alább felsorolt feladatok is
ebbe a csoportba tartoznak.

• Érzelem elemzés (sentiment analysis): a folyamat során azt szeretnénk el-
döntetni, hogy a vizsgált szöveg negatív vagy pozitív hangvételű; esetleg
egy kicsit finomabb skálán próbáljuk meg eldönteni, hogy milyen hangula-
tú a vizsgált bemenet. Gyakran használják ezt a módszert termékek értéke-
lésének elemzésekor, vagy akár filmekről írt vélemények besorolására.

• Levélszemét szűrés: érdemes említést tenni a spam szűrő rendszerekről
(spam detection) is, hiszen ez az eljárás fontos szerepet tölt be abban, hogy
az egyszerű felhasználók ne essenek áldozatul hamis üzeneteknek. Emel-
lett pedig kellemesebbé is teszi a levelező rendszerek használatát, hiszen
sok nem kívánatos, érdektelen üzenetet szelektál ki, így hatékonyabbá teszi
a fontos információkhoz való hozzáférést.

• Nyelv felismerés: Meghatározza, hogy milyen nyelvhez tartozik a doku-
mentum. Olyankor lehet fontos, ha meg szeretnénk érteni egy külföldi iro-
dalmat, de nem tudjuk, hogy milyen eredetű.

• Műfaj felismerés: A dokumentumokat klasszifikálja műfajok szerint.
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A szöveg klasszifikáció során gyakran alkalmaznak konvolúciós neurális háló-
kat [41, 22, 19, 20], ezért most példaként röviden bemutatjuk Yoon Kim mon-
dat klasszifikációs modelljét [22]. Ez az eljárás olyan konvolúciós hálózatokat
használ, melynek bemenetei szóvektorok. Ezeket a szóvektorokat egy másik
nyelvi modellből veszi, amikről részletesebben beszélünk a 4. fejezetben. Je-
lölje xi ∈ Rk a mondat i-edik szavához tartozó k dimenziós szóvektort, amit
a másik nyelvi modellből nyerünk ki. Ekkor egy n hosszú mondat a követ-
kezőképpen írható le formálisan: x1:n = x1 ⊕ x2 ⊕ . . . ⊕ xn, ahol ⊕ az össze-
fűzés (concatenation) műveletét jelöli. Bevezetünk egy általánosabb jelölést is:
xi:i+j = xi ⊕ xi+1 ⊕ . . .⊕ xi+j, ami egymás utáni j szó összekapcsolását adja meg.
A konvolúciós rétegben egy w ∈ Rh×k szűrőt használunk, amely h szóra alkal-
mazva eredményez egy új sajátosság vektort. Tehát, ha az xi:i+h−1 szavakra alkal-
maztuk a szűrőt, akkor a ci = f (w · xi+h−1 + b)-t kapjuk, ahol b az eltolásértéket
jelöli és f egy nemlineáris függvény. A szűrőt végigcsúsztatva a mondat szavain
kinyerjük a c = [c1, c2, . . . , cn−h+1] aktivációs térképet. Az összevonó rétegben
max-overtime [7] függvényt használunk, ami megadja a legnagyobb értékű, azaz
a legfontosabb sajátosság vektort az aktivációs térképre vonatkozóan: c̃ = max c.
Ennek az összevonó technikának nem okoz gondot, hogy változó hosszúságú
mondataink vannak. A modellben több különböző szűrőt is használnak, elté-
rő ablak méretekkel, hogy ezáltal többféle sajátosságot kapjanak. Az összevo-
nó réteg kimeneteként kapott egységekre egy teljesen összekötött szoftmax réte-
get alkalmazunk. Végül ennek az eredménye egy eloszlást ad a címkék felett.
A teljes folyamat megtekinthető a 7. ábrán.

7. ábra. Konvolúciós hálózat egy példamondatra
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3.2. Beszédfelismerés

A beszédfelismerő eljárások célja, hogy a gépek megértsék amit az embe-
rek mondanak. Általában az elhangzott beszédet írásos szöveggé alakítják ezek
a módszerek, majd valahogyan értelmezik és felhasználják a hangokból kinyert
tartalmat. Ilyen feladatok például a beszéd vagy a filmek feliratozása, de lehet
egy olyan rendszer, amely vezetés közben képes irányítást adni egy megadott
kérdésre vonatkozóan. A rekurrens és a konvolúciós neurális hálók alkalmazása
gyakori ebben a feladatkörben [45, 1, 14, 15]. Az alábbiakban ismertetjük a [45].
publikációban bemutatott modellt.

A következő modellt arra tesztelték, hogy képes-e a megfelelő fonémákat tár-
sítani a hangokhoz. Ez az eljárás egy hibrid felépítésű módszer, mivel két tech-
nikát ötvöz, ugyanis konvolúciós neurális hálót és kapcsolatos időzített klasszifi-
kációt (connectionist temporal classification) is használ. A korábbi módszerek kon-
volúciós hálózatok helyett általában visszacsatolt hálózatokkal dolgoznak, mivel
jó eredmények érhetőek el velük a beszédfelismerés során. Azonban ezeknek
a hátránya, hogy nagyon lassan tanulnak és a gradiens értékek „felrobbanhat-
nak” a tanulás során, mivel ezek egyre nagyobb értékeket vesznek fel [5]. Az
említett problémáknak a kiküszöbölésére szolgál az újabb modell. Ahhoz, hogy
az eljárás eredményesen működjön, szükség van hosszútávú függőségek hasz-
nálatára, emiatt több egymásba ágyazott konvolúciós réteget tartalmaz a modell.
Emellett kisméretű szűrővel dolgozik, ami a lokális sajátosságok megtanulását
segíti elő. A rétegek a következőképpen követik egymást:

• Bemeneti réteg.

• Konvolúciós réteg, amit egy maxout aktivációs függvény követ.

• Maximum-összevonó réteg.

• Újabb konvolúciós rétegek, amiket szintén maxout követ. Ez kilencszer is-
métlődik meg egymás után.

• Három teljesen összekötött réteg, amiket megint csak maxout aktivációs
függvény követ.

• Kapcsolatos időzített klasszifikáció.

• Kimenet.

Konvolúció: Jelölje X ∈ Rc×b× f a bemenetként adott akusztikus értéket, ahol
c a csatornák száma, b a frekvencia sávszélessége és f az időtartam. A rétegben
k darab szűrő van, ahol minden egyes Wi ∈ Rc×m×n. A Hi ∈ R

k×bHi× fHi ak-
tivációs függvényeket a következőképpen kapjuk meg: Hi = Wi ∗ X + bi, ahol
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bi egy eltolásérték, ∗ pedig a konvolúciós műveletet jelöli. A modell nulla-feltöl-
tést használ, hogy az eredményül kapott fHi dimenziók megegyezzenek f -fel.
A konvolúciós lépésköz értéke 1.
Maxout: A maxout aktivációs függvény két aktivációs térkép jelöltnek veszi
a maximumát: H̃i = max(H′i , H′′i ) = (W ′i ∗ X + b′i , W ′′i ∗ X + b′′i ) [12].
Összevonó: Az összevonást csak a frekvencia tengely mentén végezzük el, az idő
tengely mentén nem. Egy maximum összevonót használunk, ahol p az összevo-
nó mérete és s a lépéstávolság. Formálisan az (r, t) pozícióban kapott kimenete
az összevonó rétegnek: [Ĥi]r,t = maxp

j=1[H̃i]r×s+j,t. A modellben csak egy ilyen
réteget használunk, mivel több összevonó használatával csökkenhet a hatékony-
sága annak, hogy a különböző sajátosságokat megtanulja a rendszer [34].
Kapcsolatos időzített klasszifikáció: Tekintsük azt a feladatot, hogy az X =

{x1, . . . , xT} bemeneti szekvenciából szeretnénk megkapni Z = {z1, . . . , zL} cél
szekvenciákat, azaz beszédfelismerésnél az X akusztikus jelből szeretnénk a Z
szimbólumok szekvenciáját megkapni. Tehát a p(Z | X) valószínűséget szeret-
nénk minden bemenet-kimenet párra maximalizálni. Az egyik módszer ahhoz,
hogy megkapjuk a változó hosszúságú kimeneti szekvenciák eloszlását a náluk
sokkal hosszabb szekvenciájú bemenetekből, az egyik mód, hogy bevezetünk
O = {o1, . . . , oT} látens szekvenciákat. Majd egyes Z szekvenciák valószínűsé-
gét, a hozzá tartozó látens szekvenciák összegéből kapjuk meg. A klasszifiká-
ció minden időlépésben meghatároz a hálózat kimenetéhez egy eloszlást a látens
szekvenciák felett a szoftmax függvény segítségével. Ez a kimeneti jelek ábécéjé-
nek címkéihez p(ot | X) valószínűséget köt az adott időben. Egy „üres” címkét is
használunk, ami annak a valószínűségét reprezentálja, hogy egy szimbólumnak
az adott lépésben nem volt megfelelő kimenete. Az így kapott eloszlást átala-
kítjuk egy olyan σ leképezést meghívva egymás után több alkalommal, amely
először egyesíti az egymást követő nem üres címkéket egy címkévé, majd kitörli
az üres címkéket. Formálisan leírva a következő a célunk:

h(x) = arg max p(Z | X) = arg max ∑
o∈σ−1(Z)

p(o | X).

A modell a maximalizálás megoldására a legjobb útvonal dekódolást használja
(best path decoding, [14]).

3.3. Gépi fordítás

A gépi fordítás a különböző nyelvekből adódó problémákat szeretné áthidalni
azáltal, hogy szöveget vagy beszédet fordít egy adott nyelvről egy másik nyelv-
re. Különböző neurális háló modelleket is kifejlesztettek a fordító programok
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fejlesztésére [23, 24, 3, 37], mi most egy olyat tekintünk példaként, ami visszacsa-
tolt neurális háló használatára épül és egy úgynevezett kódoló-dekódoló (encoder-
decoder) eljárást használ [4]. A kódoló eljárás általában egy fix hosszúságú vektor-
rá alakítja a forrás mondatot, majd a dekódoló kimenete egy fordítást ad a kódolt
mondatról. A kódoló és a dekódoló folyamatok együtt maximalizálják a fordítás
eredményességének valószínűségét.

Először tekintsük a legegyszerűbb visszacsatolt neurális hálóhoz tartozó kó-
doló-dekódolót. A bemeneti mondatot jelölje x =(x1, x2, . . . , xTx), amit a kódoló
c vektorba olvas be. A rejtett réteg állapota t időpontban ht = f (xt, ht−1), ahol f
egy nemlineáris függvény. c vektort pedig a rejtett réteg állapotaiból generáljuk
egy q nemlineáris függvénnyel: c = q({h1, . . . , hTx}). A dekódolót gyakran arra
tanítjuk, hogy megjósolja az yt′ szót a c vektor és a korábbi megjósolt y1, . . . , yt′−1

szavakból:

p(y) =
Ty

∏
t=1

p(yt | {y1, . . . , yt−1}, c),

ahol y = (y1, . . . , yTy). Felhasználva a visszacsatolt háló sajátosságait a feltételes
valószínűséget a következő alakban is felírhatjuk, ahol st a rejtett réteg
egy állapotát jelöli és g nemlineáris, többrétegű függvény:

p(yt | {y1, . . . , yt−1}, c) = g(yt−1, st, c).

Most tekintsük egy fejlesztett változatát a korábbi modellnek, ahol egyszerű
visszacsatolt háló helyett kétirányú visszacsatolt hálót [35] használunk kódoló-
ként. Először taglaljuk a dekódoló felépítését. Ebben a modellben a következő-
képpen felírt feltételes valószínűségeket szeretnénk meghatározni, ahol si a háló
rejtett rétegének állapotát jelöli az i-edik fázisban:

p(yi | {y1, . . . , yi−1}, x) = g(yi−1, si, ci).

Tehát ebben a modellben különböző ci vektorokat használunk minden yi elvárt
szóra, a rejtett réteg állapotát pedig a következőképpen írhatjuk le:

si = f (si−1, yi−1, ci).

A ci vektorok függnek a (h1, . . . , hTx) értékektől – amelyekre a kódoló résznél
térünk ki részletesebben, mivel ezek a bemenetként kapott mondathoz kapcso-
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lódnak – és a következőképpen kapjuk meg:

ci =
Tx

∑
j=1

αijhj, ahol αij =
exp(eij)

Tx
∑

k=1
exp(eik)

és eij = a(si−1, hj).

8. ábra. A kódoló dekódoló eljá-
rás, miközben (x1, x2, . . . , xT) beme-
neti mondat alapján kiszámolja a
t-edikként elvárt szó értékét.

Ezt a modellt, illesztő (alignment) modell-
nek nevezzük, ami azt pontozza, hogy
a bemenet a j-edik pozíció körül az i-edik
pozíciójú kimenettel mennyire fér össze.
a lehet előrecsatolt neurális háló, amely
együttesen tanul a rendszer többi részé-
vel.

Most tekintsük a kódoló eljárást,
hogy teljes képet kapjunk a rendszerről.
Az egyszerűbb eljárásban, amikor nem
kétirányú hálót használunk,akkor a be-
meneti mondatunkat az x1 szótól kezd-
ve olvassuk be az xTx-edikig. Vagyis
a rendszer, csak a korábbi szavakból hasz-
nál fel információkat, viszont mi a rákö-
vetkezőket is szeretnénk figyelembe ven-
ni. Emiatt használunk kétirányú hálóza-
tot, ami tartalmaz előre irányú és a vissza-
fele irányú visszacsatolt neurális hálót is.

Az
−→
f előre irányú hálózat x1-től xTx dolgozza fel a bemenetet és ezekből kiszá-

molja az (
−→
h1 , . . . ,

−→
hTx) rejtett állapotokat. Ezzel szemben az

←−
f ellentétes irányú

hálózat xTx -től x1 fele olvas be, és a (
←−
h1 , . . . ,

←−
hTx) rejtett állapotokat eredménye-

zi. A korábban említett hj értékét a két különböző irányú rejtett j-edik állapotok

összefűzéséből kapjuk meg: hj = [
−→
hT

j ;
←−
hT

j ]
T ami tartalmazza a megelőző és rákö-

vetkező szavak információit is. A modellt a 8. ábra szemlélteti.

3.4. Képszöveg generálás

A folyamat célja, hogy a gép le tudja írni, hogy mi látható egy képen, tehát
egy rövid összegzést szeretnénk a képről kapni. Felhasználhatjuk akár videó le-
írások, ajánlások készítésére is. Ebben a feladatkörben gyakran használnak spe-
ciális visszacsatolt neurális hálókat [13, 39, 40].
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3.5. Dokumentum összefoglalás

Az eljárás során szeretnénk egy rövid összefoglalást nyerni a megadott tar-
talomról [6, 33, 28]. Ez lehet egy absztrakt készítése is egy cikkhez, vagy akár
egy címadás egy dokumentumnak. Kétféle módszer is lehetséges: a modell hasz-
nálhatja csak a szövegből nyert információkat, vagy korábbi tapasztalatokat is
beépíthet a végrehajtás során.

3.6. Kérdés megválaszolás

A kérdés megválaszolás (question answering) lényege, hogy egy megadott té-
makörből kell a gépnek kérdésekre válaszolnia úgy, hogy először feldolgozza
a hozzá tartozó irodalmat [17, 43, 9]. Tehát meg kell találnia a kapcsolatot a kér-
dés és a szöveg között, egyfajta értelmezésről van szó. A kérdésekre általában
egyszerű kifejezéseket várnak válaszként például egy nevet vagy egy helyszínt.
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4. Vektortér modellek

A vektortér modelleknek a célja, hogy megtanulják a valószínűségi kapcso-
latokat, amelyek a szavak között fennállnak. Ezeknek a segítségével lesznek ké-
pesek a korábban említett dokumentum összefoglalásra is vagy akár egy mon-
dat kiegészítésére. A továbbiakban három modellt tekintünk részletesen, ame-
lyek nagy népszerűségre tettek szert az elmúlt pár évben, a megjelenésük óta.
Ezek a modellek olyan módon reprezentálják alacsonyabb dimenzióban a beme-
netként kapott szavakat, hogy közben a szemantikai sajátosságokat megtanul-
ják. Azon szavak, melyek jelentése hasonló, közel kerülnek egymáshoz a ka-
pott sűrű dimenzióban és további tulajdonsága ezen reprezentációnak, hogy a
hasonlóan eltérő szavak távolságai közel azonosak, például: v(anya)− v(apa) ≈
v(lány)− v(fiú), ahol v(x) az x szó vektor reprezentációját jelöli. Vagyis a távol-
ságok egyfajta szemantikai jelentést foglalnak magukban.

4.1. Continuous Bag-of-Word modell

wn−c

wn−c+1

...
wn−1

wn+1

...
wn+c−1

wn+c

wn

Bemeneti
réteg

Rejtett
réteg

Kimeneti
réteg

9. ábra. CBOW modell

A Continuous Bag-of-Word, to-
vábbiakban CBOW modellel azt
a folyamatot szeretnénk reprezentál-
ni, amikor egy konkrét szóra követ-
keztetünk az ő környezetéből [25,
32, 10]. Másképpen megfogalmazva
egy adott szövegkörnyezetet szeret-
nénk helyesen kiegészíteni a hiány-
zó szóval. Ennek a szemléltetését lát-
hatjuk az ábrán is. Képletesen, ha
w1, w2, . . . , wN-nel jelöljük a teszthal-
mazunkban adott szavak sorozatát,
akkor a következő célfüggvényt sze-
retnénk maximalizálni a tanítás so-
rán:

1
N

N

∑
n=1

∑
|t|≤c
t 6=0

log p(wn | wn+t), (1)

ahol c határozza meg, hogy egy szónak mekkora környezetéből szeretnénk jósol-
ni. Például ha c = 2, akkor egy szót az előtte levő kettő és az utána levő kettő sza-
vakból szeretnénk kikövetkeztetni. A modellben szoftmax függvény segítségével
határozzuk meg a p(wn | wn−c, wn−(c−1), . . . wn−1, wn+1, wn+2, . . . wn+c) feltételes
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valószínűségeket, ami azt adja meg, hogy mekkora a valószínűsége annak, hogy
az wn-t határoló szavakból helyesen következtetünk rá.

Egyszerűsítés: "bigram" modell

Az egyszerűség kedvéért először tegyük fel, hogy az aktuális szót csak az őt
megelőző szóból szeretnénk megjósolni. A modell 3 réteget tartalmaz, egy beme-
neti, egy rejtett és egy kimeneti réteget (lásd a 9. ábrán). A modell bemenete egy
wI szó, amit 1− N kódolással adunk meg, ha N a szótárunk mérete. Pontosab-
ban egy olyan (oszlop)vektorként ábrázoljuk a szót, ahol a k-adik elem 1 és min-
den más 0, ha a wI k-adik a szótárban. Ha egy D dimenziójú rejtett réteget sze-
retnénk alkalmazni, akkor egy N × D méretű W súlymátrixot fogunk használni
a bemeneten, formálisan:

h = wT
I W,

vwI : = wT
I W.

Tehát a használt aktivációs függvény lineáris a rejtett rétegben és egy h kime-
netet eredményez. Mivel wI minden eleme 0 a k-adik kivételével, a súlyozást
végrehajtva W-nek k-adik sorát kapjuk meg. Emellett tekinthetjük úgy, hogy W
minden sora a bemeneti wI szó egy vektor reprezentációját adja meg, ezt a fenti
egyenletben vwI -vel definiáljuk.

Ahhoz, hogy a rejtett rétegből meghatározzuk a kimenetet egy másik, D× N
dimenziójú W ′ súlymátrixot fogunk használni. Jelölje v′Twj

ennek a súlymátrixnak
a j-edik oszlopát. Ekkor a j-edik szót a következőképpen pontozzuk:

uj = v′Twj
· h.

Ezután egy szoftmax osztályozót használva megkapjuk a keresett posterior
eloszlást, azaz annak a valószínűségét, hogy a j-edik szót kapjuk, feltéve, hogy
a bemenet wI volt.

p(wj | wI) = yj =
exp(uj)

N
∑

i=1
exp(ui)

,

ahol yj-t a kimeneti réteg j-edik egysége adja meg. Átalakítva az eredményt
a bevezetett jelölésekkel:

p(wO | wI) =
exp(v′TwO

vwI )

N
∑

w=1
exp(v′Tw vwI )

(2)
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Megjegyezzük, hogy vw-t gyakran szokás a w bemeneti, v′w-t pedig a w kimeneti
vektornak nevezni.

Tanítás

Ebben az esetben a tanítás célja, hogy maximalizáljuk azt a feltételes várható
értéket, hogy wI bemenet mellett, az elvárt wO lesz a kimenet. Tegyük fel, hogy
wO a szótár i-edik szava. Azaz formálisan:

max p(wO | wI) = max yi = max log yi

= max log
exp(ui)

N
∑

k=1
exp(uk)

= ui − log
N

∑
k=1

exp(uk),

−E : = ui − log
N

∑
k=1

exp(uk),

ahol E = − log p(wO |I) a veszteség függvény, amit szeretnénk minimalizálni.
Backpropagation algoritmust fogunk használni a súlyok javításához. Először

a kimeneti és a rejtett réteg közötti súlyokat kell módosítanunk. Ehhez első lépés-
ben ki kell számolnunk minden kimeneti egységre a becslési hibát:

∂E
∂uj

= yj − tj,

ej : = yj − tj,

ahol tj = 1, ha a j-edik egység éppen az elvárt kimenet (j = i), különben 0.
A W ′ mátrix hibáját a következő deriváltból kapjuk meg:

∂E
∂w′kj

=
∂E
∂uj
·

∂uj

∂w′kj
= ej · hk,

ahol w′kj a mátrix k-adik sorának j-edik elemét jelöli, hk pedig a h vektor k-adik
eleme.

A sztochasztikus gradiens tanulási szabályt alkalmazva kapjuk meg a frissí-
tett súlyokat W ′-re:

w′(új)
kj = w′(régi)

kj − η · ej · hk,

átalakítva:

v′(új)
wj = v′(régi)

wj − η · ej · h ∀j = 1, 2, . . . , N, (3)

ahol η > 0 a tanulási ráta.
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Következő lépésként a bemeneti és a rejtett réteg közötti súlymátrixot kell ja-
vítanunk. Deriváljuk E-t a rejtett réteg kimenetei szerint:

∂E
∂hk

=
N

∑
j=1

∂E
∂uj
·

∂uj

∂hk
= ej · w′kj,

Ak : = ej · w′kj.

Itt Ak egy olyan V dimenziós vektor lesz, ami a kimeneti vektorokat súlyozza
a becslési hibáikkal, majd ezeket összegzi.

Tekintsük E W szerinti deriváltját:

∂E
∂wlk

=
∂E
∂hk
·

∂uj

∂wlk
= Ak · wI,l

ahol wI,l a bemeneti vektor l-edik elemét jelöli. Ezzel ekvivalensen felírható
a következő formula, ahol ⊗ a tenzorszorzatot jelöli:

∂E
∂W

= wI ⊗ A = wI AT.

Mivel wI csak egy helyen vesz fel 1-et és mindenhol máshol 0, a fenti egyenlet
AT mátrix egy sorának értékét adja, melynek dimenziója D. Ebből a következő
egyenletet kapjuk W frissítéséhez:

v′(új)
wI = v′(régi)

wI − ηAT.

W többi sorát nem kell változtatnunk ebben a lépésben, mivel a deriváltjuk 0.

Kiterjesztés

Az általános modellben nem egy szóból szeretnénk megbecsülni a következőt,
hanem egy adott kontextusból szeretnénk meghatározni a hiányzó szót.
Az előző egyszerűsített modellt úgy módosíthatjuk ilyen esetben, hogy nem egy-
szerűen egy bemenetre alkalmazzuk a súlyfüggvényt, hanem az összes bemeneti
vektorra. A rejtett réteg bemenetét pedig ezeket átlagolva kapjuk meg:

h =
1
2c

WT ∑
|t|≤c
t 6=0

wt =
1
2c ∑
|t|≤c
t 6=0

vT
wt

,

ahol c határozza meg, hogy egy szónak mekkora környezetéből szeretnénk jósol-
ni. vw-t a w bemeneti vektora.
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A veszteség függvény a következőképpen határozható meg:

E = − log p(wO | wI,−c, ..., wI,c) = −ui + log
N

∑
k=1

exp(uk)

= −v′TwO
· h + log

N

∑
k=1

exp(v′Twk
· h)

A korábbi levezetésekhez hasonlóan megkaphatjuk, hogy most a súlyokat a kö-
vetkezőképpen javíthatjuk:

v′(új)
wj = v′(régi)

wj − η · ej · h ∀j = 1, 2, . . . , N,

ahol egyedül a h értéke különbözik az egyszerű modelltől. A bemeneti és rejtett
réteg között használt súlymátrixra azt kapjuk:

v′(új)
wI,t = v′(régi)

wI,t −
1
2c

ηAT ∀|t| ≤ c, t 6= 0.

Számítási összetettség

Felelevenítjük, hogy a korábbi levezetésünk alapján (kiemelve az 1. és a 2.
egyenletet) a modell a következő formában írható fel:

1
N

N

∑
n=1

∑
|t|≤c
t 6=0

log
exp(v′Twn vwn+t)

N
∑

w=1
exp(v′Tw vwn+t)

.

Ennek a modellnek az összetettsége O(N · D) + O(D · N), mivel a bemenet
1−N kódolással volt reprezentálva, és a kimeneti vektor dimenziója is N [25, 26].
A legköltségesebb számítás a v′ kimeneti vektorok tanítása, hiszen amikor javí-
tani szeretnénk v′wj

-n, akkor ki kell számítanunk a hozzá tartozó ej becslési hibát
(Lásd a 3). egyenletben), amihez a korábbi levezetésben látottak alapján fel kell
használnunk az összes szótári szóhoz kapcsolódó wi súlyt is. Mivel általában
hatalmas a szótárunk mérete, beláthatjuk, hogy nem túl hatékony ezt a tanítá-
si eljárást alkalmazni minden fázisban minden egyes v′j kimeneti vektorra, ezért
a 4.4. fejezetben bemutatunk néhány javítási eljárást, amivel a modell komplexi-
tása csökkenthető.

4.2. Skip-gram modell

A Skip-gram modell ismertetését egy feladaton keresztül fogjuk bemutatni.
A probléma, amit meg szeretnénk oldani az, hogy egy szóval jellemezzük egy
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meghatározott környezetét [25, 26, 32, 10]. Pontosabban egy adott szóból az őt
körülvevő szavakra szeretnénk következtetni. Ennek a szemléltetését láthatjuk
az ábrán is. Képletesen megfogalmazva, ha w1, w2, . . . , wN-nel jelöljük a teszt-
halmazban adott szavak sorozatát, akkor a következő célfüggvényt szeretnénk
maximalizálni a tanítás során:

1
N

N

∑
n=1

∑
|t|≤c
t 6=0

log p(wn+t | wn), (4)

ahol c határozza meg, hogy egy szónak mekkora környezetét szeretnénk meg-
jósolni. Például ha c = 2, akkor egy szóból az előtte levő két szóra és az utána
levő két szóra szeretnénk következtetni. c választásával befolyásolhatjuk az ered-
mény pontosságát, hiszen ha nagyobbnak választjuk, a tanító halmaz méretét is
növeljük, de ebben az esetben a tanítás is több időt fog igénybe venni.

wn−c

wn−c+1

...
wn−1

wn+1

...
wn+c−1

wn+c

wn

Bemeneti
réteg

Rejtett
réteg

Kimeneti
réteg

Az alap Skip-gram modellben
szoftmax függvénnyel határozzuk
meg a p(wn+t | wn) feltételes va-
lószínűségeket, ami azt adja meg,
hogy mekkora a valószínűsége an-
nak, hogy az n-edik szóból az
n + t-edik szóra következtetünk.

Most részletesen ismertetjük azt,
hogy mely lépéseken keresztül ju-
tunk el a keresett feltételes valószí-
nűségek meghatározásáig. Amint az
ábrán is látjuk a modell 3 réteget tar-
talmaz, egy bemeneti, egy rejtett és
egy kimeneti réteget. A modell be-
menete egy wI szó, amit 1 − N kó-
dolással adunk meg, ha N a szótá-
runk mérete. Pontosabban egy olyan
(oszlop)vektorként ábrázoljuk a szót,

ahol a k-adik elem 1 és minden más 0, ha a wI k-adik a szótárban. Ha egy D di-
menziójú rejtett réteget szeretnénk kapni a bemeneti rétegből, akkor egy N × D
méretű W súlymátrixot fogunk használni a bemenetre, formálisan:

h = wT
I W,

vwI : = wT
I W.
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Tehát egy lineáris aktivációs függvényt használunk a rejtett réteghez, hogy meg-
kapjuk a h kimenetet. Mivel wI minden eleme 0 a k-adik kivételével, a súlyozást
végrehajtva W-nek k-adik sorát kapjuk meg. Emellett tekinthetjük úgy, hogy W
minden sora a bemeneti szó egy vektor reprezentációját adja meg, ezért a fenti
egyenletben vwI -vel definiáljuk a wI ezt a reprezentációt.

Ahhoz, hogy a rejtett rétegből meghatározzuk a kimenetet egy másik, D× N
dimenziójú W ′ súlymátrixot fogunk használni. Jelölje v′Twj

ennek a súlymátrixnak
a j-edik oszlopát. Ekkor a j-edik szót a következőképpen pontozzuk:

uj = v′Twj
· h.

Mivel c − c darab szót szeretnénk megbecsülni a bemeneti szó előtt és után és
mindegyik becsléséhez ugyanazt a súlymátrixot használjuk a rejtett és a kimeneti
réteg között, a t-edik helyre a j-edik szóra kapott érték:

ut,j = uj, ∀|t| ≤ c, t 6= 0.

Ezután egy szoftmax osztályozót használva megkapjuk a keresett posterior
eloszlásokat, azaz annak a valószínűségét, hogy a kapott kimeneti érték meg-
egyezik az elvárt értékkel, feltéve, hogy a bemenet wI volt.

p(wt,j = wt,O | wI) = yt,j =
exp(ut,j)
N
∑

i=1
exp(ui)

, ∀|t| ≤ c, t 6= 0,

ahol wt,j azt jelöli, hogy a j-edik szótárbeli szó szerepel a t helyen a bemenet
környezetében. wt,O a kimenetként t-edik helyen elvárt szót jelöli, wI pedig a be-
menetet. yt,j-t az utolsó rétegben a t-edik kimeneti egység j-edik eleme határozza
meg. Átalakítva az eredményt a bevezetett jelölésekkel:

p(wO | wI) =
exp(v′TwO

vwI )

N
∑

w=1
exp(v′Tw vwI )

(5)

Megjegyezzük, hogy vw-t gyakran szokás a w bemeneti, v′w-t pedig a w kimeneti
vektornak nevezni.

Fontos kiemelni, hogy ilyen módon megvalósítva nagyon költséges a modell,
mivel összetettsége a szótár méretének többszöröse. Általában a szótárak ha-
talmas méretűek, így ez nagy hátránya a modellnek, ezért bemutatunk néhány
módszert, amivel hatékonyabbá tehető.
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Tanítás

Ebben az esetben a tanítás célja, hogy maximalizáljuk azt a feltételes várható
értéket, hogy wI bemenet mellett, az elvárt wO lesz a kimenet. Tegyük fel, hogy
a szótár it-edik szava a t helyen elvárt kimenet a bemenet környezetében.

max p(wO,−c, ..., wO,c | wI) = max yi = max log ∏
|t|≤c
t 6=0

exp(ut,it)
N
∑

k=1
exp(uk)

= ∑
|t|≤c
t 6=0

uit − 2c · log
N

∑
k=1

exp(uk),

−E : = ∑
|t|≤c
t 6=0

uit − 2c · log
N

∑
k=1

exp(uk).

Backpropagation algoritmust fogunk használni a súlyok javításához. Először
a kimeneti és a rejtett réteg közötti súlyokat kell módosítanunk. Ehhez első lé-
pésben ki kell számolnunk minden kimeneti vektor minden egységre a becslési
hibát:

∂E
∂ut,j

= yt,j − zt,j,

et,j : = yt,j − zt,j,

ahol zt,j = 1, ha a t vektor j-edik egysége éppen az elvárt kimenet (j = it), külön-
ben 0. Az egyszerűség kedvéért vezessük be a következő n dimenziós vektort:
B = B1, . . . , BN, ahol

Bj = ∑
|t|≤c
t 6=0

et,j.

A W ′ mátrix hibáját a következő deriváltból kapjuk meg:

∂E
∂w′kj

= ∑
|t|≤c
t 6=0

∂E
∂utj

·
∂utj

∂w′kj
= Bj · hk,

ahol w′kj a mátrix k-adik sorának j-edik elemét jelöli, hk pedig a h vektor k-adik
eleme.

A sztochasztikus gradiens tanulási szabályt alkalmazva kapjuk meg a frissí-
tett súlyokat W ′-re:

w′(új)
kj = w′(régi)

kj − η · Bj · hk,
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átalakítva:

v′(új)
wj = v′(régi)

wj − η · Bj · h ∀j = 1, 2, . . . , N,

ahol η > 0 a tanulási ráta.
Következő lépésként a bemeneti és a rejtett réteg közötti súlymátrixot kell ja-

vítanunk. Deriváljuk E-t a rejtett réteg kimenetei szerint:

∂E
∂hk

=
N

∑
j=1

∑
|t|≤c
t 6=0

∂E
∂ut,j

·
∂ut,j

∂hk
=

N

∑
j=1

Bj · w′kj,

Ak : =
N

∑
j=1

Bj · w′kj.

Tekintsük E-nek a W szerinti deriváltját:

∂E
∂wlk

=
∂E
∂hk
·

∂uj

∂wlk
= Ak · wI,l,

ahol wI,l a bemeneti vektor l-edik elemét jelöli. Ezzel ekvivalensen felírható
a következő formula, ahol ⊗ a tenzorszorzatot jelöli:

∂E
∂W

= wI ⊗ A = wI AT.

Mivel wI csak egy helyen vesz fel 1-et és mindenhol máshol 0, a fenti egyenlet
AT mátrix egy sorának értékét adja, melynek dimenziója D. Ebből a következő
egyenletet kapjuk W frissítéséhez:

v′(új)
wI = v′(régi)

wI − ηAT.

W többi sorát nem kell változtatnunk ebben a lépésben, mivel a deriváltjuk 0.

Számítási összetettség

Ennek a modellnek a komplexitásaO(N ·D) +O(2c ·D ·N), mivel a bemenet
itt is 1− N kódolással volt reprezentálva, és a kimeneti vektor dimenziója is N,
a második rétegben pedig 2c szót becsültünk meg [25, 26]. A tanítási fázis hason-
lóan zajlik a korábbi CBOW modelléhez, így ebben a formában egy nagyméretű
szótár esetén nagyon költséges. A 4.4. bekezdésben láthatunk néhány megoldást
arra, hogy hogyan tehető hatékonyabbá ez a modell.
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4.3. GloVe modell

A globális vektor modell célja, hogy ötvözze a nyelvfeldolgozáshoz használt
eszközök két nagy csoportját, a globális mátrix faktorizációt és a lokális szöveg-
környezetet használó eljárásokat. A modellt a 2014-es publikációja alapján vizs-
gáljuk meg [30]. Ahelyett, hogy egyszerűen megadnánk az optimalizálni kívánt
célfüggvényt, az alábbiakban levezetjük, hogy milyen gondlatmenet alapján lett
megalkotva. A faktorizáció során használt mátrixot X-szel fogjuk jelölni, azaz
az Xij elem jelentése, hogy a j szó hányszor fordul elő az i szó környezetében.
Xi = ∑

k
Xik-val fejezzük ki, hogy az i szó környezetében hány másik szó fordul

elő, míg Pij = P(j | i) = Xij/Xi megadja annak a valószínűségét, hogy a j szó
megjelenik az i környezetében. A szavak jelentését bizonyos módon kifejezik
a definiált együttes előfordulásra vonatkozó valószínűségek, ennek megértésé-
hez tekintünk egy egyszerű példát. Tegyük fel, hogy a i = jég és a j = gőz sza-
vakra vagyunk kíváncsiak. Mivel mindkét fogalom jelentése hasonlóan szorosan
kapcsolódik k = víz szóhoz, a Pik és Pjk valószínűségek hasonlóan nagyok lesz-

nek és ebben az esetben
Pik
Pjk

hányadosuk értéke közel 1 lesz. Ellenben ha vesszük

a k = bútor szót, akkor Pik és Pjk egyformán kicsik lesznek, mivel egyikük se kö-
tődik hozzá jelentésben. A hányadosuk itt is nagyjából egyet ad. Akkor érdekes
a helyzet, ha egy olyan fogalmat tekintünk, ami csak a jég vagy csak a gőz szóhoz
kapcsolódik. Például ilyen ha k-nak a szilárd szót választjuk. Ilyenkor Pik értéke

nagy lesz, de Pjk kicsi, tehát a
Pik
Pjk

is nagy értéket ad. Fordított esetben, ha k =

légnemű,
Pik
Pjk

nagyságrendekkel kisebb lesz egynél. Összefoglalva, a vizsgált há-

nyados képes kifejezni a két vizsgált szó egymáshoz való viszonyát, ám csak az
1-től jelentősen eltérő értékek adnak releváns információt ezen szavak eltérésére
vonatkozóan. Szeretnénk kihasználni ezt a tulajdonságot, ezért bevezetünk egy
F függvényt az említett hányados kiszámításához, melyben w ∈ RN szóvekto-
rok és w̃ ∈ RN különböző szövegkörnyezetbeli szóvektorok, N pedig a szótár
méretét jelöli.

F
(
wi, wj, w̃k

)
=

Pik
Pjk

. (6)

Az egyenletben a jobb oldalon szereplő értéket megkaphatjuk a korpuszból, míg
a baloldali kifejezést többféleképpen is definiálhatjuk. Szeretnénk ha F a szavak
vektorterében reprezentálná az információkat, amiket a hányados tartalmaz. Mi-
vel a vektorterek lineáris struktúrák, és az argumentumok is a kívánt vektortér
elemei, tekinthetjük a két vizsgált szóvektorunk különbségét is a következő mó-
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don:
F
(
wi − wj, w̃k

)
=

Pik
Pjk

. (7)

Mivel a keresett függvény nagyon összetett is lehet, ha vesszük a 7. egyenlet-
ben szereplő argumentumok skaláris szorzatát, elkerülhetjük, hogy a elveszítsük
a linearitást a kiértékelés során.

F
(
(wi − wj)

Tw̃k

)
=

Pik
Pjk

.

Ahhoz, hogy F megfelelő legyen, ki kell elégítenie az együttes előfordulás mát-
rixban megjelenő szimmetriát. Azaz, egy szónak és egy a környezetében meg-
jelenő szónak felcserélhetőnek kell lennie, hiszen, ha i szerepel j környezetében,
akkor j is szerepel az i-jében. Tehát X és XT mellett szükségünk van arra, hogy
w és w̃ szerepe szimmetrikus legyen. Ennek eléréséhez megköveteljük F homo-
morfizmusát (R,+) és (R>0, ·) csoportok között. Így átalakítva az előző képletet
megkapjuk, hogy

F
(
(wi − wj)

Tw̃k

)
=

F(wT
i w̃k)

F(wT
j w̃k)

, (8)

ahonnan adódik, hogy

F
(

wT
i w̃k

)
= Pik =

Xik
Xi

.

A 8. egyenlet megoldása, hogy F az exponenciális függvény, vagy ezzel egyen-
értékű, hogy wT

i w̃k = log Pik = log Xik − log Xi. Mivel így még nem szim-
metrikus a jobb oldal, szeretnénk a log Xi tagot eltüntetni. Emiatt egy bi el-
tolást hozzárendelünk wi-hez kapcsolódóan, és a szimmetria miatt egy b̃k ta-
got is w̃k-hoz: wT

i w̃k + bi + b̃k = log Xik. Annak érdekében, hogy elkerüljük,
hogy az egyenletben a logaritmus argumentumában 0 legyen, eltolatjuk 1-gyel:
log(Xik)→ log(Xik + 1).

A kapott modellnek a hátránya, hogy egyenlően súlyozza az együttes előfor-
dulásait a szavaknak, attól függetlenül, hogy ezek milyen gyakorisággal történ-
nek meg. Ennek eredménye, hogy a ritka adatok zajosak és kevesebb információt
tartalmaznak, mint a gyakoriak. Emellett az X mátrix nagyon ritka lesz. Ah-
hoz, hogy ezeket elkerüljük tekintsük a következő legkisebb négyzetek módsze-
rét használó regressziós modellt:

J =
N

∑
i,j=1

f
(
Xij
) (

wT
i w̃k + bi + b̃k − log Xik

)2
, (9)

ahol f egy olyan súlyfüggvény, amelyre a következő feltételek teljesülnek:

• f (0) = 0. Ha f folytonos függvény, akkor x elég gyorsan tart 0-hoz,
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hogy lim
x→0

f (x) log2 x véges legyen.

• f (x)-nek nemcsökkenőnek kell lennie, ahhoz hogy elkerüljük a ritka együt-
tes előfordulások túlsúlyozását.

• f (x)-nek kicsinek kell lennie a nagy x értékekre, hogy a gyakori együttes
előfordulások ne legyenek túlsúlyozva.

A gyakorlatban a következő módon megadott függvények jól működtek a vizs-
gált feladatokon:

f (x) =

(x/xmax)α ha x < xmax

1 egyébként.

A modell alkotói tapasztalati eredmények alapján az α értékét 3/4-nek, xmax ér-
tékét 100-nak választották.

Számítási összetettség

A modell (9. egyenlet) komplexitásának vizsgálatakor érdemes először az
f (x) súlyfüggvényt tekinteni, ugyanis, ha az i és j szóra az együttes előfordu-
lási mátrix eleme nulla, akkor a súlyuk is nulla lesz. Emiatt a modell számítási
összetettségét az X nemnulla elemeinek száma befolyásolja. Mivel X egy N × N
dimenziójú mátrix, a komplexitásunk nem lehet nagyobb, mintO(N2). Azonban
ez a becslés nem kielégítő, mivel a szótár mérete hatalmas lehet, akár több milli-
árd szót is tartalmazhat. Szeretnénk tehát egy jobb közelítést találni X nemnulla
elemeinek a számára. Ehhez használni fogjuk a gyakorisági rangot, ami egy-
szerűen annyit jelent, hogy a gyakoriságuk szerint rangsoroljuk a szavakat, azaz
a leggyakoribb szó gyakorisági rangja 1 lesz, a második leggyakoribb szóé 2, és
így tovább.

Tegyük fel, hogy az i és j szavak együttes előfordulása modellezhető az rij

gyakorisági rangjuk segítségével a következő módon:

X(ij) =
k

(rij)α
. (10)

A lokális szövegkörnyezetet használó modellek komplexitása általában a kor-
pusz méretével arányos - jelölje ezt |C| -, ezért összehasonlítjuk, hogy a GloVe
modell, hogyan viszonyul hozzá. Ha tekintjük az együttes előfordulási mátrix
elemeinek az összegét, akkor láthatjuk, hogy ez arányos a korpusz méretével,
hiszen minden szó előfordulását számításba vesszük a környezetében szereplő
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szavakkal. Használva az előbbi feltevésünket a következő egyenletet kapjuk:

|C| ∼∑
ij

X(ij) =
|X|

∑
r=1

k
rα

,

ahol |X| a legnagyobb rangot jelöli, ami pontosan X elemeinek a számát adja
meg. Mivel az X(ij) 6= 1 elemeket vizsgáljuk, r értéke maximum k1/α lehet, vagy-
is |X| = k1/α teljesül. A fenti egyenletben egy általánosított harmonikus szám
k-szorosát kaptuk, ezért legyen

H|X|,α =
|X|

∑
r=1

1
rα

.

A [2] irodalom alapján kibővítjük a harmonikus számot, hogy feltárjuk |X| és
|C| viszonyát. Kiemeljük, hogy a bővítést azért alkalmazhatjuk, mivel minket
csak nagy méretű korpusz/szótár esetén érdekel a kapcsolat, hiszen a modell
komplexitására vagyunk kíváncsiak. A bővített szám a következőképpen írható
fel:

Hx,s =
x1−s

1− s
+ ζ(s) +O(x−s), ha s > 0, s 6= 1,

ahol ζ(s) =
∞
∑

n=1
1/ns a Riemann-féle zéta-függvényt jelöli. Felhasználva ezt és

a 10. egyenletet:

|C| ∼ |X|
1− α

+ |X|αζ(α) +O(1).

Ha α < 1, akkor a jobb oldal első tagja határozza meg a GloVe modell komplexi-
tását, viszont, ha α > 1, akkor a második tag. Összefoglalva:

|X| =

O(|C|) ha α < 1

O(|C|1/α) ha α > 1.

A [30] cikk alapján α-t 1,25 - nek választva jól modellezhető az együttes előfordu-
lási mátrix, ami a számítási összetettségre vonatkozóan azt jelenti, hogy a GloVe
modell messze hatékonyabb, mint az O(N2) alapú modellek és valamivel felül-
múlja a lokális környezetet használó modelleket is a O(|C|0,8)-as komplexitásá-
val.
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Kapcsolat a Skip-gram modellel

A modell bevezetésekor említettük, hogy a modell célja, hogy a globális és
a lokális információkat használó eljárásokat egybevonja, ezzel javítva őket. A 4.2.
fejezetben láthattuk, hogy a Skip-gram modell is egy lokális szövegkörnyezetet
használó eljárás. Emellett a korpusz statisztikai adatait használja, hogy megha-
tározza a szavak vektor reprezentációját és a tanítás felügyelet nélkül zajlik. Fi-
gyelembe véve ezeket a hasonlóságokat a GloVe modellel, megvizsgáljuk a két
modell kapcsolatát.

Jelölje Qij azt a valószínűséget, hogy az i szó környezetében feltűnik a j. Ez
a Skip-gram modell esetében a következőt adja az 5. egyenlet alapján:

Qij =
exp(wT

i w̃j)
N
∑

k=1
exp(wT

i w̃j)

. (11)

A Skip-gram célfüggvényét (4. egyenlet) átalakítva minimalizálási feladatra
a következő modellt kapjuk:

J = −
N

∑
i=1

∑
|j|≤c
j 6=0

log Qij.

A szoftmax függvény normalizációs tényezőjét nagyon költséges kiszámolni
az összegzés minden kifejezésére, ezért inkább Qij egy közelítését fogjuk hasz-
nálni. Alakítsuk át az előző egyenletet az együttes megjelenést reprezentáló X
mátrixot használva:

J = −
N

∑
i=1

N

∑
j=1

Xij log Qij.

Ha felhasználjuk a Pij = Xij/Xi-t, a következőt kapjuk:

J = −
N

∑
i=1

Xi

N

∑
j=1

Pij log Qij =
N

∑
i=1

XiH(Pi, Qi),

ahol H a kereszt-entrópiát jelöli. Az eredményt nevezhetjük "globális skip-
gram" modellnek, melynek az előnye, hogy közvetlenül optimalizálható (hasonlít
a 9. egyenletre). Sajnos emellett hátrányai is akadnak, például, hogy a kereszt-
entrópia egy olyan távolsági mérték a valószínűségi eloszlások között, amely
a hosszú farokkal rendelkező eloszlásokat rosszul modellezi és túl nagy súllyal
veszi figyelembe a csekély valószínűségű eseményeket.Emellett figyelni kell Q
normalizálására is, hogy a mérték korlátos maradjon ami jelentősen megnöveli
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a számítási összetettséget, hiszen az egész szótár feletti összegzésre van szükség
(lásd a 11. egyenletet). Figyelembe véve eme hátrányokat érdemes lehet egy má-
sik mérték használata, például a legkisebb négyzetek jó választásnak tűnik, mivel
kihagyja a normalizálást:

J̃ = ∑
i,j

Xi(P̃ij − Q̃ij)
2,

ahol P̃ij = Xij és Q̃ij = exp(wT
i w̃j). Mivel itt Xij túl nagy értékeket vehet fel ezzel

megnehezítve az optimalizálást, tekintsük a P̃ és Q̃ logaritmusainak a négyzetes
hibáját helyette:

J̃ = ∑
i,j

Xi(log P̃ij − log Q̃ij)
2 = ∑

i,j
Xi(wT

i w̃j − log Xij)
2.

Fontos megjegyezni, hogy az Xi-vel való súlyozás nem feltétlenül ad optimális
eredményt. Sőt, ha csökkentjük a súlyozás értékét a gyakori szavak esetén az javít
az eredményen. Általánosabban véve használható a következő súly függvény,
amit a 9. egyenletben definiáltunk:

J = ∑
i,j

f
(
Xij
) (

wT
i w̃j − log Xik

)2
.

4.4. Nyelvi modellek optimalizálása

Korábban megvizsgáltuk a CBOW és a Skip-gram modelleket. Láthattuk,
hogy a számítási összetettségüket jelentősen növeli, hogy minden fázisban min-
den kimeneti vektort frissítünk (ezt jelöltük korábban v′wj

-vel). Az alapötlet ami-
vel csökkenthető a komplexitás, hogy csak a legbefolyásolóbb kimenetei vekto-
rokat újítjuk meg a fázisokban. A folytatásban leírt két eljárásnak a célja, hogy
megvalósítást nyújtson erre a problémára.

4.4.1. Hierarchikus szoftmax

A hierarchikus szoftmax modell egy megoldás arra, hogy optimalizáljuk a ki-
meneti vektorok (v′j) javításának a számítási igényét a Skip-gram és a Continuous
Bag-of-Word modellekben [26, 32, 10]. Ebben az esetben modell bináris fában kó-
dolja az összes szótárbeli szót. Ez az N szó a levelekben helyezkedik el, ezeken
kívül még N − 1 belső csúcs van (a gyökeret is beleszámítva).

A belső csúcsokra a következő jelölést használjuk: n(w, j), ahol a j-edik csú-
csot jelöli a gyökérből a w szóhoz vezető úton. Megjegyezzük, hogy mindig
a gyökér számít az első csúcsnak és minden csúcsba egyértelmű út vezet a gyö-
kérből. Fel fogjuk használni ezeket az utakat, hogy megbecsüljük a valószínű-
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n(w2, 1)

n(w2, 2)

n(w2, 3)

w1 w2 w3 w4

. . .

wN−1 wN

ségét a levelekben szereplő szavaknak. A hierarchikus szoftmax modell egyik
eltérése az előzőhöz képest, hogy itt nem lesznek kimeneti vektor reprezentációi
a szavaknak, hanem a belső csúcsokhoz definiálunk kimeneti vektorokat: v′n(w,j)
az n(w, j) belső csúcshoz tartozó kimeneti vektor. Annak a valószínűségét, hogy
a w szó az elvár kimenet, a következőképpen definiáljuk:

p(w | wO) =
L(w)−1

∏
j=1

σ
(

b(n(w, j + 1) = ch(n(w, j))) · v′Tn(w,j) · h
)

,

ahol L(w) a gyökértől a w-be vezető út hosszát jelöli, ch(n) az n csúcs baloldali
gyerekét, h a rejtett réteg kimeneti értéke és b(x) értéke 1, ha x igaz, különben−1.
σ a szoftmax függvény, azaz σ(x) = 1/1 + exp(−x).

Tekintsünk egy példát, amelyen bemutatjuk, hogy mi indokolja az előbbi fel-
tételes valószínűség meghatározását. Tekintsük az ábrát és tegyük fel, hogy an-
nak a valószínűségét keressük, hogy a w2 a megjósolandó szó egy adott bemenet
mellett. Erre a valószínűségre úgy tekintünk, hogy egy véletlen séta során mek-
kora a valószínűsége annak, hogy a gyökérből a w2 levélbe jutunk. Ahhoz, hogy
ezt meghatározzuk, szükségünk van arra, hogy milyen valószínűséggel lépünk
egy belső csúcsból jobbra vagy balra. Definiáljuk a n belső csúcsból való balra
lépé valószínűségét a következőképpen:

p(n, left) = σ(v′Tn · h).

Ekkor annak a valószínűsége, hogy jobbra megyünk:

p(n, right) = 1− σ(v′Tn · h) = σ(−v′Tn · h).

Ha az ábrán szereplő utat tekintjük, akkor a keresett valószínűséget a következő
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módon kapjuk meg:

p(w2 | wO) = p(n(w2, 1), left) · p(n(w2, 2), left) · p(n(w2, 3), right)

= σ(v′Tn(w2,1) · h) · σ(v
′T
n(w2,2) · h) · σ(−v′Tn(w2,3) · h),

ami egybeesik a bevezetett feltételes valószínűséggel.
Ahhoz, hogy meghatározzuk a belső csúcsok reprezentációját tekintsük a leg-

egyszerűbb változatát a modellnek, amikor egy adott szóból szeretnénk követ-
keztetni a rákövetkezőre. Először is bevezetünk két jelölést: v′j := v′n(w,j) és
b(·) = b(n(w, j + 1) = ch(n(w, j)). A hibafüggvény a következő értéket veszi
fel:

E = − log p(w = wO | wI) = −
L(w)−1

∑
j=1

log σ
(

b(·) · v′Tj h
)

.

Vegyük E deriváltját v′Tj h szerint:

∂E
∂v′Tj h

=
(

σ
(

b(·) · v′Tj h
)
− 1
)

b(·) = σ
(

b(·) · v′Tj h
)
− tj,

ahol tj = 1, ha b(·) = 1, különben −1.
Vegyük e deriváltját a belső csúcs vektor reprezentációjára vonatkozóan:

∂E
∂v′Tj

=
∂E

∂v′Tj h
·

∂v′Tj h

∂v′Tj
= (σ

(
b(·) · v′Tj h

)
− tj) · h.

Ebből a következő egyenlet adódik a súlyok javítására:

v′(új)
j = v′(régi)

j − η(σ
(

b(·) · v′Tj h
)
− tj) · h ∀j = 1, 2, . . . , L(w)− 1.

A bemeneti réteg és a rejtett réteg közötti súlyok frissítéséhez ki kell számolnunk
a következőt:

∂E
∂h

=
L(w)−1

∑
j=1

∂E
∂v′Tj h

·
∂v′Tj h

∂h
=

L(w)−1

∑
j=1

(σ
(

b(·) · v′Tj h
)
− tj) · v′j,

A : =
L(w)−1

∑
j=1

(σ
(

b(·) · v′Tj h
)
− tj) · v′j.

Ahonnan a korábbi levezetést használva megkaphatjuk az átsúlyozáshoz szük-
séges egyenleteket.
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4.4.2. Negatív mintavétel

Egy másik lehetőség Skip-gram és a CBOW modellek fejlesztésére a negatív
mintavétel használata, aminek a lényege, hogy nem az összes kimeneti vektort
javítjuk, hanem csak egy részét. Azaz egy mintavételezést hajtunk végre rajtuk,
és csak a kiválasztott példányokat fogjuk frissíteni [26, 32, 10].

Az egyszerűség kedvéért most is tekintsük azt az esetet, amikor egyetlen be-
meneti wI szóból egyetlen szót szeretnénk megjósolni, ahol a wO szót kapjuk
eredményül. Ha jól működik a modellünk, akkor igaz lesz az, hogy wI és wO

is a vizsgált korpuszból ered, hiszen a CBOW és a Skip-gram modell esetén is
a vizsgált szöveg szavából következtetünk egy másik kifejezésére. Ezt felhasznál-
va a negatív mintavételezésnél azt szeretnénk maximalizálni, hogy a wI −wO pá-
rok megtalálhatóak a korpuszban. Formálisan p(D = 1 | wI , wO) jelöli azt, hogy
a D szövegkörnyezet tartalmazza wI és wO szavakat, még p(D = 0 | wI , wO) =

1− p(D = 1 | wI , wO) jelentése, hogy nem D-ből származik a bemeneti - kimeneti
szópár. Ebből kapjuk a következő célfüggvényt:

max ∏
(wI ,wO)∈D

p(D = 1 | wI , wO) = max log ∏
(wI ,wO)∈D

p(D = 1 | wI , wO)

= max ∑
(wI ,wO)∈D

log p(D = 1 | wI , wO).

Használva a szoftmax függvényt és a szavak v′ kimeneti vektor reprezentációját,
a következő célfüggvényt kapjuk meg:

∑
(wI ,wO)∈D

log
1

1 + exp(−v′wI
v′wO

)
.

Ennek a függvénynek egy triviális megoldása, ha p(D = 0 | wI , wO) = 1 minden
szópárra azáltal, hogy v′wI

= v′wO
és v′wI

· v′wO
= K, ahol K elég nagy szám. Vi-

szont szeretnénk elkerülni ezt az esetet, ezért módosításra van szükségünk. Ha
használunk a célfüggvényben olyan szópárokat is, amiknél p(D = 0 | wI , wO)

alacsony, kiküszöbölhetjük ezt a problémát. Ehhez egyszerűen elég, ha olyan
szópárokat is számításba veszünk, amik nem a D korpuszból valóak. Erre egy
módszer, ha véletlenszerűen generálunk egy szópárokból álló D′ halmazt, mely-
nél feltételezzük, hogy a szópárok nem részei D-nek. Az elnevezés is innen ered,
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hiszen negatív párosokból is válogatunk a mintavételezés során:

max ∏
(wI ,wO)∈D

p(D = 1 | wI , wO) ∏
(wI ,wO)∈D′

p(D = 0 | wI , wO) =

max ∏
(wI ,wO)∈D

p(D = 1 | wI , wO) ∏
(wI ,wO)∈D′

(1− p(D = 1 | wI , wO)) =

max ∑
(wI ,wO)∈D

log p(D = 1 | wI , wO) + ∑
(wI ,wO)∈D′

log(1− p(D = 1 | wI , wO)) =

max ∑
(wI ,wO)∈D

log
1

1 + exp(−v′wI
v′wO

)
+ ∑

(wI ,wO)∈D′
log

(
1− 1

1 + exp(−v′wI
v′wO

)

)

max ∑
(wI ,wO)∈D

log
1

1 + exp(−v′wI
v′wO

)
+ ∑

(wI ,wO)∈D′
log

1
1 + exp(−v′wI

v′wO
)

,

melyen alkalmazva a σ(x) =
1

1 + exp(−x)
jelölést végül megkapjuk, hogy:

max ∑
(wI ,wO)∈D

log
1

1 + exp(−v′wI
v′wO

)
+ ∑

(wI ,wO)∈D′
log

1
1 + exp(−v′wI

v′wO
)
=

max ∑
(wI ,wO)∈D

log σ(v′wI
· v′wO

) + ∑
(wI ,wO)∈D′

log σ(v′wI
· v′wO

)
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5. Egynyelvű analóg kérdések

Most tekintsünk egy példa feladatot arra, ami a vektortér modellek egy ér-
dekes tulajdonságát vizsgálja. Korábban is említettük, hogy a tárgyalt vektortér
modelleknek meg van az a tulajdonsága, hogy a szavak közti távolsággal jelle-
mezni lehet a szavak hasonlóságát. Ennek a mérésére olyan speciális szókész-
leteket szoktak használni, amelyek szópárok távolságait hasonlítja össze. Most
megadunk pár példát a gyakran vizsgált szópár típusokra:

• főváros - ország: Budapest - Hungary

• ország - pénznem: Hungary - forint

• férfi - női megfelelők: king - queen

• melléknév fokozás: bad - worse

• egyes szám - többes szám: banana - bananas

Az elemzés során több hasonló kategóriába eső szópárt hasonlítanak össze egy-
mással, hogy a köztük külön-külön megjelenő távolságok közel azonosak-e. Pél-
dául azt várnánk, hogy v(king)− v(queen) értéke megegyezik a v(policeman)−
v(policewoman)-vel, ahol v(x) az x szó egy vektor reprezentációját jelöli.

A dolgozatomban én azt vizsgáltam, hogy ha ötvöznénk egy lokális szöveg-
környezetet használó vektort tér modellt – a továbbiakban word2vec – egy glo-
bális információkat használóval – glove –, akkor jobb eredményt érhetnék-e el az
analóg kérdések vizsgálata során. A folyamat során előre tanított szóvektorokat
használtam:

• word2vec: 100 milliárd szavas adathalmazon tanított 300 dimenziós vekto-
rok: https://code.google.com/archive/p/word2vec/

• glove: 400 ezer szóból tanult 100 dimenziós vektorok https://nlp.stanford.
edu/projects/glove/

A word2vec modellt is korlátoztam egy csak 400 ezer szót használó verzió-
ra. Ennek a fő oka az volt, hogy reálisabb képet kapjunk a glove és a word2vec
modellek összehasonlítása során, a másik pedig, hogy csökkentsük a számítási
kapacitást. Utóbbira azért volt szükség, mivel az elemzéseket a saját gépemen
végeztem:

• Processzor: Intel Core i3, 2.4Ghz

• Operációs rendszer: Microsoft Windows 10, 64 bites
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10. ábra. word2vec modellre kapott eredmények, melynek x tengelye a szópárok
között mért eltérést adja meg, függőleges tengelye pedig azt fejezi ki, hogy egy
rögzített eltérés mellett hány darab vizsgált szópár-szópár kapcsolatra kaptuk ezt
az eredményt.

11. ábra. glove modellre kapott eredmények, melynek x tengelye a szópárok kö-
zött mért eltérést adja meg, függőleges tengelye pedig azt fejezi ki, hogy egy rög-
zített eltérés mellett hány darab vizsgált szópár-szópár kapcsolatra kaptuk ezt az
eredményt.
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• Memória: 4 Gb memória

A 10., 11., 12. ábrákon olyan hisztogramokat láthatunk, melyek vízszintes ten-
gelye azt fejezi ki, hogy mekkora volt a különbség a szópár - szópár távolságok
között. A feldolgozás során először vettem a szóvektor párok koszinusz hasonló-
ságát, tehát például cos_ sim(v(queen),v(king)) és cos_ sim(v(girl), v(boy)), majd
kiszámítottam az így kapott értékek közti eltérést. A glove + word2vec modell
esetében összefűztem a két modellből nyer szóvektorokat és ennek az eredmé-
nyét használtam egy új szóvektor reprezentációként.

12. ábra. word2vec + glove modellre kapott eredmények, melynek x tengelye a
szópárok között mért eltérést adja meg, függőleges tengelye pedig azt fejezi ki,
hogy egy rögzített eltérés mellett hány darab vizsgált szópár-szópár kapcsolatra
kaptuk ezt az eredményt.

A 13. ábrán az összesített eredményeket láthatjuk, melyből leolvasható, hogy
a hibrid modell jobb eredményeket tudott elérni az analóg vizsgálat során. Abból
vonhatjuk le ezt a következtetést, hogy az összetett modell esetén sokkal több
kisebb eltérést adó eredményünk volt, ami abból látható, hogy a nulla értékhez
közel kimagaslik a görbe a többi modellhez viszonyítva. Úgy gondolom, hogy a
későbbiekben érdemes lehet többféle paraméter beállítással megvizsgálni további
modelleket is.
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13. ábra. Összesítve a három hisztogramra külön-külön illesztett görbe, melynek
vízszintes tengelye a szópárok közötti eltérést méri, a függőleges pedig, hogy
mennyi vizsgált kérdésre kaptuk az adott eltérést eredményül. A függőleges ten-
gely százas nagyságrendben értendő.
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